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PREFACIO I

Quando encontrava-me realizando meu doutorado na Universidade Albert
Ludwig de Freiburg i.Br. em 1978, nos varios contatos que eu mantive com o Professor
Dr. Walter Schopfer, lembro-me de ele haver mencionado sobre um novo campo da
ciéncia estatistica em franca expansdo, denominada de Analise Multivariada, e foi desta
maneira que eu passei a me interagir com este novo campo de conhecimento, que nos
permite tratar estatisticamente muitas varidveis simultaneamente.

Este campo do conhecimento teve inicio de maneira formal no Programa de Pos-
graduac¢do em Engenharia Florestal da UFPR em 2001, quando uma disciplina foi criada
e ofertada pelo Professor Dr. Anselmo Chaves Neto, do curso de Matematica da UFPR.
Posteriormente, a assumiu o Dr. Mauricio Koubay do Amaral, do curso de Matematica
da UTFPR e, finalmente, a assumiu os Professores Henrique Soares Koehler e Alexandre
Behling, do curso de Engenharia Florestal da UFPR, e atuantes até o momento.

A obra ora apresentada ¢ o resultado de um grande esfor¢co dos Professores Dr.

Flavio Felipe Kirchner, Dr. Henrique Soares Koehler e Dr. Alexandre Behling. Ela foi
escrita visando disponibilizar as técnicas multivariadas para aplicagdo na Engenharia
Florestal. Os autores se preocuparam em apresentd-la com os mais importantes métodos
multivariados, com destaque para a Andlise de Componentes Principais, Analise de
Fatores, Analise de Variancia Multivariada, Analise de Discriminantes, Analise de
Conglomerados e Analise de Correlagdo Candnica, todos eles elucidados com exemplos
florestais. Dada a complexidade dos diferentes métodos apresentados, a compreensdo da
natureza de um conjunto de dados multivariados provenientes da area florestal ¢é
fundamental para a escolha de um método e de uma andlise apropriados. Os autores
salientaram, também, a importancia de se interpretar apropriadamente a esséncia dos
resultados obtidos, apds o devido processamento dos dados amostrais.
Esta obra esta sendo disponibilizada para comunidade florestal brasileira de engenheiros
florestais, de professores, de estudantes e de pesquisadores, que tratam varidveis
multivariadas de maneira simultdnea, com amplo contetido tedrico e pratico, tanto no
ambito do poder publico, como das empresas florestais do pais.

Os autores, todos professores, ou aposentados ou da ativa, na Universidade
Federal do Parand, compdem uma equipe especializada no campo da estatistica teorica e
aplicada conseguiram reunir um excelente contetido de conhecimentos, elucidados com
trabalhos cientificos e praticos efetuados em povoamentos florestais do estado do Parana.
Esta obra foi preparada visando atender primordialmente aos estudantes e aos
engenheiros florestais recém-formados, que demandam a compreensdo mais clara de
metodologias estatisticas mais complexas, por meio de exemplos cuidadosamente
escolhidos para ilustra-las. Ainda, mesmo para os engenheiros florestais e pesquisadores
mais experientes na aplicagdo desses métodos estatisticos, algumas inovagdes estdo
apresentadas, como a solucao de todos os métodos utilizando-se o software desenvolvido
em linguagem Julia para facilitar a obten¢ao dos resultados, bem como para abreviar o
tempo e assegurar a qualidade do processamento dos dados.

Os autores destacam, com ampla visdo, sobre os problemas mais tipicos e praticos
em que a estatistica multivariada pode ser empregada nos diversos campos da ciéncia
florestal.

Na Biometria, ¢ ressaltado a importancia de se identificar as inimeras medig¢des
que podem ser efetuadas individualmente em um conjunto de arvores de uma ou mais
espécies, para as avaligdes estatisticas, concernentes ao nlimero apropriado de variaveis



e de medicdes a serem feitas em cada uma delas, posi¢des mais adequadas para obtengao
dessas medigdes e deteccdo do seu grau de heterogeneidade.

Na Silvicultura, ¢ ressaltada a possibilidade de se comparar a produtividade de espécies
em diferentes areas de plantio ou em estratos identificados na floresta nativa.

Na Experimentacdo florestal, principalmente nos arranjos experimentais mais
complexos, como no delineamento com arranjo fatorial, com diferentes niimeros de
repeticdes por tratamento, serd necessario aplicar técnicas de equalizagdes para permitir
a avaliacdo de significancia dos efeitos principais e para a obtencdo de correlagdes entre
as variaveis medidas para cada efeito principal.

Na Economia florestal, as empresas precisam constantemente avaliar a producao
anual em suas diferentes modalidades produtivas, bem como sua produtividade, taxas de
juros, competitividade, nivel qualitativo da mao de obra, entre outras. O desafio serad
desenvolver um indice que as represente bem e sirva para modelar o seu projeto de
desenvolvimento estratégico.

Na Avaliac¢do académica, se for desejavel estabelecer uma classificagao de alunos
por estrita ordem de mérito, uma consideragdo mais ampla dessa busca cresce em
complexidade e carece de objetividade na escolha de cada varidvel quantitativa usada
para representar os itens incluidos.

Na Industria moveleira, as industrias de moveis, ao produzi-los, quase sempre
avalia a capacidade de atendimento a sua ampla clientela, com produtos de alta qualidade
e precos acessiveis. Para tanto, precisa considerar as diversas madeiras disponiveis no
mercado, a capacidade de acabamento qualitativo dos seus produtos, ter uma percepgao
de sua durabilidade, dispor de facilidades para as montagens, entre outras exigéncias.
Esse conjunto de variaveis estruturais visa atingir no processo produtivo a maxima
satisfagdo dos clientes a um minimo custo.

Na Fitossanidade florestal, madeiras sdo muitas vezes tratadas para se avaliar o
efeito de controle da acdo de insetos predadores. Esta a¢do ¢ efetuada via amostragem e
sera imprescindivel criar um grupo de controle, pois, somente dessa maneira, poder-se-a
conseguir uma avaliacdo de eficicia do tratamento efetuado, bem como do grau e da
extensdo das partes afetadas.

Nas Propriedades fisicas da madeira, corpos de prova sdo normalmente testados
para avaliar suas propriedades fisicas, tais como: deformagao, dureza, flexao, elasticidade
e resisténcia, visando detectar efeitos sistematicos e estabelecer relagdes funcionais que
possibilitem estimé-los em func¢do das propriedades fisicas estudadas, bem como
procedimentos de simulagdo para testar diferentes usos.

Na Sociologia florestal, populacdes citadinas e rurais podem ser amostradas,
visando conhecer suas opinides sobre impactos ambientais oriundos da ac¢do antropica.
Por meio de entrevistas, pode-se coletar informagdes sobre tempo de moradia no local,
importancia familiar na area, nivel de escolaridade atingido pela familia e grau de
conhecimento sobre diversos aspectos da natureza. O desafio serd desenvolver um indice
que as represente, bem como avaliar o grau de percepcao e de comprometimento dessas
populagcdes com a conservagdo ambiental.

Ao prefaciar esta obra, o que muito me impressionou foi a grande contribui¢do
ora disponibilizada pelos autores a comunidade florestal brasileira. Iniciativas como esta,
com expressivo contetdo cientifico e técnico, permitirdo disseminar conhecimentos uteis
a sociedade, e revela a perfeita sintonia da Universidade com a populagdo que a mantém.

Ao concluir a leitura desta obra, sinto-me engrandecido em novos conhecimentos,
e estou consciente de que ela muito contribuird para a formagdo dos profissionais
florestais e, também, para o aperfeicoamento daqueles que ja trabalham na conducdo de
experimentos florestais. Eu apreciei muito a maneira que o texto foi escrito, em bom



portugués, e muito apropriadamente ilustrado. Tenho convic¢do de que esta obra serd
muito apreciada por estudantes, profissionais, professores e empreendedores florestais de
todo o pais.

Eu parabenizo os autores pela sua dedicacdo e esfor¢o para concluir esta obra com
sucesso. Ressalto, nesta oportunidade, meu grande apre¢o aos prezados autores,
professores ¢ amigos Flavio Felipe Kirchner, Henrique Soares Koehler e Alexandre
Behling, com congratulagdes pela enorme dedicacdo, perseveranca e tenacidade para
conclui-la com foco objetivo e pratico, e com a qualidade finalmente atingida.

Curitiba, 14 de julho de 2026.

Prof. Dr. Sylvio Péllico Netto



PREFACIO II

O Contetdo do livro “ANALISE MULTIVARIADA” dos autores Prof. Dr. Flavio
Felipe Kirchner, Prof. Dr. Henrique Soares Koehler e Prof. Dr. Alexandre Behling ¢ um
texto para analisar as multiplas e complexas relagcdes dos eventos de naturezas fisicas,
quimicas, biologicas e sociais. E uma obra referencial de absoluta precisdo nas pesquisas
globais e no limiar da Gltima fronteira de conhecimentos cientificos.

Fazendo um passeio pela historia da sociedade humana, pode ser constatada a
presenca da matematica empirica como a contagem para quantificar o uso de recursos
naturais da Biosfera.

Cedo surgiu a necessidade de armazenar alimentos pelas primitivos homens na
forma de catagdo de frutas, nozes, raizes e sementes para a sua seguranca alimentar.

Foi manifestacio da primeira economia, a poupanca seguida de escambo,
empréstimos € juros.

A caca de proteinas animais no inicio era simples apropriagdo dos restos
alimentares de outros predadores. Contudo, com o dominio do uso do fogo, aliado de
instrumentos perfurantes construidos com rochas, bronzes e ferros surgiu o trabalho
coletivo de grandes cacas.

Assim mostram os varios desenhos de registros arqueoldgicos nas rochas de
cavernas. A sociedade humana era itinerante.

Mas a domesticagdo de animais e vegetais acabou com as perigosas viagens e
surge entdo o capital “terra” como meio de produzir alimentos e também a sua posse
significava poder das liderangas construindo entdo o “ESTADO”.

A evolugdo demografica comeca acelerar no seu crescimento ¢ passa a ser de
linear para exponencial com a facilidade induzida pela descoberta de rodas e alavancas
para mover e transportar grandes massas.

Entdo surge a estatistica, com previsdo catastrofica, feitas por ecologos e bidlogos
sobre o colapso da sociedade demonstrada pela assintota vertical da demografia.

Contudo no século passado, o expoente em matematica e biometria MICHEL
PRODAN provou com cdlculos usando equagdes diferenciais e integrais através de
algebra avancada, que tal apocalipse ndo ocorreria de imediato, mas previu-se que com
modelagens de dinamica fisicas, quimicas, bioldgicas e sociais, a disponibilidade de
quantitativo dos recursos naturais da Biosfera tenderia evolugdo a evolucao demografica
em forma de SIGMOIDE.

Assim foi calculado o primeiro ponto de inflexdo da fun¢@o cuja derivada indicou
o que os florestais conhecem como maximo incremento corrente.

O ano em que ocorreu este maximo na demografia indicou o inicio de rendimento
decrescente de recursos naturais determinado pelas leis formuladas por KONIG e
FAUSTMANN.

Ou seja, a populacdo humana continuaria crescendo, mas com taxa cada vez
menor devido a progressiva diminui¢cdo de proteinas animais e vegetais, seguindo até o
maximo incremento médio quando se satura a capacidade da Biosfera em sustentar a
massa humana.

Urge, portanto, planejar e racionar o uso de recursos naturais.

A complexa interrelacdo de varios eventos no crescimento de populacdes humanas
J& ndo se resolve por simples aritmética e calculos percentuais.

E preciso elaborar e usar algoritmos de racionalizagdo de recursos da Biosfera,
que devem ser alimentados com resultados obtidos através de algebras avangadas,
biometria, multivariada, calculo de probabilidades, erros amostrais etc.



Analisando a grosso modo, quais sdo nas principais varidveis que limitam o
crescimento dos seres vivos, € preciso estudar o que seja um bem econdmico.

A caracteristica mais marcante de um bem econdmico ¢ a “escassez”.

Neste sentido, vale lembrar as pesquisas em biotério conduzidas pelos
antropdlogos, socidlogos, etc.

Num experimento foram propiciados todos os elementos necessarios para o
crescimento de uma populacdo de roedores, mas com limitagdo de alimentos (calorias).

No limite crucial, iniciou o canibalismo em que recém-nascidos e os mais fracos
eram consumidos.

No outro experimento foram fornecidos todos elementos e calorias (alimentos),
mas com limita¢ao de espaco.

O apocalipse conduziu os roedores a assassinarem os recém-nascidos, mas nao
consumiam como no canibalismo.

Isto demostra que os fatores cadeia de calorias € o meio ambiente (espago) sao
vitais para a sobrevivéncia de biodiversidade.

Até antes da culminacdo do incremento corrente do crescimento da populacao
humana, a 4gua, o oxigénio e a fitomassa ndo eram considerados como bens econémicos
porque ndo eram escassos.

Mas atualmente se nota o clamor da sociedade em preservar a qualidade da dgua
potavel, atmosfera despoluida e conservacao da fitomassa.

Feliz e acertada foi a decisdo dos autores, destinarem aplicativos avangados com
“PRINCIPIOS E PROCEDIMENTOS NA CIENCIA FLORESTAL”. A FITOMASSA
FLORESTAL ¢ a principal fonte de energia. A sua produ¢do em grande escala na cadeia
de calorias da BIOSFERA, movida por FOTONS SOLARES, e sendo também a grande
massa da Terra (depois de Litosfera, Hidrosfera e Atmosfera), sendo muito importante no
equilibrio dindmico ambiental.

A sustentabilidade global da BIOSFERA TERRESTRE deve passar por atitude
responsavel da humanidade, para propiciar os beneficios energéticos e ambientais para
geracdes vindouras.

Neste sentido, sem duvidas, o texto elaborado pelos Professores Doutores
FLAVIO FELIPE KIRCHNER, HENRIQUE SOARES KOEHLHER ¢ ALEXANDRE
BEHLING sera de grande valia para pesquisadores em assuntos Globais da BIOSFERA
TERRESTRE.

Curitiba, 22 de abril de 2026.

Prof. Dr. Dr. Honoris Causa Roberto T. Hosokawa



DADOS, FUNCOES E CODIGOS COMPUTACIONAIS

Os dados, fun¢des e codigos computacionais utilizados nos exemplos e aplicagdes
apresentados neste livro estdo disponibilizados em um repositério no GitHub, nas
linguagens de programacdo MATLAB (versdo TRIAL) e JULIA.

A disponibilizagdo desse material tem como objetivo facilitar a reprodugdo das
andlises apresentadas ao longo dos capitulos, bem como permitir que o leitor explore os
procedimentos estatisticos, adapte os codigos aos seus proprios conjuntos de dados e
aprofunde seus conhecimentos em analise multivariada.

O material pode ser acessado por meio do enderego:

https://github.com/renilsonlisboa/Analise_Multivariada Principios E Procedimen
tos_Na_Ciencia_Florestal.git

Outra maneira ¢ pesquisar pelo nome do livro no site oficial do GitHub:
https://github.com

A utilizagdo da linguagem JULIA pode ser feita através do Visual Studio Code
(VS Code), por meio da extensdo oficial para JULIA. Nesse ambiente, ¢ possivel
desenvolver, executar e testar os codigos diretamente no computador, além de organizar
os arquivos, fungdes e conjuntos de dados utilizados nas analises.

O contetido do repositorio podera ser atualizado ao longo do tempo para
incorporar corre¢des, aprimoramentos € novos materiais relacionados ao livro.

Os autores agradecem especialmente ao Eng. Flo. Renilson Lisboa Junior pela
disponibilizagdo e compartilhamento de seu repositorio no GitHub, contribuindo para a
organizagdo e disponibilizacdo dos materiais computacionais utilizados neste livro.
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1 VISAO GERAL DA ESTATISTICA MULTIVARIADA

A analise Multivariada consiste em uma cole¢do de métodos que podem ser
usados quando varias variaveis sdo obtidas de individuos ou de objetos em uma ou mais
amostras. Na pratica, um conjunto de dados multivariados sdo comuns, apesar de nao
serem sempre analisados com tal. O uso exclusivo de procedimentos univariados com
essa classe de dados ndo ¢ mais aceitdvel, dada a disponibilidade de técnicas
multivariadas e poder de computacdo baratos para realiza-los.

Historicamente, a quantidade de aplicagdes de técnicas multivariadas se deu nas
ciéncias comportamentais e bioldgicas. Mais recentemente, o interesse em métodos
multivariados se espalhou para numerosos outros campos de investigacdo, entre eles
educacaio, fisica, geologia, engenharia, literatura, entre outros e, atualmente, no campo da
Engenharia Florestal. Na Tabela 1.1 estdo listados alguns exemplos de observagdes
multivariadas na Engenharia Florestal.

Tabela 1.1: Exemplos de dados multivariados em Engenharia Florestal.

UNIDADES VARIAVEIS / CARACTERISTICAS
Arvores Altura, diametro, volume ¢ biomassa
Arvores Propriedades fisicas e mecanicas
Operadores florestais Variaveis ergondmicas

Solos Propriedades fisicas e quimicas

Parcelas Area basal, volume e biomassa por hectare
Mapas Bandas, areas, similaridades

Sementes Peso, vigor, pureza, tamanho de sementes
Empresas Custos, precos, demanda, oferta

Areas de conservagio Indices fitogeograficos e fitossociologicos

O pré-requisito matematico para a leitura e utilizagdo deste livro é algebra
matricial. Calculo numérico nao ¢ utilizado. As ferramentas basicas de algebra matricial
sdo essenciais e foram apresentadas no Capitulo I, com a intencdo de ser suficiente e
completa, de modo que o leitor sem experiéncia prévia possa manipular matrizes ao nivel
requerido neste livro. Os pré-requisitos estatisticos sdo familiaridade bésica com a
distribuicdo normal, testes de t, intervalos de confianca, analise de regressao e analise de
variancia.

Normalmente os célculos multivariados sdo extensos e trabalhosos, exigindo o
uso de programas que permitam a manipulagdo de matrizes de grande porte. Para
exemplificar o uso de programas de computador para a efetuagdo de andlises
multivariadas, sdo apresentados os comandos necessarios para obtencdo dos resultados
nas linguagens MATLAB e JULIA. Os exemplos apresentados tém como objetivo
somente mostrar como os calculos multivariados podem ser efetuados com a utilizagao
desses programas, sem que tenha havido a preocupagao de torna-las rotinas programadas
sofisticadas e generalizadas.

Este livro foi pensado visando a aplicacio de técnicas multivariadas na
Engenharia Florestal. Procurou-se, sempre que possivel, apresentar exemplos florestais.
Com isso em mente, pode-se dizer que trés objetivos foram procurados quando do uso da
estatistica multivariada. O primeiro objetivo ¢ apresentacdo das varias técnicas
multivariadas, seus propositos, suas condicionantes e suas limitacdes. O segundo objetivo
¢ selecionar uma ou mais técnicas apropriadas para um determinado conjunto de dados
multivariados, com aplicag@o na area florestal. O reconhecimento da natureza essencial
de um conjunto de dados multivariados provenientes da area florestal ¢ o primeiro passo
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para uma analise apropriada. O terceiro objetivo ¢ calcular e ser capaz de interpretar os
resultados obtidos pelo computador para um conjunto de dados.

Uma sumarizagdo geral dos procedimentos multivariados a serem utilizados
dependendo das caracteristicas do conjunto de dados esta apresentada abaixo.

Uma amostra - um conjunto de variaveis

* Teste da hipotese de que as médias possuem um valor especificado.
* Teste da hipotese de que as variaveis ndo sio correlacionadas e tém uma matriz de variancia comum.

* Encontrar um conjunto de combinagdes lineares das variaveis originais que sumarizam a maior parte da variagdo dos dados —
PCA.

* Expressar as variaveis originais como uma fun¢éo de um conjunto menor de variaveis subjacentes que assimilam as variaveis
originais e suas intercorrelagdes — FA.

Uma amostra - dois conjuntos de variaveis

* Determinar o niimero, o tamanho e a natureza da relag@o entre dois conjuntos de variaveis — CC.
* Encontrar um modelo para predizer um conjunto de variaveis a partir de outro conjunto —- MMR.

Duas amostras - um conjunto de variaveis

* Comparar as médias das varidveis entre as duas amostras — T2.
* Encontrar uma combinagéo linear das variaveis que melhor separam as duas amostras — DA.
* Encontrar uma fung¢io das variaveis que acuradamente alocam uma nova observac¢ao em um dos dois grupos — CA

Trés ou mais amostras - um conjunto de variaveis

» Comparar as médias das variaveis entre os grupos — MANOVA.
* Encontrar uma combinagéo linear das variaveis que melhor separam mais do que dois grupos — DA.
* Encontrar uma fung¢do das variaveis que acuradamente alocam uma nova observag¢do em um dos grupos — CA.

1.1 O CONJUNTO DE DADOS MULTIVARIADOS
Supondo que m caracteristicas ou varidveis foram medidas em n unidades

observadas, o conjunto de dados resultante toma a forma de uma matriz, como segue:

Respostas, varidveis, caracteristicas

1 2 3 - m
Subjetos, 1 X11 X1 X3 X1m
individuos, 2 X1 X29 Xy3 Xom
unidades 3 X31 X3 X33 X3m
observadas : :
ete. n Xn1 Xn2 Xn3 Xnm

As colunas desta matriz sdo as variaveis ou caracteristicas medidas ou observadas,
e as linhas representam as unidades nas quais foram observadas. A terminologia para as
linhas e colunas difere de um campo para outro e, assim, elas sdo muitas vezes trocadas.

Tal matriz pode ser examinada de duas maneiras. Primeiro, investigar as relagdes
entre as varidveis ou caracteristicas que constituem as colunas da matriz. Segundo,
perguntar sobre a natureza das relagdes entre as unidades observadas que constituem as
linhas da matriz. Contudo, os dois métodos ndo sao mutuamente exclusivos, pois um tipo
de analise quase sempre fornece um passo intermediario da outra.

1.2 TIPOS DE DADOS

A primeira tarefa, de crucial importancia, ¢ organizar os dados numa forma
adequada para uso no computador. Diferentes tipos de variaveis podem estar envolvidas,
e podem exigir diferentes tratamentos. De qualquer modo, elas precisam ser codificadas
em uma forma numérica adequada para o programa particular a ser utilizado.
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1.2.1 Variaveis continuas e discretas

Uma variavel continua ¢ aquela que pode assumir qualquer valor dentro de um
certo dominio (o qual pode ser infinito). Os dados, ¢ claro, nunca sdo continuos neste
sentido. As medidas sdo sempre feitas com uma exatiddo limitada e sempre existe um
certo grau de arredondamento. A diferenga pratica entre varidveis continuas e discretas
depende da chance que diferentes observa¢des assumam o mesmo valor. Variaveis
discretas assumem somente determinados valores dentro do seu dominio. Por exemplo,
uma contagem que segue a distribuicdo de Poisson com média grande pode, para
propositos praticos, ser considerada continua, pois somente uma pequena propor¢ao das
observagoes tera um unico valor.

Variaveis continuas normalmente ndo apresentam problemas. Geralmente elas
podem ser consideradas com uma distribuicdo normal conjunta, tanto na sua forma
original ou apds uma transformagdo adequada e, quando os dados forem deste tipo
(normal multivariada), podem ser analisados por métodos padrdes.

1.2.2 Dados agrupados

Os dados podem ser agrupados, porque as medidas sdo tomadas com exatidao
limitada, ou porque elas ndo sdo totalmente medidas e sdo substituidas por avalia¢cdes em
classes como alto, médio, baixo, ou marcados em alguma escala arbitraria. Para muitos
propositos, este agrupamento ndo ¢ importante. A avaliacdo pode ser substituida por
marcagdes adequadas, dado que qualquer peso ¢ considerado apropriado para as
diferencas entre os grupos. Em muitos dos métodos multivariados cléssicos o teorema do
limite central justifica o seu tratamento como se apresentasse uma distribui¢do normal
conjunta. Este ponto sera discutido mais adiante.

Existe, contudo, algumas aplicagdes em que um maior cuidado ¢ necessario. Este
¢ o caso especialmente em analise de conglomerados. Se o objetivo de uma andlise ¢é
encontrar um agrupamento Util ou significante dos dados, uma varidvel agrupada em
classes pode exercer uma influéncia desproporcional no resultado.

1.2.3 Variaveis dicotdmicas

Um importante caso especial de dados agrupados ¢ o de observacdes que podem
se compor de somente dois valores, usualmente marcados de 0 (zero) e 1 (um), e que,
neste caso, sao chamadas de varidveis binarias. Variaveis dicotdmicas sdo aquelas em que
o método de classificagcdo para cada uma das divisdes e subdivisdes nao contém mais que
dois termos, tais como macho e fémea, presenca ou auséncia de uma caracteristica, e
outras divisdes em dois grupos. Geralmente, elas podem ser tratadas da mesma maneira
como outras variaveis agrupadas. Assim como em aplicagdes univariadas, o erro padrdo
de uma proporc¢ao pode ser usado para testes de significancia e intervalos de confianca
como se a propor¢ao fosse normalmente distribuida. No caso multivariado, o teorema do
limite central muitas vezes justifica tratar dados binarios como se seguissem uma
distribui¢cao normal multivariada.

1.2.4 Subdivisdes

Geralmente uma observacao pode ser incluida em uma classificagdo em grupos
que ndo sdo logicamente ordenados. Por exemplo, suponha que as madeiras possam ser
classificadas nas cores vermelha, branca ou amarela. Nao existem razdes logicas para
marcar a cor por meio de uma tnica variavel. Marcar estes grupos como 0, 1, 2 implicara
que o grupo das madeiras brancas foi intermedidrio entre as outras duas e, a ndo ser que
exista uma razao, isto pode causar confusao.
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Uma maneira de se tratar grupos desordenados deste tipo ¢ substitui-las por
variaveis bindrias. Estas trés cores podem ser representadas por duas variaveis bindrias,
uma tomando o valor de 1 para as madeiras vermelhas e 0 para as brancas e amarelas, a
outra 1 para as brancas e 0 para as vermelhas e amarelas.

Grupos ndo ordenados podem sempre ser substituidos por variaveis bindrias
(dummy ou categoricas), mas esta ferramenta fica um pouco incomoda se existirem
muitos destes grupos, ou muitos grupos sdo envolvidos. O método também pode ser
confuso se for usado em conjunto com uma andlise que ndo leva em consideracdo as
correlagdes entre as variaveis (alguns tipos de anélise de conglomerados, por exemplo)
pois um peso desproporcional ¢ dado a uma subdivisdo que resulte em muitos grupos.
Um método alternativo € basear a analise numa medida de distancia ou similaridade e,
isto, ¢ preferido na maioria dos casos, quando existem muitas observagdes deste tipo.

1.2.5 Variaveis perdidas

O problema de observagdes perdidas ¢ comum na estatistica univariada e,
geralmente, pode ser facilmente tratada por métodos padrdes. Um problema mais dificil,
que ¢ particularmente importante na taxonomia numérica, ¢ de variaveis que ndo podem
ser observadas quando uma outra variavel toma um valor particular.

Suponha, por exemplo, que dados sdo disponiveis para um grupo de insetos e
alguns dos dados sdo relacionados com a nervura das asas. Algumas espécies podem ser
apteras, e ¢ conveniente representar esta condicao por uma variavel binaria com o valor
de 1 (um) para espécies aladas e 0 (zero) para as apteras. Sempre que 0 (zero), todas as
variaveis relacionadas com a asa sdo perdidas.

Nao existe um caminho satisfatdrio para tratar desta questdo. No geral, os métodos
baseados nas medidas de distdncia ou similaridade sdo mais flexiveis do que os tipos
classicos de analise para tratar dados deste tipo, € isto ¢ uma razdo importante para a sua
popularidade. Mesmo usando-se estes métodos, muitas dificuldades permanecem, e a
medida de similaridade empregada necessita depender em alguma extensdo na
contribuicdo da importancia relativa das variaveis. Se a condicdo de ser aptero ¢ um
carater importante, que provavelmente aparecem uma vez no curso da evolugdo — sera
dado um peso consideravel na medida de distancia e as espécies apteras improvavelmente
serdo subdivididas. Do outro lado, pode ser que a condig@o de ser aptero ¢ uma aberragao
facilmente produzida pelo meio ambiente, e as espécies apteras deveriam ser associadas
com quaisquer grupos que elas mais assemelham-se. Neste caso, como em outros,
métodos numéricos em taxonomia ndo podem ser completamente numéricos.

1.2.6 Métodos nao paramétricos e dados ordenados

Na estatistica multivariada, a distingdo entre os métodos paramétricos e nao-
paramétricos ¢ sempre complicada para os usudrios. A maioria das técnicas classicas
depende da suposi¢do de haver uma distribuicdo normal multivariada, mas ¢
razoavelmente robusta para muitos tipos de dados e sdo geralmente usadas para varidveis
agrupadas ou arbitrariamente marcadas. Métodos que dependem das unidades de
distancia e técnicas de agrupamentos, que produzam um dendrograma, sdo usualmente
ndo paramétricos. No geral, contudo, o objetivo é produzir alguma descricdo das
caracteristicas inerentes dos dados e a estimativa dos pardmetros torna-se um problema
secundario.

Um tipo comum destes dados consiste inteiramente de varidveis ordenadas. Isto
pode aparecer tanto porque os dados foram coletados desta forma, ou porque ¢ detectado
que as medicdes atuais t€ém pouco significado e nada ¢ perdido substituindo-as por ordens.



25

Para muitos propositos, sendo que as amostras sdo geralmente grandes, ordens
rasticas podem ser tratadas como se fossem normalmente distribuidas. Isto apresenta a
desvantagem que ordens dependem no tamanho da amostra e uma fun¢do discriminante
baseada em ordens tera um conjunto diferente de valores, quando aplicados a uma outra
amostra de tamanho diferente. Por esta razdo, ¢ sempre mais conveniente transformar as
ordens, tanto usando a transformacao de ordens de Fisher-Yates (Fisher ¢ Yates, 1938),
ou simplesmente dividir as ordens pelo tamanho da amostra.

1.2.7 Observagoes simultaneas

O uso de observagdes simultaneas na estatistica univariada ¢ um procedimento
comum. Um exemplo tipico ¢ em experimentos com arvores, quando o diametro inicial
de uma arvore ¢ sempre usado para ajustar os didmetros finais no encerramento do
experimento e, entdo, conseguir um aumento na exatidao. A analise de covaridncia usada
neste contexto ¢ uma ferramenta util e familiar e ndo apresenta qualquer dificuldade.

Na estatistica multivariada, observacdes simultaneas também podem ser usadas.
Por exemplo, em aplicagcdes dendrométricas, observagdes de idade, espécie, posi¢ao
fitossociologica, estado fitossanitario e, assim por diante, sdo sempre disponiveis bem
como sinais e sintomas de doenca nas arvores. Agora, se o problema ¢ decidir se a
normalidade deve ser considerada como um tnico grupo homogéneo de varidveis, ou se
ela ¢ constituida de duas ou mais varidveis separadas (um problema em analise de
agrupamento), ¢ claro que estas observagdes adicionais ndo devem ser consideradas como
do mesmo tipo, como os sintomas, mas devem ser tratadas como observacdes
simultaneas.

1.3 PROBLEMAS E METODOS

O propdsito de qualquer andlise multivariada ¢ obter uma avaliagdo do que existe
dentro da estrutura da situag@o e das principais caracteristicas dos dados. Isto pode tomar
varias formas. Pode ser exigido dividir os dados em grupos, ou em decidir que um grupo
conhecido seja associado com as medic¢des. Alternativamente, sera possivel ajustar algum
modelo matematico apropriado para a obtengado dos resultados. Pode ser que as medigdes
sejam de dois tipos, exigindo associar uma com a outra. Todas estas situacdes necessitam
diferentes tipos de andlises e ¢ importante saber exatamente quais questdes serao
formuladas, e que tipo de analise pode respondé-las.

1.3.1 Analise de Componentes Principais

O tipo mais simples de tratamento que se deseja realizar nas varidveis ¢ o de
transformar um conjunto de m variaveis correlacionadas em um novo conjunto de n
variaveis ndo-correlacionadas, na qual as novas variaveis sdo combinagdes lineares das
variaveis originais. Isto ¢ chamado de anélise de componentes principais.

A transformag¢@o do componente principal ¢ derivada de tal maneira que cada nova
variavel absorve a maior quantidade possivel da variagdo remanescente. Sob esta
estratégia ¢ bem possivel que relativamente poucas variaveis transformadas explicardo a
maior variabilidade existente no conjunto de dados. Neste caso, sera possivel reduzir a
dimensdo do conjunto sem uma aprecidvel perda de informac¢do em eliminando-se as
variaveis transformadas, que explicam pouca variagdo do conjunto de dados.

1.3.2 Anélise de Fatores

Em algumas situacdes pode-se visualizar que m varidveis originais possam ser
explicadas em termos de poucos fatores comuns basicos, que reproduzem as correlagdes
existentes, enquanto outros fatores tinicos podem explicar a completa falta de correlagao.
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Em tais casos, os fatores comuns basicos serdo de central importancia para o processo em
estudo. A tarefa de separar fatores comuns dos fatores unicos ¢ o principal objetivo da
analise de fatores.

A andlise de fatores foi desenvolvida principalmente no contexto da procura de
fatores basicos de inteligéncia, que pudessem ser usados para explicar o desempenho de
individuos em testes. Infelizmente, esta tarefa de separar os componentes comuns dos
componentes Unicos, para um grupo de varidveis, provou ndo ser uma tarefa facil. A
dificuldade em criar fatores exige grande conhecimento e experiéncia por parte do usuario
deste tipo de andlise.

1.3.3 Analise de Correlagdo Candnica

Em situacdes que envolvem relagdes entre varidveis, as relagdes existentes podem
ser naturalmente separadas em dois conjuntos. Por exemplo, pode-se pensar num
conjunto de varidveis “dependentes” como biomassa e volume do fuste da arvore, e um
conjunto de variaveis “independentes” como didmetro e altura. Também pode-se desejar
reduzir cada conjunto de variaveis originais para uma so variavel, composta de tal modo
a conter as varidveis que mais se relacionam, ou obter uma combinacdo linear das
variaveis “independentes” que visa estimar a combinagdo linear das varidveis
“dependentes”. Estes problemas caem dentro do escopo da andlise de correlagdo
canonica.

1.3.4 Analise de Variancia Multivariada (MANOVA)

Quando da realizacdo de analises, nas quais o interesse ¢ centrado nas relagdes
entre as unidades observadas, deve-se primeiro considerar a extensdo multivariada da
analise de variancia.

Frequentemente, o analista mede varias varidveis em cada unidade experimental.
O procedimento usual ¢ analisar cada uma destas respostas separadamente. Este
procedimento ignora as possiveis correlagdes existentes entre as variaveis medidas. A
abordagem apropriada ¢ usar a analise de varidncia multivariada (MANOVA), que ¢ uma
generalizagdo simples da andlise de variancia e que visa aumentar o poder dos testes.

Como na situagdo univariada, estabelece-se um modelo linear aditivo para as
respostas, quais sdo as variaveis categoricas e covariaveis. Na analise multivariada a
variavel dependente ¢ substituida por um vetor de variavel dependentes. Apos ajustado o
modelo méximo, formula-se e ajusta-se modelos reduzidos apropriados. Como na
situacdo univariada, o objetivo ¢ testar a adequabilidade dos modelos reduzidos em
relacdo a0 modelo maximo. Na andlise de varidncia multivariada, a distribui¢cdo F ndo ¢
mais usada como critério de comparagdo para o teste de hipdteses, e sim uma
transformacao de seus valores para outros critérios disponiveis para os testes de hipoteses.

1.3.5 Analise de Discriminantes Multivariada

Outro problema relativo as relagdes entre as unidades amostradas, considera a
possibilidade de que as unidades observadas pertencem a “n” grupos distintos. O objetivo
¢ estabelecer uma funcdo com as variaveis que melhor discriminardo entre os grupos
conhecidos. Isto ¢ possivel por meio da analise de discriminantes multivariada, em que
fungdes discriminantes formadas pelas combinagdes lineares das variaveis mensuradas
sdo estabelecidas e separardo melhor os grupos.

O termo grupo representa uma subpopula¢do ou amostra desta populacdo. O
primeiro objetivo € a descricdo da separacdo dos grupos por meio de funcdes lineares
(fungdes discriminantes) a partir das varidveis mensuradas, que sdo utilizadas para
descrever ou explicar as diferencas entre dois ou mais grupos. Outro objetivo ¢ identificar
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a contribui¢do relativa de cada uma das variaveis na separagao dos grupos e encontrar um
plano 6timo, no qual as observacdes mensuradas podem ser projetadas para melhor
ilustrar a configuragdo de cada grupo.

A predi¢do ou alocagdo de observagdes aos grupos ¢ realizada por meio de fungdes
lineares que sdo obtidas e usadas para alocar uma unidade de amostra individual a um dos
grupos. Os valores medidos no vetor de observagdes para um individuo sdo avaliados
pelas fungdes de classificagdo para encontrar o grupo ao qual o individuo mais
provavelmente pertence.

O resultado da analise ¢ uma regra de alocacdo. Esta regra pode entdo ser usada
para designar os individuos das amostras dentro do grupo mais apropriado. Como em
qualquer regra de alocacdo existe uma probabilidade de classificacdo errada, e ¢
importante ser capaz de estimar esta probabilidade, e escolher uma regra que gere o menor
erro possivel.

1.3.6 Analise de Agrupamentos

Na analise de agrupamentos procura-se encontrar padrdes existentes no conjunto
de dados pelo agrupamento multivariado das observagdes em grupos. O objetivo ¢
encontrar um agrupamento 6timo, de tal modo que observagdes similares sejam alocadas
em grupos similares, sendo que os grupos sdo diferentes si. Procura-se encontrar um
agrupamento natural nos dados, que fazem sentido ao pesquisador.

A analise de agrupamentos difere fundamentalmente da anélise discriminante. Na
analise discriminante as observagdes sdo alocadas a um numero de grupos pré-definidos.
Na anélise de agrupamentos tanto o numero de grupos, quanto os grupos em si nao siao
conhecidos previamente.

Dado um conjunto de N objetos (&rvores, pessoas, espécies) cada medida em P
diferentes variaveis, pode-se perguntar em que extensao existem grupos naturais entre os
N objetos — grupos, que sdo similares nos seus valores nas P variaveis usadas para
descreveé-los?

Para alocar as observagdes em grupos, varias técnicas comecam com a
determinag¢do das similaridades entre pares de observagdes. Em muitos casos, as
similaridades sdo baseadas em uma medida de distancia. Outros métodos de agrupamento
usam a escolha preliminar do centro do grupo ou a comparagao da variabilidade dentro e
entre grupos. Também € possivel agrupar as variaveis e, neste caso, a similaridade pode
ser a correlagdo entre elas.

Um segundo produto de alguns tipos de andlise de agrupamentos ¢ um
dendrograma, que ¢ uma representacdo grafica dos dados na forma de uma arvore
genealogica. Este tipo de grafico tem uma atracdo Obvia pelos taxonomistas, que estdo
acostumados a identificar espécies por meio de arvores de tipo similar, mas sua relagcdo
ao problema do agrupamento 6timo das espécies ndo ¢ sempre clara.

1.4 O ESCOPO DA ANALISE MULTIVARIADA

De modo geral a andlise multivariada inclui grande parte da teoria da estatistica.
Mesmo nos denominados problemas univariados, tal como o teste de comparacdo de
médias de Student, ¢ necessario a ideia de independéncia (da média e variancia em
amostras normais) e a ideia complementar de dependéncia. Assim, qualquer amostra ¢é
um caso especial de uma varidvel multipla, em que os individuos, como regra, sdo
independentes e identicamente distribuidos.

A estatistica univariada ¢ concernente a distribui¢ao de uma tUnica variavel, ou
variavel aleatéria, especificada por meio da distribui¢do de frequéncia, dada as
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probabilidades com a qual ela toma cada um de seus possiveis valores. A estatistica
multivariada ¢ concernente a distribuicao conjunta de varidveis.

Como exemplo, regressao multipla ¢ um problema de estatistica univariada.
Somente uma das variaveis envolvidas pode ser a variavel dependente. As outras podem
ser tanto variaveis controladas com os valores definidos pelo pesquisador, ou podem ter
valores aleatorios. A unica distribui¢ao envolvida ¢ a da variavel dependente em fungao
das variaveis independentes.

Por outro lado, encontrar limites de confianga para coeficientes de correlagdo
envolve a hipdtese que as variaveis sigam uma distribuicdo normal bivariada, ou outra
distribui¢do conjunta especificada. Entdo, isso ¢ um problema que envolve a estatistica
multivariada.

A maior parte da estatistica multivariada ndo ¢ recente e as distribuigcdes
fundamentais relacionadas com a distribui¢do normal multivariada foram derivadas nos
anos 30, e os métodos desenvolvidos sdo a base para a maioria dos métodos multivariados
que sdo empregados hoje em dia (Marriott, 1974).

No inicio do desenvolvimento da estatistica multivariada, certos calculos ndo
eram possiveis de ser efetuados. Com a invengao do computador foi entdo possivel, como
por exemplo, a inversdo de matrizes de ordem n, célculo das raizes de polindmios de grau
n, e assim sucessivamente. Hoje em dia, com a melhoria dos processadores matematicos,
aumento da capacidade de armazenamento em discos rigidos, placas graficas de alta
defini¢do e monitores, sem falar dos softwares disponiveis, a estatistica multivariada se
tornou realidade.

Existe um sendo em tudo isso, que ¢ o entendimento da teoria, o arranjo dos dados,
a interpretacdo dos resultados e o proprio manuseio do software e do hardware. Sem a
integracao desses elementos o pesquisador esta fadado ao fracasso e a desilusao.

Em geral, o termo “analise multivariada” ¢ usado em um sentido mais restrito.
Assim, duas caracteristicas principais sao reconhecidas:

1.- O conjunto de n individuos ¢ caracterizado pelo valor p de variaveis diferentes. O
carater multivariado reside da multiplicidade de p variaveis, ndo no tamanho do conjunto
de n observagoes.

2.- As varidveis sdo dependentes entre si, sendo que ndo ¢ possivel separar uma ou mais
variaveis das demais e considera-la por si s6. As varidveis precisam ser consideradas
conjuntamente (Kendall, 1972).

Para um entendimento concreto, alguns problemas tipicos praticos em que a
estatistica multivariada ¢ empregada sdo a seguir abordados.

1.4.1 Biometria

Em um determinado niimero de arvores, que podem ser de uma espécie ou de
diferentes espécies, muitas medi¢des podem ser feitas em uma Unica arvore. Assim, quais
sdo as medidas mais apropriadas a serem obtidas? Qual ¢ o nlimero minimo necessario e
como usa-las para testar a homogeneidade ou heterogeneidade na amostra?

1.4.2 Silvicultura

A partir de n areas diferentes, em que cada uma tem k diferentes espécies, deseja-
se saber se ¢ possivel fazer comparacdes da produtividade geral entre areas e se for o
caso, como? Quais sdo as espécies mais produtivas por area?

1.4.3 Experimentacao florestal
Um delineamento com arranjo fatorial dos tratamentos, porém com diferente
niamero de repeticdes por tratamento, como seria avaliada a significancia dos efeitos
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principais? Qual a correlagdo entre as varidveis medidas para cada efeito principal
avaliado?

1.4.4 Economia florestal

Para uma determinada empresa, cada ano existe uma produ¢do que de alguma
forma ¢ atrelada com a sua atividade comercial geral, tal como a producao de determinado
item, taxa de juros, competitividade, emprego de mio de obra qualificada. E possivel
calcular um numero indice da atividade econdmica com essa complexidade de
informacdes, e se for possivel o seu objetivo tem algum significado?

1.4.5 Avaliacao académica

Um certo numero n de alunos ¢ examinado em p disciplinas e uma pontuagao ¢
dada por disciplina. Qual ¢ o melhor sistema para classificar os alunos em ordem de
mérito, tal que ela tenha um significado justificado?

1.4.6 Indutstria moveleira

Uma industria de moveis que produz, dentre os varios modelos, moveis prontos
para usar, deseja produzir o suficiente para atender as exigéncias de sua ampla clientela
com o minimo de defeitos e pecas ndo vendidas. As varidveis envolvidas sdo o tipo de
madeira, o acabamento, a durabilidade, a facilidade de montagem, entre outras. Em qual
medida deve-se trabalhar e como proceder para produzir o maximo de satisfacdo a um
custo minimo?

1.4.7 Fitossanidade florestal

Um determinado principio ativo ¢ aplicado em brocas maritimas da madeira, as
quais sdo subsequentemente amostradas e examinadas. Amostras afetadas sdo
encontradas quando comparadas com o grupo de controle. Quantos desses efeitos sao
significantes? Quais sdo as partes mais afetadas?

1.4.8 Propriedades fisicas da madeira

Um conjunto de corpos de prova de madeira sdo testados para as varias
propriedades fisicas tais como deformagio, dureza, flexdo, elasticidade e resisténcia. E
possivel detectar nos resultados alguns efeitos sistematicos que permitam estima-los a
partir das propriedades fisicas conhecidas da madeira? E entdo possivel usar os resultados
para desenvolver simulagdo para diferentes usos?

1.4.9 Sociologia florestal

As respostas dadas pelos membros de uma comunidade, em um questionario, que
faz parte de um estudo de impacto ambiental sdo esperadas variar de acordo com o nivel
de educagdo. Informagdes sdo coletadas para certas caracteristicas objetivas da amostra,
como por exemplo, tempo de moradia na area em questdo, importancia familiar da area,
nivel de educagdo e formacao na area de ambiental. Pode um determinado indice ser
construido a partir desse material?
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2 REVISAO DE MATRIZES

Neste capitulo estdo apresentados elementos basicos de algebra matricial
utilizados ao longo do livro. E essencialmente uma revisdo das ferramentas utilizadas em
matrizes, ndo pretendendo ser uma abordagem completa de algebra matricial. Entretanto,
vai auxiliar aqueles que ndo sdo familiarizados com 4lgebra de matrizes.

Com exceg¢do de algumas poucas derivacdes que sdo instrutivas, a maior parte dos
resultados ¢ dada sem prova. Os exemplos apresentados sao desenvolvidos com o uso dos
programas MATLAB e JULIA. A programagdo apresentada visa somente mostrar como
se pode utilizar estes programas, sem haver uma preocupa¢ao com modos mais eficientes
de se obter os mesmos resultados.

2.1 VETORES E MATRIZES

2.1.1 Quantidade escalar
Uma quantidade escalar ¢ aquela que pode ser descrita por um tinico numero.

2.1.2. Rede
Uma rede ¢ um conjunto de quantidades. As quantidades que a integram sdo
elementos da rede. A ordem pode incluir tantas dimensdes quantas forem necessarias.

2.1.3 Vetor
Vetor ¢ uma rede linear de quantidades. O ordenamento linear pode existir tanto
em linhas como em colunas, sendo a distin¢do entre eles feitas por se chamarem vetores
linhas e vetores colunas. Vetores sdo usualmente representados entre colchetes, e as
virgulas sdo usadas para separar elementos, visando melhor compreensdo e entendimento
dessa estrutura.
lay, a,, as] — vetor linha

[ ] — vetor coluna

Observacao: atentar para a notacao do subscrito para os elementos do vetor.

2.1.4 Matriz
Matriz ¢ uma rede retangular de quantidades.
a1 A1z 4g3
[a21 az2 a23]
az1 4azz dzs
Observacao: atentar dentro dos colchetes para a notagdo dos subscritos, sendo que o
primeiro representa o nimero da linha e o segundo o numero da coluna.

2.1.5 Ordem de uma matriz
Uma matriz de M linhas e C colunas é denominada ser de ordem M - C e escrito
na forma reduzida como M - C.

2.1.6 Matriz quadrada
Uma matriz que possua um numero igual de linhas e colunas ¢ denominada de
matriz quadrada de ordem m.
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2.1.7 Matriz nula ou zero
Uma matriz composta inteiramente de zeros ¢ chamada de matriz nula. A ordem

0 0O
precisa ser especiﬁcada.[o 0 0] —matriz nula de ordem 3.
0 0O

2.1.8 Diagonal de uma matriz
Em uma matriz quadrada, os elementos que possuem os mesmos indices para as
linhas e colunas compreendem a diagonal principal.

a;; Q12 4g3
a1 Az Q3
a3y dszp; dsz

2.1.9 Matriz diagonal
Uma matriz que contém zeros fora das posi¢des da diagonal ¢ chamada de matriz

diagonal.
2 0 0
[O 3 0]
0 0 4

2.1.10 Mariz identidade
Uma matriz diagonal em que todos os elementos da diagonal sdo iguais a 1 ¢
chamada de matriz identidade ().
1 0 0
[O 1 0]

0 0 1

2.1.11 Triangulo superior da matriz
Uma matriz quadrada A cujos elementos a;; = 0 para i maior que j € chamada de

triangulo superior da matriz.
a1 Q2 Qg3
0 ay ax

0 0 ass

2.1.12 Triangulo inferior da matriz
Uma matriz quadrada B cujos elementos b;; = 0 para i menor que j € chamada
de tridangulo inferior da matriz.
by O 0
[bu b, 0 ]

b31 b32 b33

2.1.13 Matriz simétrica
Uma matriz em que os elementos a;; = a;; € denominada simétrica.
[a11 12

sendo a, = a
a21 aZZ] 12 21

2.1.14 Matriz escalar
Uma matriz em que todos os elementos possuem um fator comum ¢ denominada
matriz escalar.

_ ka11 kalz] _ _ all a12
B= [ka21 koo |oWB=kA=k [a21 azz]
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2.1.15 Igualdade de matrizes
Duas matrizes sdo iguais somente se elas forem idénticas. Isto ¢, de mesma ordem
e com os mesmos elementos.
_[4 2 _[4 2
a=lg il B=lg 5

2.1.16 Transposta de uma matriz
A matriz obtida de uma outra matriz A mudando-se as linhas e colunas de A ¢
chamada de transposta de A e é representada por A’ ou AT.

2 4 3

1 3 ¢ ordem (2 - 3)

2 1
[4 3] ordem(3-2);A'=[
3 5

2.1.17 Adigao de matrizes
A soma de duas matrizes que possuem a mesma ordem ¢ uma matriz obtida em
somando-se os elementos correspondentes das duas matrizes. Adigdo de matrizes ¢é
comutativa e associativa e obedece a lei do cancelamento. Se duas matrizes ndo sdo de
mesma ordem, elas ndo sdo similares para adi¢do.
4 3 2 0 2 -2 4 5 0
c=a+B=| [+ [=1 ]
8 1 -1 -2 7 0 6 8 -1
2.1.18 Subtracdo de matrizes
Se duas matrizes A e B possuem a mesma ordem, a diferenga C = A — B ¢ obtida
pela subtracdo de cada elemento de A do correspondente elemento de B.

2.1.19 Multiplicagdo de vetores

O produto (interno) de uma linha vetor A e uma coluna vetor B que possuem o
mesmo numero de elementos ¢ um Unico valor C obtido pela soma dos produtos dos
elementos correspondentes. Entdo,

Cl1l = gimn pnil
3
[2 5 —2][—3] =12)B) + B3 + (=2)(D] = -17
(1-3) L4
G-

Multiplicagdo de vetores ndo € comutativa, a ndo ser que ambos os vetores sejam
transpostos.

2.1.20 Multiplicag@o de matrizes
O produto de uma matriz A™™ e uma matriz B¢ ¢ uma matriz P"¢, cujo
elemento ij ¢ obtido como o vetor produto da linhai de A e dacolunaj de B. Isto
e,
pmn — gmn pnc

(3-2)
(2-3)
22 4[4 —1 0 3 4
pr=aly T oglB|2 1
0 2
_ 4(3) — 1(2) + 0(0) 4(4) — 1(1) + 0(2) o s
2(3) +3(2) + 8(0) 2(4) +3(1) +8(2) 12 27

B ¢ dita ser pré-multiplicada por 4, e A ¢ dita ser pés-multiplicada por B. A multiplicagdo
de matrizes ¢ associativa, mas ndo comutativa. Importante notar que o nimero de colunas
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da primeira matriz precisa ser o mesmo do que o nimero de linhas da segunda matriz para
que as matrizes sejam conformes para multiplicagao.

2.2 EQUACOES LINEARES SIMULTANEAS NA FORMA MATRICIAL
Considerando um conjunto simultaneo de equagdes lineares,
5X,+8X,=6
9X;,+4X,=4
disponha os coeficientes da esquerda como sendo a matriz A, as incognitas como um vetor
coluna X, e os vetores da direita como um vetor coluna B.
Examine a equagdo matricial
AX =B
Note que ela gera as equagdes originais. Este método de formular equagdes lineares
simultaneas ¢ facilmente estendido para varias equagdes com varias incognitas.

2.2.1 Determinantes

Considere a matriz A. Faga |A| ser o determinante da matriz A. O determinante da
matriz de ordem 1 - 1 € simplesmente o nimero que compreende a matriz. O determinante
de uma matriz de ordem 2 - 2 ¢ assim determinando:

T8yq Qas”
Al = =TT = (aq4 a —(aq,a
|A] " Gzt gy (ai1 azz) — (a12021)

- A

3 21 ~ )
[6 (| =) -@)(6) =15-12=3

em que cada linha tracejada indica o produto dos elementos cortados pela flecha.
O determinante de uma matriz 3 - 3 ¢ calculado da seguinte maneira:

Try Gy B3 ,«a‘il a2

|A| = a1 a22ya‘23 &21 Az

Il i
A1, 32‘ 33 O3 C3a

R
6 2 11 [6 2 1 6 2
3 0 1[=[3 0 1 3 0
g8 2 3 I8 23 8 2

= (6)(0)(3) + (2)(DH(B) + (DH(B)(2) = (W(O(®) — (6)(1)(2) = (=2)(3)(3) = -8

Determinantes de ordens maiores podem ser avaliados pela expansao usando os
menores e os cofatores.

2.2.2 Menores
O menor de primeira ordem ¢ o determinante da matriz formada em eliminando-

se uma linha e uma coluna da matriz original. Se a linhai eacolunaj sdo eliminadas,
o menor que resulta é simbolizado como |Ml ]|
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O menor de um determinante ¢ um outro determinante formado quando se elimina
um numero igual de linhas e colunas do determinante original. A ordem do menor indica
o nimero de linhas (ou colunas) no menor.

Para um determinante de ordem 3, tem-se nove menores de segunda ordem
obtidos eliminando-se uma linha em uma coluna.

A1 Q12 Q13
A1 Q2 Az
31 Az dzz
Os trés menores obtidos em eliminando-se a primeira linha sdo:
|My,| = |Cl22 a23|; |My,| = |a21 s |; |My3| = |Cl21 6122|
azz dszz az1 Aszz azi1 asz;
Em que: |Mi j| refere-se ao menor de |A| obtido em eliminando-se a linha i € a coluna j.
Como exemplo, os trés menores obtidos da primeira linha do determinante.

detd =

2 4 1
detA=|3 5 2
2 1 0

O primeiro menor |M;4| que ¢ o proprio determinante, é obtido em removendo-se
a primeira linha e a primeira coluna de |4|, sendo:
Ml =7 2] =50)-1@) = -2
Igualmente,
My =] 2 =30)-22) =4
2 0

que ¢ obtido em removendo-se a primeira linha e a segunda coluna de |A|. E, para |M;3]
tem-se:

3 5
M5 =5 7| =30 -5@) =7

E assim sucessivamente até que todos os menores tenham sido calculados, no exemplo,
nove menores.

2.2.3 Cofatores

Um cofator ¢ formado para estabelecer um sinal para o menor de primeira ordem,
dependendo da linha e coluna eliminada na formac¢do do menor. O sinal ¢ determinado
por

(_1)i+ J
onde i ¢ o numero da linha eliminada e j ¢ o numero da coluna eliminada. O cofator ¢
representado por a;;. Entéo,
a; = (=)™ |M;
Entdo, considerando-se a matriz

il

2 4 1
A=13 5 2
2 1 0
O cofator a;; = (—1)*1 i S| = (=1? -2
all = 2

2.2.4 Expansao por meio dos cofatores
O determinante de uma matriz pode ser obtido pela expansdo ao longo da linha i,
a seguir:
|Al = apnain + agjaz; + -+ ayjay;
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a;; Qi Qg3
az1 Az Qs
31 dzz dsz

= ay1|Myq| + a;2(—1) M| + a;31My5]

= 091011 T A12012 T 13043

2.2.5 Singularidade
Uma matriz que possui determinante igual a zero ¢ dita ser singular. A
consequéncia ¢ que a matriz ndo possui sua inversa.

2.2.6 Duas propriedades dos determinantes
|A] = |A']
|AB| = |A||B|

2.2.7 Grau de uma matriz

O grau de uma matriz quadrada e ndo singular ¢ a ordem da matriz.

Menores de ordens maiores sdo formados em eliminando-se vérias linhas e
colunas para formar subconjuntos quadrados. O grau de uma matriz singular ou uma
matriz que ndo seja quadrada ¢ a ordem do maior menor que nao seja zero.

2.2.8 Matriz cofator
A matriz cofator, A¢, é obtida em substituindo-se cada elemento da matriz
quadrada A por seu correspondente cofator ;.

2.2.9 Matriz adjunta
A adjunta de uma matriz, adj A, ¢ a transposta da matriz cofator. Duas

propriedades da matriz adjunta sdo:
A (adj A) = (adj A)A = |A]|l

Aladj A| = |adj Al|A] = |A]"
onde n ¢ a ordem da matriz A ndo singular.

2.3 MATRIZ INVERSA
Dada duas matrizes Ae B,se AB = B A = I, entdo A~! é dita ser a inversa de A
e vice e versa. A notagdo para a inversa ¢ A~1. Entdo,
AAT=A4"14=1
1

Sendo (adj A)A = |A|I é possivel fazer uma multiplica¢do escalar por Ty &M

ambos os lados para obter-se

i(adj A)A = ﬂI =1=A71A

4] A
Entao,

Al ! (adj A)
=—{(adj
A
Igualmente,
|A|A™Y = adj A

2.3.1 Inversa por meio de transformagdes elementares

As seguintes operagdes, denominadas de transformagdes elementares, nao
modificam tanto a ordem como o grau de uma matriz.
(1) mudar duas linhas ou duas colunas;
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(2) multiplicar toda uma linha ou toda uma coluna por um escalar diferente de zero.
(3) adicionar um escalar multiplo de uma linha (coluna) para outra linha (coluna).
Para obter a inversa por de transformagdes elementares, procede-se:
[A]l1]

Entdo reduza A para uma identidade por meio das transformagdes elementares, e
proceda as mesmas operagdes em /. Quando A foi reduzida para uma matriz identidade,
a matriz identidade anterior ira conter A1,

2.3.2 Inversa de um produto
A inversa de um produto ¢ o produto das inversas em ordem reversa. Isto ¢,
(AB)"*=B"1471

2.4 OUTRAS MATRIZES E OPERACOES

2.4.1 Matriz ortogonal
Uma matriz ortogonal é dita ortogonal se A™! = A.

2.4.2 Trago da matriz
O trago de uma matriz quadrada ¢ a soma dos elementos da diagonal principal.

2.4.3 Matrizes de transformagao
Um vetor X em um sistema de coordenadas pode ser transformada ou expressa em
termos de um outro sistema de coordenadas por
Y=TX
onde T ¢ a matriz de transformagdo e X ¢ um vetor coluna. Se T ndo ¢é singular, a
transformagao reversa ¢é:
TlY=TTX=1X=X

2.4.4 Escalonamento ou normalizagdo de vetores
Um vetor X pode ser escalonado sendo que X'X = C pela multiplicacdo de cada

f c g :
componente por |-, e se X'X =1 o vetor ¢ dito ser normalizado.

2.4.5 Matriz modal
A matriz espectral S da matriz A ¢ a matriz diagonal constituida dos valores
caracteristicos de A.

2.4.6 Matriz modal normalizada
Se A ¢ uma matriz simétrica com elementos reais, entdo a matriz modal
normalizada associada com A € uma matriz ortogonal, isto €,
N =Nt

2.4.7 Diagonalizag¢do de uma matriz
Se a matriz modal ndo é singular M~1AM = S onde A é uma matriz quadrada, M
¢ a sua matriz modal, e S a sua matriz espectral.

2.4.8 Matrizes similares
Duas matrizes S e A sdo ditas similares se existir uma matriz M nao singular tal
que:
S=M"1AM
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2.5 VALORES CARACTERISTICOS E VETORES CARACTERISTICOS
(EIGENVALUES E EIGENVECTORS)

Dada uma matriz A, o chamado problema valor caracteristico ¢ encontrar escalares
A e seus associados vetores X tal que,

AX= 21X
Para resolver A X = A X, deve-se subtrair 4 X de ambos os lados para obter
AX—-21X=0
Em seguida fatorar X para se obter
A-1DX =0

Esta ¢ a matriz de formulagdo do conjunto de equagdes lineares homogéneas com
os X's como incognitas e a matriz de coeficientes tendo elementos envolvendo A's na
diagonal.

O conjunto de equacdes homogéneas possui solugdes nao triviais somente se o
determinante da matriz de coeficientes for zero. Isto &,

|A—2AI| =0

A expansdo de |A — Al| resulta em um polindmio em A, e quando igualado a zero
resulta na equagdo caracteristica da matriz A. As raizes desta equacao (valores de 1) sdo
chamados de vetores caracteristicos, valores eigen, raizes caracteristicas ou raizes latentes
de A.

Para cada valor caracteristico existe um vetor — X determinado pelo conjunto de
equacoes

A-ADX=0

Estes vetores — X sdo chamados de vetores caracteristicos, vetores eign ou vetores
latentes da matriz A.

Uma vez que os vetores caracteristicos sdo solu¢des nao triviais para o conjunto
de equacgdes lineares, eles possuem pelo menos um componente arbitrario, e qualquer
escalar multiplo de um vetor caracteristico ird também ser um vetor caracteristico.

Entdo, ¢ comum escalonar cada vetor caracteristico sendo que

X'X=21
onde A ¢ o valor caracteristico correspondente ao vetor caracteristico.

2.5.1 Propriedades dos valores e dos vetores caracteristicos

I- Se uma matriz ¢ multiplicada por um escalar, os valores caracteristicos serdo
multiplicados por este escalar, enquanto os vetores caracteristicos ndo mudam.

2- Os valores caracteristicos da inversa de uma matriz sdo os reciprocos dos valores
caracteristicos da matriz original, mas os vetores caracteristicos permanecem 0s mesmos.
3- Qualquer valor caracteristico de uma matriz ortogonal ¢ tanto +1 ou —1.

4- Os valores caracteristicos de uma matriz diagonal ou triangular sdo os elementos da
diagonal da matriz.

5- O somatorio dos valores caracteristicos ¢ o trago da matriz.

6- Os valores caracteristicos de uma matriz simétrica real sdo todos reais.

2.5.2 Exemplo
Para determinar o polindmio caracteristico para a matriz

1 2
A‘[z 1
tem-se:
o A=) 2 N2 A2 oq
a-a =050 (2o |=a-pr-a=2-2a-3

Para encontrar as raizes do polindmio caracteristico, iguala-se a zero obtendo-se:
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|A—2AI| =0
a qual é chamada equagdo caracteristica. E importante observar que a matriz A de ordem
n gera a equagao caracteristica de ordem n que possui n raizes. A equagao caracteristica
obtida para:

12
, a=[, 5
v

A= 21 =0
ou

2 -21-3

As raizes, ou fatores, da equagdo caracteristica sdo chamados de raizes
caracteristicas, autovalores ou valores eign. Neste caso as raizes caracteristicas sdo:
. AA=-1,1,=3
pois
A+1D)A1r-3)=22-21-3=0
Para cada raiz caracteristica, A;, da equacdo caracteristica, existe um vetor
caracteristico x;. Este vetor caracteristico ¢ a solu¢do das equagdes homogéneas que sdo
assim obtidas:
(A — Ail)xi =0
O vetor em negrito x; é o vetor correspondente a raiz it".

X1
X2
Xi =1 :
xn
1 2

a=|
2 1
com as raizes caracteristicas .; = —1 e 4, = 3, determinadas acima, tem-se associado

com a primeira raiz:

Considerando a matriz

([ 1-evly Dhal=l

2 3=l
2 2llx] 7 o
x4 € o vetor caracteristico associado com araiz A; = —1.
Os elementos de x4 sdo x; € x,. Assim, x; = —x, sendo que 2 x; + 2 x, = 0 que
¢ obtido de qualquer linha da equagdo (A — A,1)xy = 0.
Fazendo x; = [§, uma constante arbitraria. Entao,

ou

0 que implica em

1

x1=p [1]
O subscrito 1 em x; implica que se tem um vetor caracteristico associado com a
primeira raiz 1; = —1. Importante notar que a matriz (A — A;I) possui ordem 1 e tem

um valor arbitrario e um valor unico em x.
A segunda raiz caracteristica associado a A, = 3 ¢, entdo, (A — A,1)x, =0

([; 11-@l Dll=ll

[_22 _22] [92] - [g]

Z

ou,



Lembrando aqui que

Novamente para A,

Principais.

Para fins de facilitagdo do entendimento das operagdes matriciais ao longo deste
livro sera utilizada a seguinte notagdo para autovalores e autovetores:

Autovalores serdo representados pela notacdo A ou [ nas linguagens de
programagao e os autovetores serdo representados pela notagdo e ou c.

-2 2
(4 —=%0) = [ 2 —2]
¢ de ordem 1 e tem um valor arbitrario em X, ¢ um valor tnico determinado.
Os valores e os vetores caracteristicos devem ser bem entendidos, pois serdao
amplamente utilizados em todas as andlises da estatistica multivariada.
Maiores detalhes serdo abordados principalmente no capitulo de Componentes
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2.6 EXEMPLO DOS COMANDOS DE ALGEBRA MATRICIAL NO MATLAB

QUANTIDADE ESCALAR
A=2
A =

2

VETOR LINHA
A=[2 3 4]
A =
2 3 4

VETOR COLUNA
B=[2 ; 3; 4]

B =
2
3
4
MATRIZ

A=[3 57 ; 8 9 10]
A =
3 5 7
8 9 10

ORDEM DE UMA MATRIZ

A=[56 7 ; 98 7 ;5 4 3]

A =
5 6 7
9 8 7
5 4 3
]

[linhas , colunas
linhas =

3
colunas =

3

MATRIZ QUADRADA
A=[2 4 ; 5 6]
A =

=size (A)



2 4
5 6

MATRIZ NULIDADE OU ZERO
A=zeros (3, 3)

A =
0 0 0
0 0 0
0 0 0

DIAGONAL DE UMA MATRIZ
A=[567; 987 ; 5 4 3]
A =

5 o 7

9 8 7

5 4 3
DIAGONAL=diag (A)
DIAGONAL =

5

8

3

MATRIZ DIAGONAL
v=[3 ; 5 ; 1]

vV =
3
5
1

A=diag (V)

A =
3 0 0
0 5 0
0 0 1

MATRIZ IDENTIDADE

A=eye (4)

A =
1 0 0 0
0 1 0 0
0 0 1 0
0 0 0 1

TRIANGULO SUPERIOR DA MATRIZ
A=[5671; 9873 ; 5432

5 6 7 1
9 8 7 3
5 4 3 2
7 9 5 1
B=tril (A)
B =
5 6 7 1
0 8 7 3
0 0 3 2
0 0 0 1

TRIANGULO INFERIOR DA MATRIZ
C=tril (A7)

4

7 9 5 1]
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MATRIZ SIMETRICA
A=[ 4 3 ; 3 5]
A:

4 3

3 5

MATRIZ ESCALAR
C=10*[1 2 ; 3 4]
C =

10 20

30 40

IGUALDADE DE MATRIZES

A=[4 2 ; 6 1]

A =
4 2
6 1
B=[4 2 ; 3 1]
B =
4 2
3 1
B=A
B =
4 2
6 1

R O O o

TRANSPOSTA DE UMA MATRIZ

A=[4 5 6 ; 7 8 9]
A =

4 5 6
7 8 9
B=A"
B =
4 7
5 8
6 9
ADICAO DE MATRIZES
A=[2 2 ; 3 3]
A =
2 2
3 3
B=[ 56 ; 6 5]
B =
5 6
6 5
C=A+B
C =
7 8
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SUBTRACAO DE MATRIZES
D=A-B
D =

-3 -4

-3 -2

MULTIPLICAGAO DE VETORES

A=[2 5 -2 ]
A =

2 5 -2
B=[3 ; -1 ; 4]
B =

3

-1

4
C=A*B
C =

MULTIPLICAGAO DE MATRIZES
A=[2 2 ; 3 3]

A =

2 2

3 3
B=[5 6 ; 6 5]
B =

5 6

6 5
C=A*B
c =

22 22

33 33

EQUACOES LINEARES SIMULTANEAS NA FORMA MATRICIAL
A =[5 8; 9 4]

A =
5 8
9 4

B = [6;4]

B =
6

X =
0.1538
0.6538

B=A*X

B =
6.0000
4.0000

DETERMINANTES

A=[ 3 2 ; 6 5]

A =

3 2
6 5
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SINGULARIDADE
A=[2 2 ; 2 2]
A =

2 2

2 2
B=det (4)

B =

0
C=inv (A)
[Warning: Matrix is singular to working precision.]
C =

Inf Inf
Inf Inf

MATRIZ INVERSA
A=[1 34 ; 567 ; 98 17]

A =
1 3 4
5 6 7
9 8 7

B=inv (A)

B =

-1.0000 0.7857 -0.2143
2.0000 -2.0714 0.9286
-1.0000 1.3571 -0.6429

TRACO DA MATRIZ
A=[1 34 ; 567 ; 987]

A =
1 3 4
5 6 7
9 8 7
B=trace (A)
B =
14

VALORES CARACTERISTICOS E VETORES CARACTERISITICOS (EIGENVALUES E
EIGENVECTORS)
A=[ 1 2 ; 2 1]

A =
1 2
2 1
[e , 1] = eig(n)
e =
-0.7071 0.7071
0.7071 0.7071
1 =
-1 0



2.7 EXEMPLO DOS COMANDOS DE ALGEBRA MATRICIAL NO JULIA
#Pacotes
using LinearAlgebra

#Quantidade escalar
A=2

#Vetor linha
A=[2 3 4]

#Vetor coluna
B=[2;3;4]
B=A'

#Matriz
A=[357;8910]

#Ordem de uma matriz
A=[567;987;543]

size(A)

A linhas, A colunas = size (A)
A linhas

A _colunas

#Matriz quadrada
A=[24;5 6]

#Matriz nulidade ou zero
A = zeros (3,3)

#Diagonal de uma matriz
A=[567;987;543]
Diagonal=diag(A)
Diagonal=diagonal(A)

#Matriz diagonal
V=1[3,5,1]
A=diagm(V)
A=Diagonal(V)

#Mariz identidade
A=Matrix(l, 4, 4)

#Triangulo superior da matriz
A=[5671;9873;5432;7951]
B=UpperTriangular(A)

#Triangulo inferior da matriz
C=LowerTriangular(A)



#Matriz simétrica
A=[43;15]
B=Symmetric(A)

#Matriz escalar
C=10*[12; 3 4]

#lgualdade de matrizes
A=[42;61]
B=[42;61]

B=A

#Transposta de uma matriz
A=[456;789]
B=A'

#Adicao de matrizes
A=[22;3 3]

B=[5 6; 6 5]
C=A+B

#Subtracdao de matrizes
D=A-B

#Multiplicacao de vetores
A=[2 5 -2]

B=[3;-3;4]

C=A*B

#Multiplicacdo de matrizes
A=[22;3 3]

B=[56; 6 5]

C=A*B

#Equacdes lineares simultaneas na forma matricial
A=[58; 9 4]

B=[6;4]

X=inv(A)*B

B=A*X

#Determinantes
A=[32;65]
B=det(A)

#Singularidade
A=[22;22]
B=det(A)
C=inv(A)
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#Matriz adjunta
A=[45;67]
B=Adjoint(A)

#Matriz inversa
A=[134;567;987]
B=inv(A)

#Trago da matriz
A=[134;567;987]
B=tr(A)

#Valores caracteristicos e vetores caracteristicos (eigenvalues e eigenvectors)
A=[12;21]
B=eigen(A)
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3 COMPARACAO DE MEDIAS MULTIVARIADAS

Testes de hipdteses no contexto multivariado sdo mais complexos quando
comparados com os testes univariados. No caso univariado, para duas amostras, sdo
utilizados o teste de t para amostras independentes e pareadas. Quando o numero de
amostras ¢ maior do que duas a razdo F de Fischer ¢ utilizada. No caso multivariado o
nimero de pardmetros pode ser muito grande, uma vez que envolve p médias, p
variancias e a combinag¢do de todas as variaveis duas a duas representando a covariancia.
O ntimero total de pardmetros ¢ dado por:

05«p*(p+3) 3.1

Para um p = 5, por exemplo, o nimero de pardmetros ¢ 20, e para cada um deles
poderia ser formulada uma hipotese.

A motivagao para testar p variaveis de modo multivariado, ao invés de univariado,
pode ser explicada por quatro argumentos:

- O uso de p testes univariados inflam o erro tipo I, a, enquanto o teste
multivariado preserva o nivel a.

- Os testes univariados ignoram por completo a correlagdo entre as varidveis,
enquanto os testes multivariados fazem o uso direto das correlacdes.

- O teste multivariado ¢ mais poderoso em muitos casos.

- Muitos testes multivariados envolvendo médias tem como subproduto a
constru¢do de combinacdo lineares das variaveis que revelam mais sobre como as
variaveis se unem para rejeitar a hipotese.

Varios testes univariados ¢ intervalos de confianca sao baseados na distribuigao
normal. Similarmente a maioria dos procedimentos multivariados tem a distribui¢do
normal multivariada como sua base. Como a distribuicdo normal multivariada é uma
extensdo da distribui¢do normal univariada e compartilha muito de suas caracteristicas,
ambas as fungdes devem ser descritas.

3.1 DENSIDADE NORMAL MULTIVARIADA
A densidade normal univariada € representada pela formula:

p(X) = P e[_%(%)z] (32)
sendo que
E[x] = f xp (x)dx = u (3.3)
e
El(x— )] = [7(c — w2p(x)dx = o (3.4)

A densidade normal univariada ¢ caracterizada por dois pardmetros, a média p e
a variancia 02, e ¢é representada por p(x)~N (u, 02), isto &, x é¢ normalmente distribuido
com média u e variancia o%. Amostras distribuidas normalmente possuem a tendéncia
em agruparem-se ao redor da média, com a dispersdao proporcional ao desvio padrdo o.
Para amostras obtidas de uma popula¢do normal, 95% dos valores estardo dentro do
intervalo |x — u| < 20.

A Figura 3.1 representa a distribui¢do normal univariada padrao, com média u =
0 e varidncia 02 = 1.
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Normal Padronizada
04

0351

03}f

025

02

Densidade

0.15F

-3 -2 1 o t 2 3
Variavel Padronizada

Figura 3.1: Distribuicdo normal univariada padronizada.

Se x tem uma distribui¢do normal multivariada com vetor de médias u e matriz
variancia-covariancia ), a A densidade normal multivariada é representada pela seguinte
formula:

1
P = Gy (g7 ©
Em que: x ¢ um vetor coluna, p ¢ o numero de variaveis, u ¢ o vetor de médias e ), ¢ a
matriz variancia-covariancia.
A distribuicdo normal multivariada ¢ representada por:

[—%(x—u)'Z‘l(x—u)] (35)

p(x)~N(w ¥)
ou seja,
u = E[X] (3.6)
> =Bl - -] (3.7)
;= E[x;] (3.8)
0 = E[Ce; — ) (x5 — ;)] (3.9)

A matriz varidncia-covariancia ), ¢ sempre simétrica e positiva semi-definida, que
quando assumida dessa forma resulta no determinante de ), estritamente positivo. A
diagonal da matriz representada por g;; € a variancia de x; e fora da diagonal sdo as
covarincias de x; € x; representadas por o;;. Caso x; € x; sejam estatisticamente
independentes, entdo g;; = 0. Se todos os valores fora da diagonal da matriz forem zero,
a p(x) € reduzida ao produto da densidade normal univariada para os componentes de x.

Amostras sorteadas de uma populagao normal tendem a formar uma tinica nuvem
de pontos ou conglomerado. Duas representacdes da densidade normal estdo
representadas na Figura 3.2.
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(a) Diagrama de Dispersio (b) Densidade Normal Bivariada

Figura 3.2: Duas representacdes de densidade normal (adaptado de Morisson, 1976 e
Finn, 1974). Diagrama de dispersdo e Densidade normal bivariada,
respectivamente.

O centro do conglomerado ¢ determinado pelo vetor médio e a forma de
agrupamento (conglomerado) ¢ determinada pela matriz varidncia-covariancia. Pela
equacdo 3.5 segue que o conjunto de pontos de uma densidade constante sdo
hiperelipsoides para a qual a forma quadratica (x — u)'Y."*(x — u) é constante. Os eixos
principais, z; € z,, desses hiperelipsoides sdo representados pelos vetores caracteristicos
de v, e os valores caracteristicos (raizes caracteristicas) determinam o comprimento
desses eixos. A quantidade

m? = (x — 'S (x — ) (3.10)
¢ denominada o quadrado da distdncia de Mahalanobis de X para u. As curvas de

densidade constante sdo hiperelipsoides da distancia constante Mahalanobis para a u. O

volume dos hiperelipsdides medem a dispersdo das amostras em relagdo a média.

3.1.1 Verifica¢dao da normalidade multivariada

A verificagao da normalidade multivariada ndo é conceitualmente tao direta como
para a normalidade univariada. No caso univariado os valores de uma amostra sdo
divididos em intervalos (classes) e sdo contados quantos valores estdo em cada intervalo.
Essas frequéncias observadas (contagens) sdo comparadas com as frequéncias esperadas
sob a condi¢do que a amostra tem origem numa distribui¢do normal com a mesma média
e variancia da amostra. Se as observacdes sdo multivariadas tem-se uma regido
p —dimensional que deveria ser dividida em mais sub-regides do que no caso univariado.
As frequéncias esperadas para essas sub-regides seriam menos facilmente obtidas. Muitas
sub-regides provavelmente teriam poucas observagdes, pois os dados multivariados sdo
mais espacados do que univariados, e o teste torna-se impraticavel.

Mesmo diante disso, alguma verificagdo da normalidade multivariada ¢ desejavel,
e existem varios procedimentos propostos. Um procedimento comum na érea florestal é
baseado na distancia padronizada entre cada valor em relagdo a média.

A normalidade p variada ¢ verificada para dimensdes p = 2. Para a normal
bivariada (p = 2), tem-se:

PIx:(X—p) 3 (X—4) <305 =1-a=1-05=05 3.11)
Em que: (X - E), y-1 (X - E) ¢ a distancia d}.
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A distribuicdo das distancias djz pode ser adequadamente aproximada de uma
distribuicdo de Qui-quadrado 0(5). Nesse caso, deve-se esperar a mesma porcentagem
(50%) das observagdes amostrais, tais que (X -X ),S _1@ — X) < x%(0,5), caso
contrario, existe evidéncia que a hipotese da normalidade bivariada deve ser rejeitada.
Exemplo 3.1

Considere 10 valores de diametro a altura do peito (cm) e altura (m) de arvores de

acacia negra (Tabela 3.1).

Tabela 3.1: Pares de didmetros e alturas obtidos em uma amostra de acdcia-negra com

10 anos.
N dap (cm) h (m) d? x5(0,5)
1 19,58 19,70 1,1963 1,3863
2 7,48 14,90 1,2525 1,3863
3 16,07 18,20 0,2942 1,3863
4 9,23 15,70 0,7804 1,3863
5 9,39 11,80 2,8040 1,3863
6 5,41 12,00 1,5590 1,3863
7 8,44 12,00 1,9392 1,3863
8 10,19 18,50 4,0631 1,3863
9 18,94 18,80 1,0950 1,3863
10 23,55 21,70 3,0164 1,3863

As distancias djz < x2 perfazem 50% das observagdes (5 valores), indicando a
presenga de normalidade multivariada.

Um segundo procedimento, quando p > 2, consiste em julgar a normalidade
conjunta de dados multivariados por meio do quadrado da distancia generalizada:

&= (X, - X) S (X; ~X), j=12..,n (3.12)

Em que: X4, X,, ..., X;, sdo observagdes amostrais.

Quando as amostras tém origem em uma populag¢do normal multivariada e ambos
n e n — p sdo maiores que 25, cada uma das distancias dZ, d3, ..., d2 comporta-se como
uma variavel aleatdria com distribui¢do de Qui-quadrado. O método consiste em 2 passos:
1) Ordenar as distancias em ordem crescente.

.1

ii) Representar graficamente os pares ldjz, Xp (1—2>l, obtendo-se yj por meio da

n

distribuicdo de Qui-quadrado para p graus de liberdade. O grafico obtido deve se
aproximar de uma reta.

Exemplo 3.2

Para o exemplo anterior, os resultados estdo apresentados na Tabela 3.2 e Figura
3.3.

As distancias djz se aproximam de uma reta, indicando a presen¢a de normalidade
multivariada.

Para o caso bivariado, a comparagdo da distribui¢do com uma variancia pequena
e uma distribuicdo com variancia grande ¢ apresentado na Figura 3.4. A Figura 3.4A
apresenta alta correlagdo entre as varidveis. Em geral, para qualquer nimero de variaveis
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p uma diminui¢do nas intercorrelagdes entre as varidveis ou um aumento nas variancias
ocasionara uma maior variancia generalizada |),| (Figura 3.4B).

Tabela 3.2: Pares de diametros e alturas obtidos em uma amostra de acicia-negra com

10 anos.
1
2 U
n dap (cm) h (m) d; XI%
n
1 19,58 19,70 0,2942 0,1026
2 7,48 14,90 0,7804 0,3250
3 16,07 18,20 1,0950 0,5754
4 9,23 15,70 1,1963 0,8616
5 9,39 11,80 1,2525 1,1957
6 5,41 12,00 1,5590 1,5070
7 8,44 12,00 1,9392 2,0996
8 10,19 18,50 2,8040 2,7726
9 18,94 18,80 3,0164 3,7942
10 23,55 21,70 4,0631 5,9915

AVALIAGAO DA NORMALIDADE p VARIADA

VALOR DE QUI-QUADRADO

0 0.5 1 15 2 25 3 3.5 4 4.5
DISTANCIA GENERALIZADA

Figura 3.3: Grafico para avaliacdo da normalidade p variada.

’ '0 “‘ N
m‘ iy
/”/I: ‘o’o‘ \‘8&%\\

7 ‘.‘. N

ALTURA -10 -10 DAP ALTURA DO FUSTE N % TEOR DE G NO FUSTE

Figura 3.4: Densidades bivariadas normais. Figura A: Grafico da distribuicdo normal
bivariada para as varidveis didmetro a altura do peito e altura com correlacdo
alta (r = 0,88). Figura B: Grafico da distribuicdo normal bivariada para as
variaveis teor de carbono do fuste e de sua altura com correlagdo muito baixa
(r=-0,056).
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3.2 VERIFICACAO DA HOMOGENEIDADE DA MATRIZ VARIANCIA-
COVARIANCIA

Uma condicionante para o teste T?> de Hotelling (3.3) ou para MANOVA (3.4),
comparando dois ou mais vetores de média, ¢ que as correspondentes matrizes variancia-
covariancia da populacdo nao difiram entre si, ou seja Y; = )., = -+ = ) (matrizes de
variancia-covariancia homogéneas). Considerando essa hipotese as matrizes variancia-
covariancia das amostras §; = S, = --- = S, refletem a varidncia comum da populagdo
) e, desta forma, sdo combinadas para obter uma estimativa de ). Se > =), = -+ =
Y'x ndo for verdadeira, grandes diferencas entre S; =S, = -+ =S, podem levar a
rejeicdo de H,. Entretanto, os testes de T?> e da MANOVA sio robustos, desde que os
tamanhos das amostras sejam grandes e iguais.

Para k populagcdes multivariadas, a hipdtese de igualdade das matrizes de
varianica-covariancia ¢:

Ho: Y =20 = =k
Esta hipotese ¢ testada por meio da estatistica de razdo de verossimilhanca

generalizada:
k

M =Zvi In|s| —Zviln|5i| (3.13)

i=1

Em que: v;: graus de liberdade, v; = n; — 1 para uma amostra aleatéria de tamanho n;

L ’ L L L
proveniente da i-ésima populacdo.

k
1
= S 3.13
S Zvizlvlsl (3.13)
i=
O fator de escala ¢ dado por:
K

2p?2+3p—1 1 1
Cl=1__P TP Z___ (3.14)

6@+ Dk-D\Liv; Ly,

Se esse fator de escala for introduzido, a quantidade MC~! tem distribui¢do que
se aproxima da distribui¢ao de Qui-quadrado com graus de liberdade % (k—Dplp+1)
para grandes valores de v;. Se todos os v; forem iguais a v, entdo:

@p2+3p—-1D(k+1)
6(p+1kn

A aproximacgado para a distribuicdo de Qui-quadrado fornece bons resultados se k
(ntimero de grupos) e p forem no maximo 5 e cada v; for pelo menos 20.

Para grandes valores de v; pode-se tomar a aproximacao para a distribui¢ao F.

c1=1 (3.15)

a,=1—-c (3.16)

k

_(p-D+2) 1 1

%= "6 -1) z__(n——k) G.17)
’ _pp+Dk-1) (3.18)

2
vy = 22 (3.19)

a, —ajg

v

., (1 —a; — v_o) Fo (3.20)

v
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Exemplo 3.3

Os volumes de madeira com e sem casca (em m3) de dois clones de Acédcia-negra
(A e B) foram avaliados com amostras de 30 arvores de cada clone. Os dados estdo
apresentados na Tabela 3.3. Testar, ao nivel de 5% de significancia, se as matrizes
covariancias sao as mesmas para os dois clones.

Tabela 3.3: Volume com casca (vcc) e sem casca (vsc) para dois clones (A e B) da
espécie acdcia-negra.

Clone n vce VSC Clone n vce VSC
A 1 0,05627 0,04566 B 1 0,04058 0,03349
A 2 0,18012 0,15376 B 2 0,09321 0,07654
A 3 0,29275 0,24932 B 3 0,17324 0,14701
A 4 0,05525 0,04569 B 4 0,15231 0,13220
A 5 0,12055 0,10179 B 5 0,20407 0,17811
A 6 0,21626 0,18614 B 6 0,07278 0,06258
A 7 0,05468 0,04580 B 7 0,06487 0,05284
A 8 0,11396 0,09670 B 8 0,19848 0,16709
A 9 0,25274 0,20748 B 9 0,15004 0,12780
A 10 0,04135 0,03316 B 10 0,03816 0,03125
A 11 0,11727 0,09503 B 11 0,11024 0,09459
A 12 0,14707 0,11882 B 12 0,18531 0,15747
A 13 0,03518 0,03071 B 13 0,04311 0,03596
A 14 0,13309 0,11207 B 14 0,15980 0,12702
A 15 0,22043 0,18568 B 15 0,33257 0,28749
A 16 0,04550 0,03724 B 16 0,18213 0,15175
A 17 0,09090 0,07592 B 17 0,38640 0,33046
A 18 0,15289 0,12450 B 18 0,16669 0,13862
A 19 0,04923 0,03961 B 19 0,01863 0,01478
A 20 0,13854 0,11848 B 20 0,06900 0,05616
A 21 0,22338 0,19068 B 21 0,12995 0,10654
A 22 0,04144 0,03249 B 22 0,05183 0,04243
A 23 0,21322 0,18033 B 23 0,13582 0,11089
A 24 0,18346 0,15311 B 24 0,23464 0,19872
A 25 0,04857 0,04109 B 25 0,03010 0,02526
A 26 0,13621 0,11484 B 26 0,11272 0,09614
A 27 0,31096 0,26852 B 27 0,21245 0,17713
A 28 0,05460 0,04813 B 28 0,04858 0,03935
A 29 0,12250 0,09829 B 29 0,11949 0,09769
A 30 0,19152 0,16087 B 30 0,23579 0,20158

As matrizes de varidncia-covariancia amostrais sio:
s = 0,00636 0,00543] s = [0,00783 0,00674
4710,00543 0,00464] "B " 10,00674 0,00580
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O valor da estatistica M de Box (MC~! = 0,92) foi menor do que o valor critico
de Qui-quadrado (y? = 7,81), revelando que as matrizes varidncia-covaridncia sdo
homogéneas, ao nivel de 5% de significancia.

3.3 TESTE DE T2 DE HOTELLING

No caso univariado, o teste de ¢ para uma amostra com somente uma variavel
medida em cada unidade de amostra ¢ familiar. Assume-se que uma amostra aleatoria de
uma variavel x;, x,, ..., x,, com n medidas ¢ disponivel e oriunda de uma populagdo
N(u,0?). Os parAmetros p € o2 sdo estimados por y e s2. Para testar a hipotese Hy: u =
Uo versus Hy: i # U € utilizado a estatistica z.

Para o caso multivariado, no qual p variaveis sdo medidas em cada unidade,
assume-se que uma amostra aleatéria para cada uma das varidveis X, X, w Xp €
disponivel de uma populagio N (g, })), onde cada x,, contém n medidas. Os valores de

sdo estimados por X e )’ por S.

3.3.1 Teste para um vetor de médias p

O procedimento utilizado para testar um vetor de médias contra um valor fixo ¢
realizado por meio do teste T? de Hotelling. Este teste é analogo ao teste t-student
univariado. As hipoteses testadas sao:

( & (11,07
H,: /1:2 _ .U%,o
{ [ Up | [Up.ol HO: E = EO
M1l [Ho] (Hitp # Uo
H,: H:z " .U%,o
\ [Hp ] [ Up,ol
A estatistica T2 de Hotelling ¢ dada por:
T2 =n(X—po) S (X - o) (3.21)
Em que:
1 n
X = ;Z X, (3.22)
i=1
1 n
S=——= > (% -D*%-X) (3.23)
i=1
E") = [H10 H20 “ Hpo] (3.24)
A conclusdo do teste ¢ dada por:
n—1
T? > ng,n_p(a)

n—p
para rejeitar Hy.
Quando n — p for maior do que 30, o valor de T? assume uma distribui¢do de x2,

¢ a conclusdo do teste torna-se n (X — EO) St (X — EO) > xp(a).

Exemplo 3.4

Para uma amostra de tamanho n = 10 foram medidas as variaveis volume de
madeira sem casca de arvores vivas (Vsc m?) e volume de madeira com casca de arvores
vivas (Vee m?), em parcelas de 450 m2. Os valores estdo apresentados na Tabela 3.4.
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Calcule a estatistica T? de Hotelling, considerando o vetor de médias: E‘l) =[8 10], que

representa a producdo padrao desejada para as variaveis, respectivamente.

O resultado do teste revelou que o vetor de médias da amostra ndo difere do valor
padrdo, uma vez que T? (7,25) foi menor do que o valor tabelado de F (10,04).

A estatistica T? pode ser interpretada como a distancia padronizada entre o vetor
de médias da amostra observada e o vetor de médias padrdo. Se o vetor de médias ¢ bem
distante do vetor padrdo, existe evidéncias que os dois vetores sejam diferentes
estatisticamente.

Tabela 3.4: Valores das variaveis medidas obtidos para uma amostra em um povoamento
de acédcia-negra.

n Vsc Vce
1 7,63 9,50
2 7,90 9,80
3 7,98 9,88
4 8,07 9,98
5 8,17 10,13
6 8,32 9,45
7 8,33 10,30
8 8,35 10,31
9 8,41 10,26
10 8,53 10,13

3.3.2 Comparagao entre vetores médios de 2 populagdes

3.3.2.1 Vetores pareados
Assume-se um pareamento natural entre as unidades amostrais, nas quais foram

medidas p varidveis em cada unidade amostral. Desta forma, X1, X12j, ..., X1p; para o
primeiro grupo estd pareado com X3qj, X33, -, X2 d0 segundo grupo. Em termos de

dois tratamentos aplicados para cada unidade experimental j, a situacdo experimental ¢
Como segue.

Tratamento 1 Tratamento 2
X4 X12j X2 X2z

Amostra

1
2
3

n
As distancias pareadas das varidveis aleatdrias tornam-se:
dlj = X11j _X21j
d2j = X12j _X22j

dpj = Xipj — Xapj
Uma vez calculadas as distancias, para cada variavel, a matriz de distancias pode
ser obtida:
Dj' =[dy dy - dp] (3.25)
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O vetor médio de distancias ¢ dado por:

n
— 1
D=->'D (3.26)
j=1

A matriz varidncia-covariancia das distancias ¢ dada por:

1\ _ iy
> (2;-D)(2;-D) (327)
j=1

n—1
Uma vez obtido esses valores, a estatistica de Hotelling ¢ dada por:
T2 = n(D) S;*(D) (3.28)
As hipoteses testadas sao:

Sd:

Hy:6 =0
Hi:6 #0
A interpretagdo do teste é feita comparando-se o valor de T2 calculado com o
valor de F, sendo que, se o valor for menor do que F aceita-se a hipotese da nulidade
(Ho). oD
n—
P2 (@

Quando n — p for = 30 o valor de F, ,,_,, ¢ equivalente a 7.

T

Exemplo 3.5

Pilhas de madeira foram medidas em suas trés dimensdes (comprimento, altura e
largura) por dois métodos distintos, com trena (método A) e imagens obtidas com drones
(método B), para cada uma das 12 pilhas amostradas. Testar a hipotese de que ndo ha
diferengas entre os resultados obtidos pelos dois métodos, ao nivel de 1% de significancia,
para os dados da Tabela 3.5.

A andlise revelou que ndo existe diferenca entre as medi¢cdes com trena e a partir
de imagens de drone, ao nivel de 1% de significancia, uma vez que T? (15,15) foi menor
do que o valor tabelado de F (25,64).

Tabela 3.5: Dados das dimensdes comprimento (m), altura (m) e largura (m) de 12
pilhas de madeira, ap6s o baldeio, mensuradas por dois métodos, em uma
area de colheita de acécia-negra.

Pilha Método A Método B
Comprimento Altura  Largura Comprimento Altura  Largura
1 50,2 2,9 2,1 49,9 2,8 1,9
2 54,1 3,1 2,2 52,3 3,2 23
3 48,9 2,4 2,4 46,7 2,2 2,5
4 50,6 2,7 23 49,0 2,9 2,0
5 57,4 3,0 1,9 54,1 3,0 1,7
6 49,6 3,7 1,8 48,2 3,2 2,0
7 45,7 2,8 2,0 46,4 3,0 1,8
8 44,0 2,9 2,0 44,0 2,7 1,6
9 52,1 3,2 2,2 49,6 2,9 2,0
10 46,7 3,1 1,7 44,7 3.3 1,5
11 49,3 3,3 1,9 50,1 3.4 1,9
12 51,8 2,8 2,0 49,9 2,9 2,4
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3.3.2.2 Vetores independentes com matrizes varidncia-covaridancia homogéneas

Para o caso em que p variaveis sdo mensuradas em cada unidade amostral em dois
grupos independentes com matrizes varidncia-covarancia homogéneas, };; =Y, =Y, ¢
Y desconhecido. Estas condigdes sdo necessarias para que a estatistica T2 tenha uma
distribui¢do T2. As hipoteses testadas sdo:

( [H11]  [H21]
H,: Il:12 _ H?z
{ _.uip_ _.uép_ {HO: El = EZ
[H11] [HU21] | Hy:ipq #+ Uy
Hy: .U:12 " #?2 -7
\ _.uip_ _.uép_

Quando ); =Y, =2, aplicado em pequenas amostras independentes, a
estatistica utilizada é:

=@ -5 [ a)s] @) 629

O vetor de médias Xl estima p; e o vetor de médias Xzestima Us.

As matrizes variancia-covariancia S; e S, sdo utilizadas para calcular a matriz
variancia-covariancia ponderada S, que estima 3}, sendo dada por:
(ny — 1S + (n; — 1)S;
S, = (3.30)
Em que: n,; e n, sdo os tamanhos das amostras de cada grupo.
O resultado de T2 obtido é comparado com o valor de F para testar Hy. Se
2(n1+n2—p—1)
(ny +ny, —2)p

> Fp,n1+n2—p—1 (0()

entdo H, ¢ rejeitada.

Exemplo 3.6

Os teores de materiais volateis, carbono fixo e cinzas, em dois componentes, copa
e fuste, de uma amostra de acéacia-negra foram medidos e obtidos em porcentagem.
Deseja-se comparar se existe diferencga dos teores entre os dois componentes, a partir dos
dados da Tabela 3.6.

O valor da estatistica M de Box (MC~! = 3,42) foi de menor do que o valor
critico de Qui-quadrado (¥? = 12,59), revelando que as matrizes variincia-covariancia
sdao homogéneas, ao nivel de 5% de significancia.

O teste T2 revelou existir diferenca significante entre os teores dos componentes
testados, ao nivel de 5% de significancia, uma vez que o valor de T? transformado para
F calculado (35,77) foi maior do que o valor tabelado de F (2,92).
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Tabela 3.6: Teores de materiais volateis, carbono fixo e cinzas para amostras
independentes de acdcia-negra, obtida em um povoamento com 10 anos.

Componente Copa

Componente Fuste

TEOR DE TEOR DE TEOR DE TEOR DE TEOR DE TEOR DE
VOLATEIS (%) CARBONO  CINZAS (%) VOLATEIS (%) CARBONO  CINZAS (%)
FIXO (%) FIXO (%)
1 72,25 25,02 2,73 77,71 21,49 0,79
2 71,54 25,67 2,78 77,04 22,02 0,94
3 71,79 25,56 2,65 79,34 19,95 0,72
4 73,21 25,06 1,73 79,02 19,26 1,72
5 70,64 26,74 2,62 77,05 22,35 0,60
6 70,70 27,12 2,19 75,09 23,82 1,09
7 69,65 27,39 2,96 77,86 21,19 0,95
8 69,86 28,04 2,10 76,30 22,64 1,06
9 75,71 23,50 0,79 79,82 18,19 1,99
10 72,84 25,09 2,07 74,61 23,53 1,86
11 71,20 26,13 2,67 79,59 19,70 0,70
12 70,48 27,44 2,08 78,31 20,79 0,89
13 71,76 25,36 2,88 75,24 23,39 1,36
14 69,26 28,09 2,65 75,26 23,19 1,55
15 72,51 25,89 1,61 78,08 21,14 0,78
16 69,42 28,84 1,74 76,54 21,65 1,81
17 71,80 25,89 2,30 79,34 20,03 0,63

3.3.2.3 Vetores independentes com matrizes variancia-covariancia heterogéneas
Quando as matrizes varidncia-covaridncia sdo heterogéneas, Y, # Y, €
desconhecidas, o procedimento adotado ¢ similar ao utilizado quando as variancias sao
homogéneas, com pequenas variagdes nos calculos. Esse procedimento ¢ utilizado para
amostras de tamanhos grandes, em que n; —p € n, — p sdo maiores do que 30. As

hipoteses testadas sao:

e

\

Hy:

Hy:

[U11

[25V)

_n“ip_
(U117

U1z
iy

+*

U217

_:“ép_
U217

HUz2

25))

{Ho: H1 = Ko

Hl:El * Ez

Hap |

A estatistica do teste de T2 de Hotélling ¢ obtida por:

— —\1'[r1 1
T2 = [(Kl _Kz)] [(n—lsl + ESZ

A rejeigdo da hipotese de nulidade Hy se da quando T? > x5 (a).

Exemplo 3.7

[z, -5,)

(3.31)

Dois tipos de preparo do solo (A e B) foram aplicados para o plantio da espécie
acacia-negra. Apos sete anos foram feitas andlises de solo e deseja-se saber se os teores
dos elementos sdo diferentes para os dois tipos de preparo. Os dados dos teores dos
elementos estdo apresentados na Tabela 3.7.
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Tabela 3.7: Teores de Cu, Zn, Mn, Na e Fe para duas amostras independentes com
matrizes variancia-covariancia heterogéneas, obtidos em um povoamento de
acdcia-negra com 7 anos.

n Grupo Cu Zn Mn Na Fe n Grupo Cu Zn Mn Na Fe
1 A 0,6 03 33 11 0,09 1 B 0,6 03 127 10 0,08
2 A 0,6 03 64 7 0,04 2 B 0,6 03 87 7 0,06
3 A 02 03 71 6 006 3 B 0,6 03 69 20 0,07
4 A 0,1 0,7 50 9 005 4 B 02 04 58 8 0,05
5 A 0,6 04 98 6 0,07 5 B 0,6 03 42 8 0,04
6 A 0,2 0,6 24 9 0,08 6 B 0,6 04 32 7 0,04
7 A 0,2 04 66 5 006 7 B 02 03 37 8 0,08
8 A 04 04 105 8 0,08 8 B 0,8 0,5 52 20 0,07
9 A 0,8 0,6 1138 7 01 9 B 09 04 87 5 0,07
10 A 0,6 04 73 6 005 10 B 0,6 05 44 8 0,06
11 A 09 04 78 5 0,07 11 B 04 04 49 8 0,06
12 A 0,1 05 31 10 0,05 12 B 04 0,7 61 15 0,12
13 A 0,6 05 171 8 0,08 13 B 02 03 78 7 0,07
14 A 02 0,6 78 9 006 14 B 02 04 53 11 0,07
15 A 0,2 04 56 6 006 15 B LI 05 75 & 0,09
16 A 04 04 78 &8 0,07 16 B 09 04 73 5 0,07
17 A 0,1 03 64 6 004 17 B 0,6 05 9 6 0,07
18 A 02 04 50 10 0,07 18 B 04 04 78 9 0,06
19 A 0,6 04 24 &8 0,07 19 B 04 03 40 6 0,1
20 A 0,1 04 32 5 007 20 B 09 03 8 5 0,06
21 A 02 05 71 6 0,08 21 B 0,8 03 76 13 0,06
22 A 04 04 76 6 006 22 B 09 03 87 10 0,08
23 A 02 04 18 7 0,08 23 B 0,6 03 44 10 0,07
24 A 0,2 0,6 29 6 007 24 B 0,8 03 171 10 0,06
25 A 04 04 29 &8 01 25 B 09 05 40 9 0,08
26 A 04 03 73 6 007 26 B 0,6 04 57 9 0,09
27 A 04 04 71 13 0,09 27 B 09 04 104 7 0,07
280 A 0,7 0,5 146 7 0,08 28 B 0,8 04 71 7 0,05
29 A 0,2 0,5 20 7 012 29 B 0,8 03 66 6 0,05
30 A 0,2 0,6 91 11 0,05 30 B 1,2 04 118 6 0,08
31 A 0,1 03 93 & 0,1 31 B 04 04 41 8 0,13
32 A 0,2 06 21 10 0,12 32 B 09 0,5 107 12 0,6
33 A 0,6 0,5 91 6 0,08 33 B 0,1 04 41 7 0,1
34 A 02 03 53 7 007 34 B 04 0,6 95 20 0,12
35 A 04 04 54 7 006 35 B 02 08 79 13 0,07
36 A 04 04 49 4 01 36 B 04 05 59 8 0,09
37 A 02 04 71 § 007 37 B 04 04 8 6 0,05

O valor da estatistica M de Box (MC~1 = 85,32) foi maior do que o valor critico
de Qui-quadrado (y? = 24,99), revelando que as matrizes variincia-covaridncia sdo
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heterogéneas, ao nivel de 5% de significancia. O teste T2 revelou existir diferenga
significante entre os dois tipos de preparo do solo ao nivel de 5% de significancia, uma
vez que o valor de T? (30,94) foi maior do que o valor tabelado de x? (11,07).

3.4 ANALISE DE VARIANCIA MULTIVARIADA - MANOVA

Na andlise de variancia univariada, quando se tem dois ou mais grupos
(tratamentos), a soma total dos quadrados ¢ decomposta em soma de quadrados dentro
dos grupos e soma de quadrados entre grupos, com o intuito de se testar a hipotese de ndo
diferenga entre as médias dos grupos. A varidncia do grupo dentro ¢ assumida ser
homogénea. A hipotese € testada pelo teste F.

A extensdo multivariada deste procedimento ocorre quando existem varias
varidveis resposta sendo analisadas simultaneamente. A hipdtese multivariada
correspondente ¢ feita assumindo que as matrizes de varidncia-covariancia dentro dos
grupos sdo homogéneas. O procedimento para a comparagdo de vetores de médias de
mais de dois grupos esta apresentado na se¢do 6, analise de varidncia multivariada —
MANOVA.

3.5 SOLUCAO DO EXEMPLO 3.1: VERIFICACAO DA NORMALIDADE
MULTIVARIADA NO MATLAB E JULIA

o

% SOLUGCAO DO EXEMPLO 3.1 NO MATLAB

$ VARIAVEIS DAP E ALTURA

X =
19.5800 19.7000
7.4800 14.9000
16.0700 18.2000
9.2300 15.7000
9.3900 11.8000
5.4100 12.0000
8.4400 12.0000
10.1900 18.5000
18.9400 18.8000
23.5500 21.7000
$ MEDIA
MEDIA=mean (X)
MEDIA =

12.8280 16.3300

$ MATRIZ VARIANCIA-COVARIANCIA
=cov (X)

38.1139 19.1527

19.1527 12.7734

S
S

$ INVERSA DA MARIZ VARIANCIA-COVARIANCIA
INVS=inv (S)
INVS =
0.1064 -0.1596
-0.1596 0.3176

% CALCULOS DAS DISTANCIAS GENERALIZADA
D2J=sum ( ( ( (X~-MEDIA) *INVS) .* (X-MEDIA)),2)
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.1963
.2525
.2942
.7804
.8040
.5590
.9392
.0631
.0950
.0164

Wk MR RPRPNDOOR |

$ TAMANHO DA AMOSTRA (n) E NUMERO DE VARIAVEIS (p)
[n,pl=size (X)
n =

10

2

$ OBTENGAO DO VALOR DE QUI-QUADRADO TABELADO
VALORTABELADO=chi2inv (0.5, p)
VALORTABELADO =

1.3863

% NUMERO DE VOLORES MENORES OU IGUAIS AO VALOR DE QUI-QUADRADO
TABELADO
PROPORCAOMENOR=nnz ( (D2J (:, : ) <=VALORTABELADO) )
PROPORCAOMENOR =
5

#SOLUCAO DO EXEMPLO 3.1 NO JULIA

using DataFrames, CSV, Statistics, LinearAlgebra, Distributions, PyPlot,
LinearRegression

#Variaveis DAP e Altura

X=[19.58 19.7

7.48 14.9
16.07 18.2
9.23 15.7
9.39 11.8
5.41 12
8.44 12
10.19 18.5
18.94 18.8
23.55 21.7]
#Média

MEDIA=mean(X, dims=1)

#Matriz varidncia-covariéncia
S=cov(X)

#Inversa da matriz varidncia-covaridncia
INVS=inv(S)
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#Calculo da distadncia generalizada
D2j=sum( ( (X.-MEDIA)*INVS).x*(X.-MEDIA),dims=2)

#Tamanho da amostra (n) e numero de varidveis (p)
(n,p)=size(X)

#0btencdo do valor de Qui-quadrado tabelado
QUIQUADTAB = quantile(Chisq(p), 0.5)

#Filtro de valores menores ou igual ao valor de Qui-Quadrado tabelado
Contagem=(filtered = D2j[(D2j[:,:] .<= VALORDEQUI)])

#Namero de valores menores ou iguais ao valor de Qui-Quadrado tabelado
ProporcaoMenor=1ength(Contagem)

3.6 SOLUCAO DO EXEMPLO 3.2: VERIFICACAO DA NORMALIDADE
MULTIVARIADA NO MATLAB E JULIA

% SOLUGCAO DO EXEMPLO 3.2 NO MATLAB

% ORDENACAO DAS DISTANCIAS GENERALIZADAS CALCULADAS NO EXEMPILO 3.1
D2JORD=sort (D2J)
D2JORD =
0.2942
.7804
.0950
.1963
.2525
.5590
.9392
.8040
.01064
.0631

S WNR R R PO

$ OBTENGCAO DO VETOR DE POSICOES (j)
POS=[1:1:n]"
POS =

O WO Joy Ul WN K

=

% VALORES DE ALFA PARA CADA POSICAO (j)
ALFA= (POS-0.5) /n

ALFA =

.0500

.1500

.2500

.3500

.4500

O O O oo



O O O oo

.5500
.6500
.7500
.8500
.9500

$ VALORES DE QUI-QUDRADO PARA CADA POSIGAO (j)

G W NDNREPE P OOOO

y=chi2inv (ALFA, p)
Yy

.1026
.3250
.5754
.8616
.1957
.5970
.0996
L7726
L7942
.9915

% AJUSTE DA EQUACAO DA RETA PARA O GRAFICO
coef=polyfit (D2JORD, vy, 1)

coef

1.

5466 -0.8524

bO0=coef (2)

b0 =

-0.

8524

bl=coef (1)

bl =

1.

5466

$ ESTIMATIVAS DOS VALORES DA RETA PARA O GRAFICO

ybest=

ybest

-0.
.3545
.8411
.9978
.0848
.5587
.1467
.4844
.8128
L4317

o

O wwiNhkRE P oo

b0+b1*D2JORD

3974

% GRAFICO PARA AVALIACAO DA NORMALIDADE p VARIADA
plot (D2JORD, y, D2JORD, ybest)

xlabel('DISTANCIA GENERALIZADA'")

ylabel ('"VALOR DE QUI QUADRADO')

title('AVALIACAO DA NORMALIDADE p VARIADA')
ylabel ('VALOR DE QUI-QUADRADO')
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AVALIAGAO DA NORMALIDADE p VARIADA

VALOR DE QUI-QUADRADO

0 0.5 1 1.5 2 25 3 3.5 4 45
DISTANCIA GENERALIZADA

#SOLUCAO DO EXEMPLO 3.2 NO JULIA

#0rdenacdo das distancias generalizadas caculadas no exemplo 3.1
D2JORD=sort(D2j,dims=1)

#0btencdo do vetor de posicbées (j)
POS=collect(1:1:n)

#Valores de alfa para cada posicao j
ALFA=(P0S.-0.5)./n

#Valores de Qui—-quadrado para cada posicao j
y = quantile(Chisq(p), ALFA)

#Grafico para avaliacdo da normalidade p variada
plot(D2JORD,y)
gcf()

#Ajuste da equacdo da reta
1r = linregress(D2JORD, y)

#Estimativa dos valores da reta para o grafico
ybest = 1r(D2JORD)

#Grafico para avaliacdo da normalidade p variada
plot(D2JORD, ybest)

xlabel("DISTANCIA GENERALIZADA")

ylabel("VALOR DE QUI-QUADRADO")

title("AVALIACAO DA NORMALIDADE p VARIADA")
gcf()
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3.7 OBTENCAO DA FIGURA 3.4 NO MATLAB E JULIA

X

% OBTENGCAO DA FIGURA 3.4 NO MATLAB

$ GRAFICO DA DISTRIBUICAO NORMAL BIVARIADA PARA AS VARIAVEIS
DIAMETRO A ALTURA DO PEITO E ALTURA COM CORRELACAO ALTA (r=0,88)

% VETOR DE MEDIAS CENTRALIZADO
mu=[0 0]
mu =

0 0

$ MATRIZ VARIANCIA-COVARIANCIA DAS VARIAVEIS ORIGINAIS
=[13.38 9.80 ; 9.80 9.31]
13.3800 9.8000
9.8000 9.3100

% ORDENADAS PARA AS VARIAVEIS
x1l=-12 : 0.2 : 12;
x2==-12 : 0.2 : 12;

% PLOTAGEM DO GRID
[X1,X2]=meshgrid(x1l,x2);
X=[X1(:) X2(:)71;

$ CALCULO DOS VALORES DE DENSIDADE PROBABILISTICA
y=mvnpdf (X, mu, S) ;
y=reshape (y, length (x2), length (x1)) ;
$ OBTENCAO DO GRAFICO

surf (x1,x2,Vy)

axis([-12 12 -12 12 0 0.0371)

xlabel ('DAP')

ylabel ("ALTURA'")

zlabel ('FDP')

0.03
0.025
0.02
& 0015
w
0.01

0.005

ALTURA 10 -10 DAP

GRAFICO DA DISTRIBUICAO NORMAL BIVARIADA PARA AS VARIAVEIS TEOR
DE CARBONO NO FUSTE E ALTURA DO FUSTE COM CORRELACAO BAIXA (r=-
0,056)

o°

% VETOR DE MEDIAS CENTRALIZADO
mu=[0 0]
mu =

0 0



$ MATRIZ VARIANCIA-COVARIANCIA DAS VARIAVEIS ORIGINAIS
S= [O 035 -0.032 ; -0.032 3.312]
S =
0.0350 -0.0320
-0.0320 3.3120

% ORDENADAS PARA AS VARIAVEIS
x1=-0.7 : 0.02 : 0.7;
x2=-6 : 0.2 : 6;

% PLOTAGEM DO GRID
[X1,X2]=meshgrid(x1l,x2);
X=[X1(:) X2(:)71;

$ CALCULO DOS VALORES DE DENSIDADE PROBABILISTICA
y=mvnpdf (X, mu, S) ;
y=reshape (y, length (x2), length (x1)) ;

% OBTENCAO DO GRAFICO

surf (x1,x2,Vy)

axis([-0.7 0.7 -6 6 0 0.5])
xlabel ('TEOR DE C NO FUSTE')
ylabel (' ALTURA DO FUSTE')
zlabel (' ")

\\\\\
.Nm

PDF

-5 -0.5
ALTURA DO FUSTE TEOR DE C NO FUSTE

# OBTENCAO DA FIGURA 3.4 NO JULIA

# GRAFICO DA DISTRIBUICAO NORMAL BIVARIADA PARA AS VARIAVEIS
# DIAMETRO A ALTURA DO PEITO E ALTURA COM CORRELACAO ALTA (r = 0.88)

using LinearAlgebra, Distributions, PyPlot

# VETOR DE MEDIAS CENTRALIZADO
= [0.0, 0.0]

# MATRIZ VARIANCIA-COVARIANCIA DAS VARIAVEIS ORIGINAIS
S = [13.38 9.80;
9.80 9.31]

# ORDENADAS PARA AS VARIAVEIS
x1l = =12:0.2:12
X2 = =12:0.2:12
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# PLOTAGEM DO GRID (equivalente ao meshgrid do MATLAB)
X1 = repeat(collect(x1)', length(x2), 1)
X2 = repeat(collect(x2), 1, length(x1))

# ORGANIZACAO DOS PONTOS EM MATRIZ (equivalente a X=[X1(:) X2(:)])
X = hcat(vec(X1), vec(X2))

# CALCULO DOS VALORES DE DENSIDADE PROBABILISTICA

# (equivalente ao mvnpdf do MATLAB)

dist = MvNormal(mu, S)

y = pdf.(dist, eachrow(X))

# REORGANIZACAO PARA MATRIZ (reshape como no MATLAB)
y = reshape(y, length(x2), length(x1))

# OBTENCAO DO GRAFICO

figure()

surf(x1, x2, y)

axis([-12, 12, -12, 12, 0, 0.03])
xlabel("DAP")

ylabel("ALTURA")

zlabel("FDP")

# GRAFICO DA DISTRIBUICAO NORMAL BIVARIADA PARA AS VARIAVEIS
# TEOR DE CARBONO NO FUSTE E ALTURA DO FUSTE COM CORRELACAO BAIXA (r = -0,056)

using LinearAlgebra, Distributions, PyPlot

# VETOR DE MEDIAS CENTRALIZADO
mu = [0.0, 0.0]

# MATRIZ VARIANCIA-COVARIANCIA DAS VARIAVEIS ORIGINAIS
S = [0.035 -0.032;
-0.032 3.312]

# ORDENADAS PARA AS VARIAVEIS
X1 = -0.7:0.02:0.7
X2 = -6:0.2:6

# PLOTAGEM DO GRID (equivalente ao meshgrid do MATLAB)
X1 = repeat(collect(x1)', length(x2), 1)
X2 = repeat(collect(x2), 1, length(x1))

# ORGANIZACAO DOS PONTOS EM MATRIZ (equivalente a X=[X1(:) X2(:)])
X = hcat(vec(X1), vec(X2))

# CALCULO DOS VALORES DE DENSIDADE PROBABILISTICA
# (equivalente ao mvnpdf do MATLAB)

dist = MvNormal(mu, S)

y = pdf.(dist, eachrow(X))



# REORGANIZACAO PARA MATRIZ (reshape como no MATLAB)
y = reshape(y, length(x2), length(x1))

# OBTENCAO DO GRAFICO

figure()

surf(xl, x2, y)

axis([-0.7, 0.7, -6, 6, 0, 0.5])
xlabel("TEOR DE C NO FUSTE")
ylabel("ALTURA DO FUSTE")
zlabel("PDF")
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3.8 SOLUCAO DO EXEMPLO 3.3, VERIFICACAO DA HOMOGENEIDADE
DA MATRIZ VARIANCIA-COVARIANCIA, NO MATLAB E NO JULIA

$ ANALISE DE HOMOGENEIDADE DE MATRIZES VARIANCIA-COVARIANCIA NO

MATLAB
% SOLUGCAO DO EXEMPLO 3.3

% MATRIZ DE DADOS DO GRUPO 1 (CLONE A)
XA =

0.0563 0.0457
0.1801 0.1538
0.2928 0.2493
0.0553 0.0457
0.1206 0.1018
0.2163 0.1861
0.0547 0.0458
0.1140 0.0967
0.2527 0.2075
0.0413 0.0332
0.1173 0.0950
0.1471 0.1188
0.0352 0.0307
0.1331 0.1121
0.2204 0.1857
0.0455 0.0372
0.0909 0.0759
0.1529 0.1245
0.0492 0.0396
0.1385 0.1185
0.2234 0.1907
0.0414 0.0325
0.2132 0.1803
0.1835 0.1531
0.0486 0.0411
0.1362 0.114s8
0.3110 0.2685
0.0546 0.0481
0.1225 0.0983
0.1915 0.1609



% MATRIZ DE DADOS DO GRUPO 2 (CLONE B)

XB =
0.0406 0.0335
0.0932 0.0765
0.1732 0.1470
0.1523 0.1322
0.2041 0.1781
0.0728 0.0626
0.0649 0.0528
0.1985 0.1671
0.1500 0.1278
0.0382 0.0313
0.1102 0.0946
0.1853 0.1575
0.0431 0.0360
0.1598 0.1270
0.3326 0.2875
0.1821 0.1518
0.3864 0.3305
0.1667 0.1386
0.0186 0.014s8
0.0690 0.0562
0.1300 0.1065
0.0518 0.0424
0.1358 0.1109
0.2346 0.1987
0.0301 0.0253
0.1127 0.0961
0.2125 0.1771
0.0486 0.0394
0.1195 0.0977
0.2358 0.2016

$ MATRIZ VARIANCIA-COVARIANCIA DO GRUPO 1
Sl=cov (XA)
S1 =

0.0064 0.0054
0.0054 0.0046

$ MATRIZ VARIANCIA-COVARIANCIA DO GRUPO 2
S2=cov (XB)
S2 =

0.0078 0.0067
0.0067 0.0058

% NUMERO DE GRUPOS
k=2
k =

2

$ TAMANHO DA AMOSTRA DO GRUPO 1 (nl) E NUMERO DE VARIAVEIS (p)
[nl,pl=size (XA)
nl =
30
p =
2



$ TAMANHO DA AMOSTRA DO GRUPO 2 (n2) E NUMERO DE VARIAVEIS (p)

[n2,pl=size (XB)
n2 =

30
p =

2

$ TAMANHO TOTAL DAS AMOSTRAS
n=nl+n2
n:

60

% GRAUS DE LIBERDADE PARA O GRUPO 1
glXl=nl-1
glXl =

29

% GRAUS DE LIBERDADE PARA O GRUPO 2
glX2=n2-1
glX2 =

29

$ MATRIZ VARIANCIA-COVARIANCIA COMBINADA
S=(1/(glX1+glx2))* ((glX1*S1)+(glX2*S2))
S:

0.0071 0.0061

0.0061 0.0052

$ DETERMINANTE DA MATRIZ VARIANCIA-COVARIANCIA COMBINADA

DETS=det (S)
DETS =
4.7584e-08

% DETERMINANTE DA MATRIZ VARIANCIA-COVARIANCIA GRUPO 1

DETS1=det (S1)
DETS1 =
4.1607e-08

$ DETERMINANTE DA MATRIZ VARIANCIA-COVARIANCIA DO GRUPO 2

DETS2=det (S2)
DETS2 =
5.2702e-08

CALCULO DA ESTATISTICA M DE BOX
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%
M= (glX1*1log (DETS)+glX2*1og (DETS)) - (glX1*1log (DETS1)+glX2*1og (DETS2))
M =

0.9295

% FATOR DE ESCALA PARA AMOSTRAS DE MESMO TAMANHO

Cl=1-(2*p"2+3*p-1*k+1)/ (6* (p+1) *k*n)
Cl =
0.9940

$ CALCULO DE M DE BOX CORRIGIDO
MC1=M*C1
MC1l =

0.9239



% GRAUS DE LIBERDADE PARA OBTENCAO DO VALOR DE QUI-QUADRADO
G1=0.5%* (k-1) *p* (p+1)
Gl =

3

% VALOR CRITICO DE QUI-QUAQDRADO
Qui2=chi2inv (0.95,G1l)
Qui2 =

7.8147

#Analise da homogeneidade de matrizes variédncia—-covariéncia
#SOLUCAO DO EXEMPLO 3.3 NO JULIA

using DataFrames, Statistics, LinearAlgebra

#Matriz de dados do grupo 1 (clone A)
XA=[0.05627 0.04566

0.18012 0.15376
0.29275 0.24932
0.05525 0.04569
0.12055 0.10179
0.21626 0.18614
0.05468 0.04580
0.11396 0.09670
0.25274 0.20748
0.04135 0.03316
0.11727 0.09503
0.14707 0.11882
0.03518 0.03071
0.13309 0.11207
0.22043 0.18568
0.04550 0.03724
0.09090 0.07592
0.15289 0.12450
0.04923 0.03961
0.13854 0.11848
0.22338 0.19068
0.04144 0.03249
0.21322 0.18033
0.18346 0.15311
0.04857 0.04109
0.13621 0.11484
0.31096 0.26852
0.05460 0.04813
0.12250 0.09829
0.19152 0.16087]

#Matriz de dados do grupo 2 (clone B)
XB=[0.04058 0.03349

0.09321 0.07654

0.17324 0.14701

0.15231 0.13220
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. 20407
.07278
. 06487
.19848
. 15004
.03816
.11024
.18531
. 04311
. 15980
33257
.18213
. 38640
. 16669
.01863
. 06900
. 12995
.05183
. 13582
. 23464
.03010
11272
.21245
. 04858
. 11949
23579
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#Matriz

.17811
.06258
.05284
.16709
.12780
.03125
.09459
. 15747
.03596
. 12702
.28749
.15175
.33046
.13862
.01478
.05616
.10654
.04243
.11089
.19872
.02526
.09614
.17713
.03935
.09769
.20158]
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varidncia-covariédncia do grupol

S1=cov(XA)

#Matriz

varidncia-covariancia do grupo 2

S2=cov(XB)

#Numero
k=2

de grupos

#Tamanho da amostra do grupo 1 (nl) e nimero de variadveis (p)
(nl,p)=size(XA)

#Tamanho da amostra do grupo 2 (n2) e nimero de variadveis (p)
(n2,p)=size(XB)

#Tamanho total das amostras

n=nl+n2

#Graus de liberdade para o grupo 1

glX1=nl-

1

#Graus de liberdade para o grupo 2

glX2=n2-

1
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#Matriz varidncia-covaridncia combinada
S=(1/(gX1+g1X2) )*( (g1X1%S1)+(g1lX2%S2))

#Determinante da matriz varidncia-covaridncia combinada
DETS=det(S)

#Determinante da matriz varidncia-covariéncia para o grupo 1
DETS1=det(S1)

#Determinante da matriz varidncia-covariédncia combinada para o grupo 2
DETS2=det(S2)

#Calculo da estatistica M de Box
M=(g1X1*1og(DETS)+g1X2*1log(DETS) ) -(g1X1*log(DETS1)+g1X2*1log(DETS2) )

#Fator de escala para amostras de mesmo tamanho
C1=1-(2%p”2+3xp-1%k+1) / (6% (p+1)*k+n)

#Calculo de M de Box corrigido
MC1=M*C1

#Graus de liberdade para obtencao do valor de Qui-Quadrado
G1=0.5%(k=1)*p*(p+1)

#Valor critico de Qui-Quadrado
Qui2 = quantile(Chisq(Gl), 0.95)

3.9 SOLUCAO DO EXEMPLO 3.4, TESTE PARA UM VETOR DE MEDIAS p,
NO MATLAB E JULIA

% TESTE PARA UM VETOR DE MEDIAS

$ SOLUCAO DO EXEMPLO 3.4 NO MATLAB

$ MATRIZ DE DADOS PARA VOLUME SEM CASCA E VOLUME COM CASCA
X =

.6300 9.5000
.9000 9.8000
.9800 9.8800
.0700 9.9800
.1700 10.1300

.3200 9.4500
.3300 10.3000
.3500 10.3100
.4100 10.2600
.5300 10.1300

QO CO CO O OO 0O 00 ~J 1 I

% VETOR DE MEDIAS A SER COMPARADO (VALORES ESPERADOS)
mizero=[8 10]
mizero =

8 10

$ VETOR DE MEDIAS
media=mean (X)
media =

8.1690 9.9740
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% MATRIZ VARIANCIA-COVARIANCIA
S=cov (X)
S:

0.0754 0.0532

0.0532 0.0987

% INVERSA DA MATRIZ VARIANCIA-COVARIANCIA
invS=inv (S)
invS =

21.4347 -11.5627

-11.5627 16.3720

$ TAMANHO DA AMOSTRA (n) E NUMERO DE VARIAVEIS (p)
[n,pl=size (X)
n =
10
p =
2

$ CALCULO DA ESTATISTICA T2 DE HOTELLING
T2=n* (media-mizero) *invS* (media-mizero)'
T2 =

7.2488

% CACULO DO VALOR CRITICO DE F
F=(((n-1)*p)/ (n-p))*£inv(0.95,p, (n-p))
F:

10.0327

#Teste para um vetor de médias
#SOLUCAO DO EXEMPLO 3.4 NO JULIA

using DataFrames, Statistics, LinearAlgebra

#Matriz de dados para o volume sem casca e volume com casca
X=[7.63 9.50

7.90 9.80
7.98 9.88
8.07 9.98
8.17 10.13
8.32 9.45
8.33 10.30
8.35 10.31
8.41 10.26
8.53 10.13]

#Vetor de médias a ser comparado (valores esperados)
mizero=[8 10]

#Vetor de médias
Media=mean(X, dims=1)

#Matriz varidncia-covariédncia
S=cov(X)
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#Inversa da matriz varidncia-covaridncia
invS=inv(S)

#Tamanho da amostra (n) e numero de varidveis (p)
(n,p)=size(X)

#Calculo da estatistica T2 de Hotelling
T2=nx(Media-mizero)*invS*(Media-mizero)"

#Calculo do valor critico de F
F=1((n-1) xp) / (n-p)) *x quantile(FDist(p, n - p), 0.95)

3.10 SOLUCAO DO EXEMPLO 3.5, VETORES PAREADOS, NO MATLAB E
JULIA

% TESTE PARA VETORES PAREADOS
% SOLUGCAO DO EXEMPLO 3.5 NO MATLAB

$ MATRIZ DE DADOS PARA O GRUPO 1 (METODO A)

X1l =
50.2000 2.9000 2.1000
54.1000 3.1000 2.2000
48.9000 2.4000 2.4000
50.6000 2.7000 2.3000
57.4000 3.0000 1.9000
49.6000 3.7000 1.8000
45.7000 2.8000 2.0000
44.0000 2.9000 2.0000
52.1000 3.2000 2.2000
46.7000 3.1000 1.7000
49.3000 3.3000 1.9000
51.8000 2.8000 2.0000

$ MATRIZ DE DADOS PARA O GRUPO 2 (METODO B)

X2 =
49.9000 2.8000 1.9000
52.3000 3.2000 2.3000
46.7000 2.2000 2.5000
49.0000 2.9000 2.0000
54.1000 3.0000 1.7000
48.2000 3.2000 2.0000
46.4000 3.0000 1.8000
44.0000 2.7000 1.6000
49.6000 2.9000 2.0000
44.7000 3.3000 1.5000
50.1000 3.4000 1.9000
49.9000 2.9000 2.4000

% MATRIZ DAS DIFERENCAS ENTRE GRUPOS

DIF=X1-X2

DIF =
0.3000 0.1000 0.2000
1.8000 -0.1000 -0.1000
2.2000 0.2000 -0.1000
1.6000 -0.2000 0.3000
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3.3000 0 0.2000
1.4000 0.5000 -0.2000
-0.7000 -0.2000 0.2000

0 0.2000 0.4000
2.5000 0.3000 0.2000
2.0000 -0.2000 0.2000

-0.8000 -0.1000 0
1.9000 -0.1000 -0.4000

$ MATRIZ VARIANCIA-COVARIANCIA DAS DIFERENCAS
SDIF=cov (DIF)
SDIF =
1.6863 0.0485 -0.0584
0.0485 0.0515 -0.0073
-0.0584 -0.0073 0.0548

% INVERSA DA MATRIZ VARIANCIA-COVARIANCIA DAS DIFERENCAS
INVSDIF=inv (SDIF)
INVSDIF =
0.6285 -0.5004 0.6030
-0.5004 20.19006 2.1409
0.6030 2.1409 19.1845

% MEDIAS DAS DIFERENCAS
DIFMEDIA=mean (DIF)
DIFMEDIA =

1.2917 0.0333 0.0750

$ TAMANHO DA AMOSTRA (n) E NUMERO DE VARIAVEIS (p)
[n,pl=size (DIF)
n =
12
p =
3

$ CALCULO DA ESTATISTICA T2 DE HOTELLING
T2=n*DIFMEDIA*INVSDIF*DIFMEDIA'
T2 =

15.1536

% VALOR DE F CRITICO CORRIGIDO
F=((n-1) *p)/ (n-p) *£finv (0.99, p, (n-p))
F =

25.6370

#Teste para vetores pareados
#SOLUCAO DO EXEMPLO 3.5 NO JULIA
using DataFrames, Statistics, LinearAlgebra

#Matriz de dados para o grupo 1 (Método A)
X1=[50.2 2.9 2.1

54.1 .2

48.
50.
57.
49,
45,
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44.0 2.9 2.0
52.1 3.2 2.2
46.7 3.1 1.7
49.3 3.3 1.9
51.8 2.8 2.0]

#Matriz de dados para o grupo 2 (Método B)
X2=[49.9 2.8 1.9

52.3 .3

46.
49,
54,
48.
46.
44,
49,
44,
50.
49,
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#Matriz das diferencas entre grupos
DIF=X1-X2

#Matriz varidncia-covariédncia das diferencas
SDIF=cov(DIF)

#Inversa da matriz varidncia-covaridncia das diferencas
INVSDIF=inv(SDIF)

#Médias das diferencas
DIFMEDIA=mean(DIF,dims=1)

#Tamanho da amostra (n) e numero de varidveis (p)
(n,p)=size(DIF)

#Calculo da estatistica T2 de Hotelling
T2=n*DIFMEDIA*INVSDIF+DIFMEDIA'

#Calculo do valor de F critico corrigido

F=(n-1) xp) / (n-p) * quantile(FDist(p, n - p), 0.99)
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3.11 SOLUCAO DO EXEMPLO 3.6, VETORES INDEPENDENTES
MATRIZES  VARIANCIA-COVARIANCIA HOMOGENEAS,
MATLAB E JULIA

% TESTE PARA VETORES INDEPENDENTES COM MATRIZES VARIANCIA-
COVARIANCIA HOMOGENEAS
% SOLUGCAO DO EXEMPLO 3.6 NO MATLAB

% MATRIZ DE DADOS PARA O GRUPO 1 (COMPONENTE COPA)
X1 =

72.2500 25.0200 2.7300
71.5400 25.6700 2.7800
71.7900 25.5600 2.6500
73.2100 25.0600 1.7300
70.6400 26.7400 2.6200
70.7000 27.1200 2.1900
69.6500 27.3900 2.9600
69.8600 28.0400 2.1000
75.7100 23.5000 0.7900
72.8400 25.0900 2.0700
71.2000 26.1300 2.6700
70.4800 27.4400 2.0800
71.7600 25.3600 2.8800
69.2600 28.0900 2.6500
72.5100 25.8900 1.6100
69.4200 28.8400 1.7400
71.8000 25.8900 2.3000

% MATRIZ DE DADOS PARA O GRUPO 1 (COMPONENTE FUSTE)
X2 =

77.7100 21.4900 0.7900
77.0400 22.0200 0.9400
79.3400 19.9500 0.7200
79.0200 19.2600 1.7200
77.0500 22.3500 0.6000
75.0900 23.8200 1.0900
77.8600 21.1900 0.9500
76.3000 22.6400 1.0600
79.8200 18.1900 1.9900
74.6100 23.5300 1.8600
79.5900 19.7000 0.7000
78.3100 20.7900 0.8900
75.2400 23.3900 1.3600
75.2600 23.1900 1.5500
78.0800 21.1400 0.7800
76.5400 21.6500 1.8100
79.3400 20.0300 0.6300

$ TAMANHO DA AMOSTRA DO GRUPO 1 (nl) E NUMERO DE VARIAVEIS (p)
[nl,pl=size (X1)
nl =
17
p =
3

$ TAMANHO DA AMOSTRA DO GRUPO 2 (n2) E NUMERO DE VARIAVEIS (p)
[n2,pl=size (X2)
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$ VETOR DE MEDIAS PARA O GRUPO 1
mediaXl=mean (X1)
mediaXl =

71.4482 26.2841 2.2676

% VETOR DE MEDIAS PARA O GRUPO 2
mediaX2=mean (X2)
mediaX2 =

77.4235 21.4312 1.1435

$ MATRIZ VARIANCIA-COVARIANCIA PARA O GRUPO 1

Sl=cov (X1)

Sl =
2.6369 -2.1146 -0.5223
-2.1146 1.9191 0.1964
-0.5223 0.1964 0.3251

$ MATRIZ VARIANCIA-COVARIANCIA PARA O GRUPO 2

S2=cov (X2)

S2 =
2.9350 -2.6899 -0.2446
-2.6899 2.6671 0.0221
-0.244¢6 0.0221 0.2227

$ MATRIZ VARIANCIA-COVARIANCIA COMBINADA
Sp=((nl-1)*S1+(n2-1)*S2)/(nl+n2-2)
Sp =

2.7859 -2.4023 -0.3835

-2.4023 2.2931 0.1093

-0.3835 0.1093 0.2739

$ CALCULO DA ESTATISTICA T2 DE HOTELLING
T2= (mediaXl-mediaX2)* (inv((1/nl + 1/n2)*(Sp)))* (mediaXl-mediaX2)'
T2 =

114.4944

% TRANFORMACAO DE T? DE HOTELLING PARA O VALOR DE F CALCULADO
Fc=(T2* (n1l+n2-p-1))/ ((nl+n2-2) *p)
Fc =

35.7795

$ CALCULO DO VALOR DO F CRITICO
FT=finv(0.95,p, (n1+n2-p-1))
FT =

2.9223



#Teste para vetores independentes com matrizes varidncia—covariédncia
homogéneas
#SOLUCAO DO EXEMPLO 3.6 NO JULIA

using DataFrames, Statistics, LinearAlgebra

#Matriz de dados para o grupo 1 (Componente copa)
X1=[72.25 25.02 2.73

71.54  25.67 2.78
71.79  25.56  2.65
73.21 25.06 1.73
70.64 26.74 2.62
70.70 27.12 2.19
69.65 27.39 2.96
69.86 28.04 2.10
75.71  23.50 0.79
72.84 25.09 2.07
71.20  26.13  2.67
70.48 27.44 2.08
71.76  25.36  2.88
69.26 28.09 2.65
72.51 25.89 1.61
69.42 28.84 1.74
71.80  25.89  2.30]

#Matriz de dados para o grupo 2 (Componente Fuste)
X2=[77.71 21.49 0.79

77.04  22.02 0.94
79.34 19.95 0.72
79.02 19.26 1.72
77.05 22.35 0.60
75.09 23.82 1.09
77.86 21.19 0.95
76.30 22.64 1.06
79.82 18.19 1.99
74.61 23.53 1.86
79.59 19.70 0.70
78.31 20.79 0.89
75.24 23.39 1.36
75.26 23.19 1.55
78.08 21.14 0.78
76.54 21.65 1.81
79.34 20.03 0.63]

#Tamanho da amostra do grupo 1 (nl) e nimero de variaveis (p)
(n1,p)=size(X1)

#Tamanho da amostra do grupo 2 (n2) e nimero de variadveis (p)
(n2,p)=size(X2)
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#Vetor de médias para o grupo 1
MEDIAX1=mean(X1,dims=1)

#Vetor de médias para o grupo 2
MEDIAX2=mean(X2,dims=1)

#Matriz varidncia-covariéncia para o grupo 1
S1l=cov(X1)

#Matriz varidncia-covariéncia para o grupo 2
S2=cov(X2)

#Matriz varidncia-covaridncia combinada
Sp=((n1-1)*S1+(n2-1)%S2)/(n1+n2-2)

#Calculo da estatistica T2 de Hotelling
T2=(MEDIAX1-MEDIAX2)*(inv((1/n1 + 1/n2)*(Sp)))*(MEDIAX1-MEDIAX2)"

#Transformacdo de T2 de Hotelling para o valor de F calculado
Fc=(T2%(n1+n2-p-1))/((n1+n2-2)*p)

#Calculo do valor de F critico
FT = quantile(FDist(p, nl1 + n2 - p - 1), 0.95)

3.12 SOLUCAO DO EXEMPLO 3.7, VETORES INDEPENDENTES COM
MATRIZES VARIANCIA-COVARIANCIA HETEROGENEAS, NO
MATLAB E JULIA

$ TESTE PARA VETORES INDEPENDENTES COM COM MATRIZES VARIANCIA-
COVARIANCIA HETEROGENEA
% SOLUCAO DO EXEMPLO 3.7 NO MATLAB

% MATRIZ DE DADOS PARA O GRUPO 1 (PREPARO DO SOLO A)
X1 =

0.6000 0.3000 33.0000 11.0000 0.0900
0.6000 0.3000 64.0000 7.0000 0.0400
0.2000 0.3000 71.0000 6.0000 0.0600
0.1000 0.7000 50.0000 9.0000 0.0500
0.6000 0.4000 98.0000 6.0000 0.0700
0.2000 0.6000 24.0000 9.0000 0.0800
0.2000 0.4000 66.0000 5.0000 0.0600
0.4000 0.4000 105.0000 8.0000 0.0800
0.8000 0.6000 113.8000 7.0000 0.1000
0.6000 0.4000 73.0000 6.0000 0.0500
0.9000 0.4000 78.0000 5.0000 0.0700
0.1000 0.5000 31.0000 10.0000 0.0500
0.6000 0.5000 171.0000 8.0000 0.0800
0.2000 0.6000 78.0000 9.0000 0.0600
0.2000 0.4000 56.0000 6.0000 0.0600
0.4000 0.4000 78.0000 8.0000 0.0700
0.1000 0.3000 64.0000 6.0000 0.0400
0.2000 0.4000 50.0000 10.0000 0.0700
0.6000 0.4000 24.0000 8.0000 0.0700



0.1000 0.4000 32.0000 5.0000 0.0700
0.2000 0.5000 71.0000 6.0000 0.0800
0.4000 0.4000 76.0000 6.0000 0.0600
0.2000 0.4000 18.0000 7.0000 0.0800
0.2000 0.6000 29.0000 6.0000 0.0700
0.4000 0.4000 29.0000 8.0000 0.1000
0.4000 0.3000 73.0000 6.0000 0.0700
0.4000 0.4000 71.0000 13.0000 0.0900
0.7000 0.5000 146.0000 7.0000 0.0800
0.2000 0.5000 20.0000 7.0000 0.1200
0.2000 0.6000 91.0000 11.0000 0.0500
0.1000 0.3000 93.0000 8.0000 0.1000
0.2000 0.6000 21.0000 10.0000 0.1200
0.6000 0.5000 91.0000 6.0000 0.0800
0.2000 0.3000 53.0000 7.0000 0.0700
0.4000 0.4000 54.0000 7.0000 0.0600
0.4000 0.4000 49.0000 4.0000 0.1000
0.2000 0.4000 71.0000 8.0000 0.0700

% MATRIZ DE DADOS PARA O GRUPO 1 (PREPARO DO SOLO B)
X2 =

0.6000 0.3000 127.0000 10.0000 0.0800
0.6000 0.3000 87.0000 7.0000 0.0600
0.6000 0.3000 69.0000 20.0000 0.0700
0.2000 0.4000 58.0000 8.0000 0.0500
0.6000 0.3000 42.0000 8.0000 0.0400
0.6000 0.4000 32.0000 7.0000 0.0400
0.2000 0.3000 37.0000 8.0000 0.0800
0.8000 0.5000 52.0000 20.0000 0.0700
0.9000 0.4000 87.0000 5.0000 0.0700
0.6000 0.5000 44.0000 8.0000 0.0600
0.4000 0.4000 49.0000 8.0000 0.0600
0.4000 0.7000 61.0000 15.0000 0.1200
0.2000 0.3000 78.0000 7.0000 0.0700
0.2000 0.4000 53.0000 11.0000 0.0700
1.1000 0.5000 75.0000 8.0000 0.0900
0.9000 0.4000 73.0000 5.0000 0.0700
0.6000 0.5000 99.0000 6.0000 0.0700
0.4000 0.4000 78.0000 9.0000 0.0600
0.4000 0.3000 40.0000 6.0000 0.1000
0.9000 0.3000 80.0000 5.0000 0.0600
0.8000 0.3000 76.0000 13.0000 0.0600
0.9000 0.3000 87.0000 10.0000 0.0800
0.6000 0.3000 44.0000 10.0000 0.0700
0.8000 0.3000 171.0000 10.0000 0.0600
0.9000 0.5000 40.0000 9.0000 0.0800
0.6000 0.4000 57.0000 9.0000 0.0900
0.9000 0.4000 104.0000 7.0000 0.0700
0.8000 0.4000 71.0000 7.0000 0.0500
0.8000 0.3000 66.0000 6.0000 0.0500
1.2000 0.4000 118.0000 6.0000 0.0800
0.4000 0.4000 41.0000 8.0000 0.1300
0.9000 0.5000 107.0000 12.0000 0.6000
0.1000 0.4000 41.0000 7.0000 0.1000
0.4000 0.6000 95.0000 20.0000 0.1200
0.2000 0.8000 79.0000 13.0000 0.0700
0.4000 0.5000 59.0000 8.0000 0.0900
0.4000 0.4000 82.0000 6.0000 0.0500



$ TAMANHO DA AMOSTRA DO GRUPO 1 (nl) E NUMERO DE VARIAVEIS (p)
[nl,pl=size (X1)
nl =
37
p =
5

$ TAMANHO DA AMOSTRA DO GRUPO 2 (n2) E NUMERO DE VARIAVEIS (p)
[n2,pl=size (X2)
n2 =
37
p =
5

$ VETOR DE MEDIAS PARA O GRUPO 1
mediaXl=mean (X1)
mediaXl =
0.3541 0.4378 65.2919 7.4595 0.0735

$ VETOR DE MEDIAS PARA O GRUPO 2
mediaX2=mean (X2)
mediaX2 =
0.6027 0.4081 71.8649 9.2432 0.0876

$ MATRIZ VARIANCIA-COVARIANCIA PARA O GRUPO 1

Sl=cov (X1)
Sl =
0.0476 -0.0024 3.4810 -0.0644 0.0005
-0.0024 0.0113 0.0792 0.0544 0.0003
3.4810 0.0792 1176.3413 -5.7767 -0.0640
-0.0644 0.0544 -5.7767 3.8108 0.0050
0.0005 0.0003 -0.0640 0.0050 0.0004

$ MATRIZ VARIANCIA-COVARIANCIA PARA O GRUPO 2

S2=cov (X2)
S2 =
0.0780 -0.0047 3.2837 -0.1257 0.0033
-0.0047 0.0135 -0.1517 0.1674 0.0022
3.2837 -0.1517 854.0090 4.5893 0.4719
-0.1257 0.1674 4.5893 15.8559 0.0642
0.0033 0.0022 0.4719 0.0642 0.0079
$ MATRIZ VARIANCIA-COVARIANCIA PONDERADA
SP=((1/nl)*S1)+((1/n2)*S2)
SP =
0.0034 -0.0002 0.1828 -0.0051 0.0001
-0.0002 0.0007 -0.0020 0.0060 0.0001
0.1828 -0.0020 54.8743 -0.0321 0.0110
-0.0051 0.0060 -0.0321 0.5315 0.0019
0.0001 0.0001 0.0110 0.0019 0.0002

$ CALCULO DA ESTATISTICA T2 DE HOTELLING
T2= (mediaXl-mediaX2) *inv (SP) * (mediaXl-mediaX2) '
T2 =

30.9432

$ CALCULO DO VALOR DE QUI-QUADRADO CRITICO
QUI2=chi2inv (0.95,p)



QUI2 =
11.0705

#Teste para vetores independentes com matrizes varidncia—covariédncia
heterogéneas
#SOLUCAO DO EXEMPLO 3.7 NO JULIA

using DataFrames, Statistics, LinearAlgebra

#Matriz de dados para o grupo 1 (Preparo do solo A)

X1=[0.6 0.3 33 11 0.09
0.6 0.3 64 7 0.04
0.2 0.371 6 0.06
0.10.750 9 0.05
0.6 0.4 98 6 0.07
0.2 0.6 24 9 0.08
0.2 0.4 66 5 0.006
0.4 0.4 1058 0.08
0.8 0.6 113.8 7 0.1
0.6 0.4 73 6 0.05
0.9 0.478 5 0.07
0.1 0.531 10 0.05
0.6 0.5 171 8 0.08
0.2 0.6 78 9 0.06
0.2 0.4 56 6 0.006
0.4 0.478 8 0.07
0.1 0.364 6 0.04
0.2 0.4 50 10 0.07
0.6 0.4 24 8 0.07
0.10.432 5 0.07
0.2 0.571 6 0.08
0.4 0.476 6 0.06
0.2 0.4 18 7 0.08
0.2 0.6 29 6 0.07
0.4 0.429 8 0.1
0.4 0.373 6 0.07
0.4 0.471 13 0.09
0.7 0.5 146 7 0.08
0.2 0.520 7 0.12
0.2 0.6 91 11 0.05
0.10.393 8 0.1
0.2 0.6 21 10 0.12
0.6 0.591 6 0.08
0.2 0.3 53 7 0.07
0.4 0.454 7 0.006
0.4 0.449 4 0.1
0.2 0.4 71 8 0.07]

#Matriz de dados para o grupo 2 (Preparo do solo B)
X2=[0.6 0.3 127 10 0.08

0.6 0.3 87 7 0.06

0.6 0.3 69 20 0.07
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0.2 0.4 58 8 0.05
0.6 0.3 42 8 0.04
0.6 0.4 32 7 0.04
0.2 0.3 37 8 0.08
0.8 0.5 52 20 0.07
0.9 0.4 87 0.07
0.6 0.5 44 8 0.06
0.4 0.449 8 0.06
0.4 0.7 61 15 0.12
0.2 0.378 7 0.07
0.2 0.4 53 11 0.07
1.1 0.575 8 0.09
0.9 0.473 5 0.07
0.6 0.5 99 6 0.07
0.4 0.478 9 0.06
0.4 0.340 6 0.1

0.9 0.380 5 0.06
0.8 0.3 76 13 0.06
0.9 0.3 87 10 0.08
0.6 0.3 44 10 0.07
0.8 0.3 171 10 0.06
0.9 0.5 40 9 0.08
0.6 0.4 57 9 0.09
0.9 0.4 104 7 0.07
0.8 0.471 7 0.05
0.8 0.3 66 6 0.05
1.2 0.4 118 6 0.08
0.4 0.441 8 0.13
0.9 0.5 107 12 0.6

0.1 0.441 7 0.1

0.4 0.6 95 20 0.12
0.2 0.8 79 13 0.07
0.4 0.559 8 0.09
0.4 0.48 6 0.05]

#Tamanho da amostra do grupo 1 (nl) e nimero de variadveis (p)
(n1,p)=size(X1)

#Tamanho da amostra do grupo 2 (n2) e nimero de variadveis (p)
(n2,p)=size(X2)

#Vetor de médias para o grupo 1
MEDIAX1=mean(X1,dims=1)

#Vetor de médias para o grupo 2
MEDIAX2=mean(X2,dims=1)

#Matriz varidncia-covaridncia para o grupo 1
S1l=cov(X1)
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#Matriz varidncia-covariéncia para o grupo 2
S2=cov(X2)

#Matriz varidncia—-covaridncia ponderada
SP=((1/n1)*S1)+((1/n2)%*S2)

#Calculo da estatistica T2 de Hotelling
T2=(MEDIAX1-MEDIAX2)*inv(SP)*(MEDIAX1-MEDIAX2)"

#Calculo do valor de Qui-quadrado critico
QUI2 = quantile(Chisq(p), ©0.95)
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4 ANALISE DE COMPONENTES PRINCIPAIS

Considere o problema de transformar um conjunto de variaveis correlacionadas
em um conjunto de varidveis ndo correlacionadas, cujas varidveis transformadas sao
combinagdes lineares das variaveis originais.

4.1 TRANSFORMACOES LINEARES

A partir de uma matriz X de dados n x m, multiplique-a por um vetor coluna T
contendo m elementos. Assim, tem-se a seguinte forma:

Y(n,l) = X(n,m) ’ T(m,l) 4.1)

O resultado ¢ uma nova variavel, ou seja, uma combinacdo das variaveis originais.
Dessa forma, o vetor coluna T define a transformac¢do das varidveis originais. T pode
também ser uma matriz composta de varias colunas, sendo que, neste caso, cada coluna
da matriz T definird uma nova variavel, que ¢ uma combinacdo linear das varidveis
originais. Essas novas variaveis podem ou ndo ser correlacionadas entre si. As novas
variaveis formadas sdo chamadas de componentes principais.

Uma transformacdo linear que preserve o niimero original de varidveis pode
também ser considerada como uma rotagdo de eixos. Os novos eixos serao mutuamente
perpendiculares, desde que a matriz de transformagdo seja ortogonal, por exemplo,
T'T =1.

42 RELACAO ENTRE MEDIAS DAS VARIAVEIS ORIGINAIS E
TRANSFORMADAS
O vetor médio para a matriz original X ¢é:

=1 Xin Xz Xi i=1 Xim
, ) ) (4.2)
n n n
Sendo que a inésima linha da matriz transformada é:
(Thy " Xin + oy~ Xip + -+ Ty~ Xign) oo (Tam  Xia + T Xip + 0 + T Xim) (4~3)

As médias das variaveis transformadas sdo:
im1(Tyy  Xig ¥ Toy  Xip + o+ Ty " Xi)  2ima(Tum  Xia + Tog  Xip + 0 + Ty Xim) _ (4.4)
m - =

(Tll Z?:lxil + Ty Z?=1Xiz + 4+ Z?:lxim) (Tlm Z?:lXil +Tom Z?=1Xiz + -+ Tom Z?:lXim)

n n
= (T Xy + T Xy + -+ Tina X, ooy (Tun Xy + Tomn X + 0 + T Xi)

Em outras palavras, uma transformacdo linear das varidveis produz novas
variaveis, cujas médias sdo as mesmas que as originais transformadas. Uma consequéncia
disso ¢ que as variaveis transformadas terdo média zero, desde que as varidveis originais
tenham também médias zero.

4.3 EFEITO DO DESLOCAMENTO DA MEDIA NAS VARIAVEIS ORIGINAIS
SOBRE AS VARIAVEIS TRANSFORMADAS
O deslocamento da média nas varidveis originais X resulta da soma da matriz

X+A (4.5)
Em que cada linha da matriz A consiste no vetor
[All AZ: ---;Ai ] (46)

com A; sendo a quantidade de deslocamento da média para a j-€sima variavel X.

Entdo, a inésima linha da matriz de dados, ap6s a média ser deslocada ¢é
[(Xil + Al)' (XiZ + AZ)' L (Xim + Am) ] (47)
e o vetor de médias sera:
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im1 Xin A1 Xis  Xip + 4 im1 Xim + B |
n ’ n b n o (4.8)
[(Xl + Al)' (‘YZ + AZ)' e (Xm + Am)]
Aplicando a transformacdo T para a matriz de dados, apds o deslocamento da
média, tem-se a matriz transformada, onde a inésima linha é:
{T11 (Xix + A1) + T (Xip + 45) + -+
+ Tt K + )} oo ATy (Xig + A1) + Top (Xip + 42) (4.9)
+ et Tmm(Xim + Am)}]
com o vetor médio sendo
2idTi (X +80) + Ty (X + 85) + -+ Ty (X + 4, }

) aeny

n
?:1{T1m(XL'1 + Al) + TZm(XL'Z + AZ) + ot Tmm(Xim + Am)}

) s

n (4.10)

TL X Tl. X n_ X
{(Tn izt ‘1+T11A1> <T21 izt LZ+T21A2>+-~+<Tm1 l‘; "”+Tm1Am>},...,

- i:1Xi1 i=1Xiz i1 Xim
Tlm n + TlmAl + TZm n + TZmAZ + A + Tmm n + TmmAm

Entdo, o deslocamento da média na variavel original também produz um
deslocamento da média na variavel transformada, cujo deslocamento para a j-ésima
variavel transformada ¢ dado por:

(TyjAj + Tyjhy + -+ + T jAy) 4.11)

Uma vez que o deslocamento da média ndo afeta a matriz variancia-covariancia
ou a matriz correlagdo, o deslocamento da média na varidvel original ndo muda a matriz
variancia-covariancia da variavel transformada.

44 RELACAO ENTRE A VARIANCIA DAS VARIAVEIS ORIGINAIS E AS
VARIAVEIS TRANSFORMADAS

Assumindo o vetor médio com o valor zero para simplificar, e sabendo que as
médias nao afetam as relagdes entre variancias, covariancias e correlagdes, os resultados
serdo gerais.

n_y2
=1“ij
Var X; = ———
ar X; —] 2
Vary, = Y (TyjXi + TojXia + - + Ty Xim)
n—1
N Z XipeXi 4.12
1ikie
Vary, ZT,{J — +222Tk1 S (4.12)
k=1 =12=k+1
m
Var; ZT'” Var X; +ZZ z Ty;T,jCov X, X,
k=1 =1e2=k+1

4.5 EFEITO EM DIVIDIR CADA VARIAVEL ORIGINAL (X;) POR UMA
CONSTANTE 4;
Antes de se proceder a divisdo, tem-se:
Y, = TijXij + TojXiz + - + Trnj Xim (4.13)
e apos a divisdo resulta em:
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X; X im
Yj = leA—+T2jA—+"'+ijA—
1 2 m (4.14)

T, T,; T
Y':ﬁXi1+ﬁXi2+"'+ﬂXim
AZ Am

Dessa forma, a divisdo de X;; por A; tem o efeito de dividir a j-ésima linha da

matriz de transformacao por A;, produzindo uma nova transformacao:
Q =Apigg" T (4.15)
Em que Ap;q4=constante diagonal.

4.6 COVARIANCIA DAS VARIAVEIS ORIGINAIS E TRANSFORMADAS

Novamente, assumindo o vetor médio como sendo zero tem-se:

X" XYk
Cov XY, = =Y
] ov XYy —
2" Xy (TyXin + ToxXip + -+ + T Xim)
n—1
X (TueXijXin + TorXijXiz + - + Ty XijXim)
B n—1
T XXX + To 2 XijXiz + oo+ Trge 2 Xij Xim (4.16)
) 5K X, )
XijXin XijXiz XijXim

= T1xCovX1 X; + Tox CovXyXj + -+ + T Cov Xy X;
CovXjXy = T1xCovX1Xj + To  CovX, Xj + - + Ty VarX; + -+ + Ty CovXp X

A matriz total das covariancias ¢ expressa por:
CxT (4.17)

4.7 TRANSFORMACOES DE VARIAVEIS CORRELACIONADAS PARA NAO
CORRELACIONADAS

A matriz de variancia-covariancia das variaveis X é:
wx'wx
n

x'x-
Sy = — (4.18)
¢ a matriz de correlagdo R é:
RX = DszDX (4.19)

Em que: D ¢ a matriz diagonal da matriz inversa de desvios padrdes.

As variaveis serdo ndo correlacionados se os elementos fora da diagonal de R
forem zero. Entdo, o problema € encontrar uma matriz de transformagao Tp.m), tal que:
Y =XT (4.20)
sendo Sy e Ry matrizes diagonais.
Para simplificar, assume-se que todas as varidveis X tenham sido ajustadas para
média zero, sendo que:

XX
S = XX 421)
€
SY — T'X'XT (4.22)

n-1
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Se os elementos fora da diagonal no numerador da matriz variancia-covariancia
forem zero, as varidveis ndo sdo correlacionadas. Entdo, é necessario T tal que T'X'XT
seja diagonal.

Importante observar que as matrizes varidncia-covariancia e correlagdo sao ambas
quadradas e simétricas.

A partir da obtengdo dos valores e vetores caracteristicos (eignvalue/eignvector),
deseja-se encontrar um conjunto de escalares A; e vetores Z;, tal que:

Gz, = MiZ; (4.23)
Em que: G ¢ uma matriz quadrada.

Os escalares A; sdo denominados de valores caracteristicos (eignvalues) e os
vetores Z; sdo denominados vetores caracteristicos (eignvectors) da matriz G. Como 0s
vetores caracteristicos tém um multiplicador escalar arbitrario, € necessario que os vetores
caracteristicos sejam normalizados.

Os vetores caracteristicos normalizados podem ser escritos como colunas da
matriz modal.

M =1[Z1,Z3, ... 2] (4.24)
Entao,
GM = GlZ,,Z5, ..., 7]
GM = [GZy,GZ, ... GZ,] (4.25)
E, desde que
Gz, = MiZ; (4.26)
tem-se que
GM = [AZ1, 2,75, ., A Z ] (4.27)
A matriz diagonal dos valores caracteristicos E ¢ denominada de matriz espectral.
Assim,
A
Az
ME = [Zy,Z,, ..., Zp]
. (4.28)
ME = [MZ4,2,Z4, .., Ay Z] = GM
Entao,
GM = ME
E, assim
M~1GM =M *ME = E (4.29)

Em outras palavras, M~1GM ¢ a matriz diagonal, cujos elementos sdo os valores
caracteristicos.

Para uma matriz simétrica, a matriz modal constituida pelos vetores caracteristicos
normalizados também ¢ ortogonal, e assim:

M1=M (4.30)
sendo que
M~1GM = M'GM (4.31)
Fazendo,
G=XXeT=M (4.32)
tem-se que
T'X'XT (4.33)

que ¢ a matriz diagonal. Esta matriz ¢ também o numerador da matriz variancia-
covariancia para o conjunto de variaveis transformadas Y = XT. As novas variaveis (Y)
sdo ndo correlacionadas.
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Complementando, quando se adiciona ou se subtrai uma constante de uma
variavel isto ndo modificard a varidncia ou covariancia, consequentemente, a
simplificagdo em assumir a média zero ndo tem nenhum efeito na regra geral.

A segunda interpretacdo da solu¢do dos componentes principais (e a que lhe
confere 0 nome) ¢ a da rota¢do de eixos, a qual maximiza a varidncia ao longo de um
primeiro eixo e maximiza as variancias remanescentes ao longo do segundo eixo
perpendicular ao primeiro e, assim, sucessivamente.

Considere varios pontos definidos em duas dimensdes com a origem na média. Na
Figura 4.1 esta ilustrada essa situacao.

YA

<Y

Figura 4.1: Representacdo de pontos em um eixo ortogonal bidimensional.

Cada ponto pode ser considerado como um vetor, conforme a Figura 4.2.

Ay

Figura 4.2: Representacdo de cada ponto considerado como um vetor.

Considere um segundo conjunto de eixos (pontilhados), fazendo angulos a ¢ 8
com respeito aos eixos originais. Entdo, cos a e cos [ sdo as direcdes dos cossenos para
os novos eixos, conforme Figura 4.3.

Nota: A propriedade geométrica das diregdes dos cossenos ¢ que a soma dos quadrados
das dire¢des dos cossenos ¢ igual a 1.
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Figura 4.3: Dire¢des dos cossenos a e [ para os novos eixos Y, € X,,.

O comprimento da projecao do vetor sobre o eixo - Y (¥,,) rotacionado é Y cos a +
X cos 3. A geometria dessa relagdo esta demonstrada na Figura 4.4.

Figura 4.4: Geometria da relagdo Y cosa + X cos 5.

Desenvolvendo as relagdes na Figura 4.4 tem-se:

== cosf B =Xcosp (4.33)
% = cosfB -~ by = xycosp (4.34)
1

z—z =cosf ~ b, = x,cosf (4.35)

entao,
by + b, = x;cosfB + x,cosf
by + b, = (x; + x;) cos
b, + b, = Xcosp
by +b, =B
Generalizando o que foi demonstrado para m dimensdes, faz-se ; ser um vetor
coluna das dire¢des dos cossesnos para os eixos rotacionados j* com respeito aos eixos
originais. Entdo, o comprimento da projecdo de um vetor linha x;, observado nesse eixo
rotacionado ¢é:

(4.36)

e a variancia dessas projecdes sobre todos os dados (pontos) ¢ dada por:
l 1’-XIX1-
(xy) (Xy) oul = 2== (4.38)

Em que X é matriz de dados completa, e ' = I.
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Para maximizar V. concernente a direcdo dos cossenos, e condicionando-se que
11 = I, o multiplicador de Lagrange ¢ empregado e maximiza-se,
XXy — Ay — D (4.39)
Fazendo com que W X'X, isso se expande para:

vWy —A(jy —1) = zwu +222Wmmk, (Zﬁj—1> (4.40)
i=1

i=1 k>i
Tomando-se as derwadas parciais relativas aos elementos de 1;, tem-se:

Al Wa: — Al — 1
[y, : '('m] )] _ W +2 z Waers — 201, 41)
i) k#i
Igualando-se o resultado a zero, sdo eliminados os dois multiplicadores e obtém-
se, para o conjunto de m parciais,

Wy =2, =0 (4.42)
Fatorando-se o vetor 1, tem-se

W -2 =0 (4.43)
Solugdes consistentes existem se e somente se:

W — Al =0 (4.44)
|W — AI| ¢ um polindmio em A cujas raizes sdo os valores caracteristicos

(eigenvalues) de W.

Substituindo cada um dos valores caracteristicos de volta em:

(W —-A); =0 (4.45)

produz os vetores caracteristicos de W como as possiveis solucdes para os vetores das
diregdes dos cossenos ;. A condigdo 1j1; = I exige vetores caracteristicos normalizados.
Substituindo os vetores caracteristicos de volta em:
1X'X7
LRCEEY
obtém-se que o vetor com o maior valor caracteristico ¢ aquele que fornece o valor
maximo de /..
Para examinar as relacdes entre os valores e os vetores caracteristicos de W =
X'X, faz-se L uma matriz coluna dos vetores caracteristicos, € A ser a matriz diagonal dos
valores caracteristicos. Entdo,

(4.46)

WL = LA (4.47)
Se A, e A, sdo duas solugdes com os correspondentes vetores ;€ 12, entdo
W =4
W1, = (4.48)
e
LWu =A4Lu (4.49)
U = Lu (4.50)
Contudo, W = X'X ¢é simétrica, sendo que,
LWu =ulWi (4.51)
Consequentemente,
LU = Ul (4.52)
Também, se 4; # 4, € necessario que
T =0 (4.53)
Isso ¢ verdadeiro para quaisquer dois dos vetores 1, sendo que
LL=1I (4.53)

Em que: L ¢ ortogonal, sendo que WL = LAe L'L = 1.



94

Outra notagdo que poderia ser aplicada é:

CXY - CxT
RXY - ALCXYTAL (4'54)
Sx Sy
Se a matriz de correlagdo for usada,entdio X =Ze¢A 1 =1, ¢
Sz
Rzy = CzyTA1
Sy
R,y = LAA

zv = (4.55)

Rzy = LA s, pois LA = WL
LWL=AeW = LAL
Desde que os outros vetores dos cossenos direcionais sdo ortogonais para o
primeiro eixo, e a forma do problema é a mesma para os eixos remanescentes, 0 conjunto
dos vetores caracteristicos definem os eixos principais.

4.8 COMPONENTES PRINCIPAIS COMO O MELHOR AJUSTE k-
DIMENSIONAL EM m DIMENSOES

No processo para maximizar a varidncia ao longo dos eixos principais, também
foram minimizados os residuos sobre os eixos remanescentes. Assim, componentes
principais também podem ser considerados como um ajuste de minimos quadrados nas
primeiras k — dimensdes, com os residuos sendo medidos perpendicularmente para os
eixos rotacionados (Figura 4.5).

Figura 4.5: Residuos medidos perpendicularmente para o eixo rotacionado.
4.9 USOS E INTERPRETACAO DA ANALISE DE COMPONENTES PRINCIPAIS

4.9.1 Introducao

A discussdo da andlise de componentes principais ¢ feita por duas razdes. A
primeira, servirda como modelo bésico, com o qual o modelo de fator comum pode ser
comparado e contrastado. A segunda, introduzird os conceitos, um tanto estranhos, como
valores caracteristicos (raizes caracteristicas, eingvalues) e vetores caracteristicos
(eingvectors), de maneira mais facil e seus envolvimentos nos algoritmos analiticos de
fatores.

Andlise de componentes principais ¢ um método para transformar um conjunto de
variaveis observadas em um outro conjunto de varidveis. A maneira mais fécil para
ilustrar suas caracteristicas baseia-se na sua logica, ou seja, seu exame dentro do contexto
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bivariado, assumindo que existem duas variaveis, X e Y, e que suas distribui¢des sao
bivariadas normais.

Uma relagdo normal bivariada com uma associacao positiva moderada ¢ ilustrada
pela Figura 4.6, por meio de um grid bivariado.

P, Y Py Y

)
e A

a) Alguma correlacdo entre X e Y b) Nenhuma correlagdo entre X e Y

P
P, Y !

c) Correlacdo perfeita entre X e Y
Figura 4.6: Alguns exemplos de eixos principais para distribuigdes bivariadas.

Esses graficos mostram que, devido a relagdo positiva entre X e Y, o
conglomerado de pontos (dados) que tem os maiores valores para X apresentam a
tendéncia de se associarem com os maiores valores de Y (e vice-versa) e, entdo, mais
casos sdo agrupados ao longo do primeiro e terceiro quadrantes do que ao longo do
segundo e quarto quadrantes. Esses graficos formam elipses, os dois eixos representados
pelas linhas hachuradas. O eixo principal (P;) estende-se ao longo da linha aonde a
maioria dos pontos esta localizada; o segundo cixo (P,) estende-se ao longo da linha
aonde a menor quantidade de pontos estd localizada.

Para representar a posicao relativa de cada caso em termos de uma tinica dimensao
ou eixo, a escolha logica seria o eixo referéncia P;, pois nesse sentido essa linha é mais
proxima para os dados (pontos) como um todo. A primeira componente principal ndo ¢
mais a representagdo de casos ao longo do eixo principal. Como um exemplo, um caso
com valor 1 em ambos X e Y sera representado por um valor maior do que 1 em P; e um
valor menor em P,. Se cada caso for descrito tanto para P; e P, (em termos de pontos
num sistema de coordenadas), nenhuma informacao ¢ perdida e € possivel descrever cada
caso exatamente independentemente da relagcdo entre X e Y. Contudo, o primeiro eixo (a
primeira componente) ¢ mais informativo em descrever casos assim que a associacdo
entre X e Y fique mais forte. No caso extremo quando X e Y sdo fungdes lineares de cada
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um, a primeira componente conterd toda a informagdo necessaria para descrever cada
caso. Se X e Y sdo independentes, ndo haverd eixo principal e o uso da andlise de
componentes principais ndo propiciara qualquer vantagem.

Apesar da ilustracdo do eixo principal ser componente de uma elipse e considerar
uma distribuicdo normal bivariada, o conceito de eixos principais ndo ¢ restrito para
relagdes que sejam normais. Em geral, o eixo principal ¢ dado por uma linha, na qual a
soma das distancias ao quadrado de cada ponto ¢ um valor minimo. A comparagdo com
o principio dos minimos quadrados ajuda a explicar isso. Quando se ajusta uma linha de
regressdao por minimos quadrados (17 =a+ bX ), minimiza-se a soma das distancias ao

quadrado entre Y e ¥ (em que Y = observado e ¥ = estimado), ou seja, minimiza-se

(Y — }7)2, onde a distancia ¢ medida pela linha paralela ao eixo Y e perpendicular ao eixo
X. No calculo do eixo principal, minimiza-se a distancia perpendicular entre o ponto
(dado) e o eixo (a distancia ¢ do ponto perpendicular ao eixo principal, ndo para X). Essa
diferenga estd demonstrada pela Figura 4.7.

Y A YA g
. " = .. . dl '. . . : ..". . . * “'-
X X
a) Minimos quadrados (Y, d? é b) Eixo principal (¥ d? ¢ minimizada)
minimizada)

Figura 4.7: Comparagdo entre a linha de regressdo por minimos quadrados e o eixo
principal dos componentes principais.

Assim que a primeira componente principal ¢ definida, de tal maneira que a maior
parte da informacao esta contida nela (ela explica a maior parte da variancia), a segunda
componente ¢ definida da mesma maneira com a condicdo de que o seu eixo seja
perpendicular ao primeiro. No caso bivariado, entretanto, assim que o primeiro
componente ¢ especificado, o segundo ¢ determinado automaticamente. Também deve-
se considerar que, a ndo ser que Y seja uma fungao linear de X e vice-versa, existirdo dois
componentes principais (sdo necessarios dois eixos para descrever completamente a
distribui¢do conjunta).

Na obtencdo dos componentes principais, ndo € necessario assumir a existéncia
de fatores hipotéticos. Os novos eixos sdo fungdes matemadticas das varidveis observadas.
Mesmo quando a andlise de componentes principais ¢ usada como uma maneira de
otimizar a representacdo (esse ¢ o caso de se examinar somente 0OSs primeiros
componentes), 0 objetivo ndo ¢ explicar as correlagdes entre as varidveis, mas em se obter
o méximo de variancia possivel dos dados. Por outro lado, a decomposicao analitica do
fator exigira somente um fator (nesse caso bivariado), e o objetivo primdrio ¢ verificar a
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correlacdo entre as variaveis. Assim, o primeiro ¢ orientado em explicar a variancia e o
segundo a covariancia.

Quando existem mais do que duas variaveis, a base para a definicdo dos
componentes principais ¢ a mesma. A ferramenta matematica primaria de onde tal
decomposicdo hierdrquica ou transformacdo surge ¢ entdo denominada de equagdo
caracteristica ou equagdo eigen. A solucdo dessa equagdo origina os valores e os vetores
caracteristicos associados com a matriz.

4.9.2 Propriedades bésicas

A andlise de componentes principais ¢ um procedimento analitico para
transformar um conjunto de variaveis em um outro de varidveis componentes que tem as
seguintes propriedades:

- sdo fungdes lineares das varidveis originais;

- sdo ortogonais, isto ¢, independentes entre si;

- a variagdo total entre elas ¢ igual a variagdo total existente nas variaveis originais.
Desta forma, a variagdo existente entre diferentes variaveis observadas ndo ¢ perdida pela
transformacgao;

- a variancia associada com cada componente decresce em ordem, a primeira
variavel representard a maior proporcao da variagdo total, a segunda representara a maior
proporc¢ao remanescente e assim por diante.

Com a compreensdo dessas propriedades, a comparagdo entre a Analise de
Componentes Principais (ACP) com a Analise de Fatores ¢ apropriada. Existe uma
confusdo, conflitante, com relacdo a esta terminologia. Por exemplo, onde o termo
“andlise de fatores” algumas vezes ¢ aplicado para todos os procedimentos multivariados
que tratam da reducdo da dimensionalidade e identificacdo de fatores comuns, ACP ¢
geralmente apresentada com uma técnica dentro da “andlise de fatores”. Em outros casos,
como nas rotinas cientificas do programa STATISTICA, SPSS da IBM, ACP ¢ rotulada
como “analise de fatores de componentes principais”.

Duas importantes distingdes existem entre ACP e andlise de fatores (para detalhes
consultar kendall, 1957; Pearce ¢ Holland, 1960, Cattel, 1965 ¢ Pearce, 1965):

1 - Na analise de fatores, as p variaveis originais sdo reduzidas em m < p fatores
ndo correlacionados que t€ém um componente residual ndo correlacionado; na ACP as p
variaveis correlacionadas sdo transformadas em p varidveis ndo correlacionadas, sendo
que nem todas necessariamente sdo significantes.

2 - Ao contrario da ACP, na analise de fatores ¢ possivel rotacionar os eixos
ortogonais que representam ‘“fatores” para novas posi¢cdes obliquas, sendo que
postulagdes teoricas inerentes no modelo podem ser testadas.

Uma hipdtese basica para a ACP ¢ que a variagdo observada ¢ causada pelos
efeitos que os fatores casuais detém em cada uma das variaveis originais. ACP, entdo, é
um modelo fechado, sem considerar o erro aleatério ou varia¢ao externa do sistema. Toda
a variagdo nas variaveis originais ¢ absorvida pelas variaveis derivadas. Na andlise de
fatores, contudo, somente uma por¢ao da variacao total ¢ absorvida pelas m < p variaveis
transformadas (essa por¢do ¢ denominada de “comunalidades”) e a variancia
remanescente ¢ considerada um erro de variancia.

Apesar de o modelo de andlise de fatores parecer melhor para aplicagdes
bioldgicas, a necessidade em estimar as comunalidades impde um problema, pois exige
o conhecimento a priori do sistema. Estimativas iniciais das comunalidades geralmente
sdo um pouco melhores do que tentativas arbitrarias; assim, uma série de iteragdes sdo
necessarias antes que o pesquisador se considere satisfeito. Como resultado, o modelo ¢é
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desenvolvido para que se ajuste aos dados (Kendall, 1957). Na ACP, contudo, o processo
¢ reverso: se trabalha a partir dos dados para um modelo hipotético. Iniciando-se com as
observagdes, o pesquisador desenvolve um modelo que reduz as dimensdes de variagdo,
0 que, consequentemente, auxilia nas interpretagdes dos dados.

Deve ser enfatizado que as variaveis, componentes principais, derivadas usando
ACP podem ndo ter nenhum significado. Técnicas multivariadas ndo devem ser
consideradas como uma maneira para a geragdo automatica de hipdteses e, sim, como um
passo inicial em que conjunto de dados complexos sejam simplificados, objetivando ser
mais facil de interpretar. Qualquer hipdtese desenvolvida usando-se ACP, que seja
plausivel, s6 pode ser considerada subjetiva até que seja confirmada da existéncia de
conhecimento apropriado ou estudos adicionais (Pearce, 1965).

4.9.3 Terminologia e representacao

Nao € necessario que o usudrio entenda todos os aspectos da derivacdo da ACP. O
que ¢ preciso, contudo, ¢ ter uma visdo da sua terminologia e representacdo, se desejar
efetivamente usar ACP.

Por exemplo, suponha que x4, X3, X3, ..., X, s30 variaveis aleatérias € que x € um
vetor linha composto de valores das varidveis aleatorias x's. Desta populagdo, uma
amostra de m observagdes independentes, pode ser retirada, sendo que:

X117t Xyp
y=|: - !
Xpp v X
em que X ¢ uma matriz de dados n - p de ordem completa (por exemplo, linhas e colunas
independentes). A matriz varidncia-covariancia de X ¢ definida como S e matriz de
correlagdo de X como R.

As componentes principais sdo definidas como combinagdes lineares das varaveis

originais x; em considera¢do e simbolizadas por g, i = 1...p. A g tem a forma
&= Qy1 Xy + Apxy + o+ a5 (4.56)

A ¢ definida como um vetor coluna e ¢ relacionada como um “vetor caracteristico”
(ou vetor latente), tendo como coeficientes a;;. O subscrito i do coeficiente refere-se ao
namero do vetor caracteristico e o subscrito j refere-se ao niimero da varidvel original
(x;,sendoi =1 ...p).

Cada vetor caracteristico tem uma varidncia associada denominada valor
caracteristico e representado por A;, i = 1 ...p.

Geometricamente, tem-se uma dispersao de dados de n pontos em p dimensdes, e
a ACP ¢ uma rotacdo de eixos, tal que os pontos no primeiro eixo sdo o maximo (o
primeiro componente principal). O segundo eixo (segunda componente principal) ¢
ortogonal ao primeiro e absorve o maximo possivel da variancia remanescente. Cada eixo
adicional ¢ também ortogonal e absorve a por¢do maxima da variagdo remanescente
conforme est4 apresentado na Figura 4.7.

Sendo os eixos ortogonais entre si, cada um representa uma dimensao no espago.
Graficamente pode-se representar até 3 eixos (3 dimensdes) e, além disso, somente
matematicamente.

Com o advento do sensoriamento remoto e satélites que produzem n bandas
espectrais, entdo, nesse caso ¢ possivel se visualizar tantas dimensdes quantas forem o
nimero de bandas. Para maiores detalhes ver Schovengerdt (1997).

As combinagdes lineares g; sdo os comprimentos das projecdes sobre 0s novos
eixos ¢ projecdo dos cossenos direcionais sdo os coeficientes a;; dos vetores
caracteristicos. A variancia da proje¢do ¢ o valor caracteristico A; (Figura 4.3).
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As propriedades da ACP sdo importantes para a sua apropriada interpretacao.
Como especificado anteriormente, a varidncia de cada componente principal (g;) € o seu
valor caracteristico (4;). Além disso, os valores de A; somam a variancia total no
experimento. Dessa forma,

MAA+ 2+ -+, =sf+s5+s5++5] (4.57)

Isso significa que a variagdo total das varidveis derivadas ¢ igual a variacdo total
das variaveis observadas, sendo que nenhuma informagao ¢ perdida pela transformagao
linear.

Em complemento, tem-se a quantidade

(;;i) 100 (4.58)

Em que: }; A; corresponde ao trago de S, soma dos elementos da diagonal da matriz de
correlacdo ou da matriz de variancia-covariancia. A expressdo (4.58) fornece a
porcentagem da variancia total explicada pelo inésimo componente principal (Tabela
01).

4.9.4 Sequéncia operacional

As operagdes algébricas da Andlise de Componentes Principais sdo importantes,
mas elas representam somente um aspecto da analise. O espectro total da sequéncia
operacional ¢ a seguir descrita:

1 - Selecdo das varidveis originais;

2 - Se necessario, transformagao das variaveis originais para atender as condigdes - €'s
distribuidos normalmente e independentes com média 0 (zero) e variancia 0%

3 - Célculo das matrizes variancia-covariancia ou matriz de correlacao;

4 - Determinacdo dos valores (raizes caracteristicas) e dos vetores caracteristicos da
matriz variancia-covariancia ou da matriz de correlagao; e

5 - Interpretacdo dos componentes derivados.

O primeiro passo, selecdo de varidveis, ¢ extremamente importante. Estas
variaveis devem ser caracteres quantitativos e, preferencialmente, serem medidas em uma
escala continua, apesar de que muitas variaveis discretas (ex., nimeros de pinhdes de uma
pinha) adequadamente se aproximam de variaveis continuas (Jeffers, 1964).

O segundo passo exige determinar se os dados deverdo ser transformados, o que
¢ uma decisdo subjetiva. Na maioria das analises estatisticas, a hipotese de normalidade
¢ geralmente negligenciada. Testes de significdncia somente tém significado para dados
que sdao multivariados-normais em suas distribui¢des e transformacgdes podem ser
necessarias se a normalidade nao esta detectada. Além disto, testes podem ser usados para
testar a homogeneidade da matriz varidncia-covariancia. Contudo, Jeffers (1964)
recomenda o uso de transformagdes somente quando os dados violam severamente as
hipoteses, pois as transformagdes tornam, eventualmente, a interpretacdo da ACP mais
dificil.

O terceiro passo exige uma outra decisdo: Qual tipo de matriz sera utilizada, se
variancia-covariancia ou a matriz de correlacdo? Normalmente, se todas as unidades
estiverem na mesma escala (ex.: todas sdo unidades de comprimento), o uso da matriz
variancia-covariancia ¢ recomendado. O uso da matriz varidncia-covariancia tem um
grande apelo estatistico, pois a teoria de amostragem ¢ menos complexa do que outras
(Anderson, 1958). Contudo, se as unidades sdo diferentes (ex.: didmetro, volume, peso),
a padronizacdo ¢ necessaria e a matriz correlacdo pode ser usada. Os valores
caracteristicos (variancia) associados com um vetor caracteristico de uma matriz
correlagdo ¢ a variancia padronizada.
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O quarto passo envolve a transformagdo linear das p varidveis originais em
variaveis artificiais, também chamadas variaveis latentes. Isto ¢, a equivaléncia
matematica em se determinar os vetores e valores caracteristicos relacionados da matriz
variancia-covariancia ou matriz de correlagao.

O quinto passo envolve a interpretacdo das componentes principais derivadas.
Primeiro, ¢ necessario decidir o nimero de componentes que tem significancia biologica,
econdmica, ou de qualquer area que esteja sendo estudada. Existem varios critérios para
ajudar nesta decisdo. Em geral, a elimina¢do daqueles vetores caracteristicos que ndo
atendem aos critérios pode ser feita por convicgdo, admitindo-se que alguma
subjetividade pode estar envolvida neste processo, mas isto ¢ inerente em todas as
decisoes estatisticas. Por exemplo, qual seria o nlimero apropriado de componentes a ser
extraida para a analise obtida na Tabela 4.1?

Tabela 4.1: Valores caracteristicos e porcentagem cumulativa da variagao associada com
os valores caracteristicos da andlise de componentes principais de medigdes em um
viveiro de mudas de Pinus taeda com 4 anos.

Valores caracteristicos Percentagem cumulativa da variagdo
10,07 0,534
2,25 0,653
1,63 0,739
1,08 0,797
1,05 0,852
0,56 0,882

0,5 0,908
0,49 0,934
0,31 0,951
0,29 0,966
0,23 0,978
0,18 0,988
0,09 0,993
0,06 0,996
0,03 0,997
0,03 0,999
0,01 0,999
0,01 1,000

O proximo passo sera efetuar a andlise dos vetores caracteristicos, que ¢
extremamente relevante, porém ¢ necessario atencao, dado que, mesmo depois desta
sequéncia operacional, ainda permanece a questdo se as interpretagdes biologicas,
econdmicas e outras envolvidas podem ser derivadas de artificios matematicos. Para
interpretar variaveis derivadas, ¢ necessario ter a capacidade de relaciona-las com as
variaveis observadas.

4.9.5 Obtengao dos valores ¢ vetores caracteristicos de uma matriz
Em muitas das aplica¢des importantes na Engenharia Florestal e em outras areas
de estudo, a equagado caracteristica e suas raizes associadas precisam ser consideradas.
Dada uma matriz A de ordem n, o problema ¢ a determinacao dos escalares 4 € os
seus correspondentes vetores e diferentes de zero, e que simultaneamente satisfagam a
equacao:
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Ae = e (4.59)
Isto ¢ conhecido como valores ou problemas caracteristicos. A questdo pode ser
posta assim: Existe um nimero escalar, que quando multiplicado pelo vetor e, produz o
vetor idéntico resultado do produto Ae?
Subtraindo-se Ae em ambos os lados da equagdo (4.59), obtém-se:
Ae —1e =0 (4.60)
Assim, colocando-se e em evidéncia na equagao (4.60), por fatoragdo, obtém-se a
equa¢do homogénea
(A-ADe =0 (4.61)
em que [ ¢ uma matriz identidade.
A equagdo homogénea (4.61) possui uma solucdo nao trivial se e somente se

det(A—Al) =0 (4.62)
A equagdo polinomial em 4, resultado de
det(A — Al) (4.63)

¢ denominado de polindmio caracteristico.
Exemplificando o que foi acima desenvolvido, um exemplo serd mostrado a
seguir.

Exemplo 4.1

Dada a matriz
3 2

A= [
. . . 4 1
obtém-se o polindmio caracteristico fazendo-se

alm:(A—/U)=def:([fL ﬂ—z[l 0)=[(3_’D 2 ]=(3—/1)(1—A)—8

0 1 4 a1-2
=12 —41-5
Exemplo 4.2
Determinar o polindmio caracteristico para a matriz:
A= [1 2
2 1
det(A—Al) =2*—-21-3
tal que
_ =2 2 |_ OV 429y —
det(A —Al) = 5 (1-2) =(1-1)*—-4=2"-21-3

As raizes, ou fatores, da equacdo caracteristica sdo chamadas de raizes
caracteristicas ou valores caracteristicos (eingvalues). No caso, as raizes caracteristicas
sdo:

/11 = _1, /12 == 3
sendo A+ 1)(A—-3)=1%2-21-3=0
Exemplo 4.3
Encontrar a equagdo caracteristica e as raizes caracteristicas da matriz
1 1 =2
A=|-1 2 1 ]
0 1 -1
1-2 1 -2
det(A—Al)=| -1 (2-2) 1
0 1 (-1-2)

=1-DC-DE1-D -1+ DED(-1-D + 2]
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=1-1DA*=-21-3)+(-1+1)
=-2B4+22+1-2=0
Fatorando det(A — AI) = 0, tem-se
M=-1,1,=2,1;=1

—A+1D)A-2)A-1)=234+2224+1-2=0
Em geral, pode ser demonstrado que para uma matriz quadrada de ordem n:
det(A— A1) = A"+ ¢ AV 14y A2 4+ 4+ A+ (—1D)MA]
de onde obtém-se o polindmio de ordem n't e cy ¢ o coeficiente do polindmio R. O
ultimo termo é uma constante igual a (—1)™ vezes o valor do determinante de A.

Se as raizes da equagdo caracteristica ndo forem inteiras, o trabalho para extrai-
las ¢ muito mais dificil. Para tanto ¢ usual a utilizagdo de métodos numéricos, como o
método de Newton-Raphson. Quando a ordem da equagdo caracteristica ¢ maior do que
4, o uso de programas computacionais para encontrar as raizes do polindmio se faz
necessario.

Correspondendo a cada raiz caracteristica, 4;, da equacdo geral existe um vetor
caracteristico e; (eingvectors). Este vetor caracteristico ¢ a solugdo para as equacdes
homogéneas que sao obtidas de:

(A — /11'1)61' =0

O vetor e; ¢ o vetor que corresponde a raiz i,

lel
A=
2 1
com as raizes caracteristicas 4, = —1 e A, =3, como mostrado no Exemplo 02.

Associado com a primeira raiz tem-se:
(A - /111)61 == 0

(B i_( 1)[0 1)[ ]_[0]
2 A1

e

e = [ el] ¢ o vetor caracteristico associado com a raiz 4, = —1.
2

e; = —e, pois 2 e; + 2 e, = 0 é obtido de cada linha da equagdo (A — A;1)e; = 0.

Considerando a matriz

ou

o que implica que:

Fazendo-se e; = f§, uma constante arbitraria. Dessa forma, e; = f§ [ 11]‘

O subscrito 1 em e, implica que se tem o vetor caracteristico e associado com a
primeira raiz A; = —1. Importante observar que a matriz (A — A,I) possui ordem 1 e
existe um valor arbitrario e um valor Gnico em e.

A segunda raiz caracteristica ¢ 1, = 3. Entdo, (A —A,1)e; =0¢

([; -l Dlel=[]
[_22 _22] [2]:[8]

ou

lembrando-se que
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— el 1 —
€; = |, |- assime; = €.

e =}

-2 2
(4= 20) = [ 2 —z]
¢ de ordem 1 e possui um valor arbitrario em e, € um tnico valor determinado.

O procedimento de obten¢do das raizes e dos vetores caracteristicos, como foi
demonstrado, exige o entendimento matematico e também a interpretagdo do que
significam as raizes e os vetores caracteristicos. Isto vai depender da estrutura dos dados
e o significado das varidveis envolvidas.

Como ja foi descrito no item 4.9.4, pode ser usada a matriz varidncia-covariancia
ou a matriz de correlacdo. Esta decisdo dependera do usuario.

Cada area de atuacdo ¢ especifica e exige que o usuario compreenda a estrutura
dos dados perfeitamente. Caso contrario, interpretagdes erroneas serdo produzidas com
consequéncias desastrosas.

Novamente com A,

4.9.6 Teste de esfericidade de Bartlett

Bartlett (1950) apresentou o teste de esfericidade. Ele ¢, provavelmente, o
exemplo mais simples baseado no procedimento de Wilks (1932), ao usar o determinante
da matriz de dispersdo como a analogia multivariada de varidncia. Wilks denominou o
determinante da matriz variancia-covariancia como indice de varidncia generalizada,
fazendo com que P seja a matriz de correlagdo da populagdo, para variaveis padronizadas
z, entdo |P| ¢ a varidncia generalizada e |R| ¢ a sua estimativa. O que Bartlett desenvolveu
foi uma aproximagao do teste do Qui-quadrado, que testa Hy: |P| = 1. E claro, |P| = 1
somente se P = I. O critério do teste ¢:

1
Ksprp) = — [ =D = @p+5)|l0g.(1R) (4.64)
Para verificar a racionalidade do critério do teste de Bartlett, a equagdo (4.64) sera
entdo examinada:
1
N
que [R| - 1, R = I, como R — I, a dispersdo se aproxima da esfericidade (0 < |R|1).
- O log, de fracdes decimais (na amplitude de 0 a 1) sdo negativos e tem a
amplitude de —oo até 0; assim que |R| = 1, entdo o log,(|R]) = 0 € 0 y? - 0.
- Um N grande com respeito a p aumentard o y? para um dado |R|; entdo uma

- O |R| formado por z'z ( ) estard sempre na amplitude de 1,00 até 0,00. Assim

~ N ,
razdo — alta, aumentara o poder do teste.
P

Um y?2 ndo significante para um nivel @ razoavel indica ndo ser apropriada a
obtencdo dos valores e vetores caracteristicos da matriz, pois os vetores caracteristicos
serdo tratados como um conjunto de elementos ndo correlacionados.

4.9.7 Um exemplo pratico de ACP

Para esclarecer o uso de Anélise de Componentes Principais, um exemplo da area
florestal foi escolhido.

Antes de se iniciar os procedimentos, uma breve descricdo dos dados sera feita,
para o entendimento do que ¢ a ACP, qual ¢ sua importincia, sua aplicacdo e
interpretacao.

O conjunto de varidveis e as suas respectivas observacgdes sao as seguintes:

- Variaveis utilizadas

x; = Diametro (dap em m) da arvore
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x, = Altura (em m)
x3 = Area transversal média (m?)
x4 = Fator de forma (adimensional)

O conjunto de varidveis e observacdes estd apresentado na Tabela 4.2.
Corresponde a um conjunto de dados de pinheiros mensurados nos Estados Unidos.
Foram mensurados o didmetro a altura do peito (DAP, em m) e a altura total (H, em m).
As arvores também foram cubadas por meio da mensuragdo dos didmetros a cada metro
ao longo do fuste. A partir desses dados, foi calculada a area transversal em cada ponto
de medicao e, posteriormente, obtida a sua média. Essa variavel foi denominada area
transversal média da arvore (G, em m?). Também foi calculado o fator de forma (FF,
adimensional).

- x,: Diametro da arvore, DAP em m

Uma das variaveis usadas no célculo do volume das arvores ¢ o seu didmetro
medido a 1,30 metros do solo. O DAP corresponde o didmetro a altura do peito.
- X,: Altura em m

Esta altura refere-se a altura total e € obtida por meio de instrumentos especificos.
- X3: Area transversal média, G em m?

A area transversal ¢ obtida por meio da seguinte férmula:
d?

9=

Os dados no presente exercicio referem-se a area transversal média de uma arvore,
ou seja, calcula-se a area transversal em cada posicdo de medicdo da cubagem e,
posteriormente, obtém-se a sua média. Essa variavel foi denominada area transversal
média da arvore (G, em m?).
- x4: fator de forma, FF adimensional

O fator de forma ¢ o fator de afilamento da arvore e ¢ calculado em relacdo a um
cilindro perfeito. Assim, o fator de forma ¢ calculado pela seguinte formula:

volume da arvore

FF = T v P
volume de um sélido geométrico com base no diametro e altura

sendo sua férmula resumida dada por:
v
FF = ah
Em que: v € o volume da arvore (m?®); g € a area transversal na posi¢do do DAP (m?); h
¢ a altura (m)

Para maiores detalhes das variaveis descritas, consultar Machado e Figueiredo
Filho (2003).

Havendo este entendimento de que estas variaveis sdo responsaveis pela obtengdo
do volume individual da arvore, ¢ possivel entdo por meio da ACP estudar a estrutura
destas variaveis e sua importancia. Importante frisar que a explicagdo das varidveis a
serem utilizadas na ACP ¢ uma tentativa em demonstrar o quanto o entendimento das
variaveis ¢ importante.

4.9.7.1 Introducdo

Como ja discutido, o objetivo da ACP ¢ transformar um conjunto de dados que
sejam correlacionados em um outro conjunto ndo correlacionado (ortogonais entre si). A
ideia ¢, tendo-se organizado ou coletado um conjunto de dados, observar o padrao de
variagdo entre as variaveis.

Desta forma, a variavel que tem a maior variagdo (componente principal) terd
também a maior varidncia, a segunda varidvel tem a maior varidncia associada com a
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primeira, a terceira variavel tem a maior varidncia associada com a primeira e segunda
variaveis, e assim por diante.

Tabela 4.2: Conjunto de varidveis e observag¢des de Pinheiros.

Variavel
Observagao DAP H G FF
1 1,4062 28,5000 1,6648 0,3475
2 1,1735 32,3336 1,1590 0,3285
3 1,3444 30,4000 1,6537 0,3598
4 1,2646 37,6472 1,3128 0,3215
5 1,2894 34,1056 1,4112 0,3526
6 0,9857 31,0856 0,7885 0,3319
7 1,0793 34,6664 0,9682 0,3370
8 1,3833 46,4000 1,6144 0,3303
9 1,4999 52,0000 2,1217 0,3387
10 1,3110 40,0000 1,4922 0,3381
11 1,3420 40,8424 1,6707 0,3221
12 1,3690 36,0000 1,5474 0,3374
13 1,7499 40,0000 1,6000 0,3267
14 1,5999 33,6000 1,0000 0,3402
15 1,0833 32,6664 2,4000 0,3261
16 1,7272 37,8184 2,2000 0,3339
17 1,2000 35,2000 1,0000 0,3224
18 1,3939 39,2728 2,2000 0,3142
19 1,8333 50,6664 1,2000 0,3021
20 1,5166 44,0000 2,0000 0,3195
21 1,9523 45,7144 1,4000 0,3234
22 1,4333 40,0000 1,0000 0,3141
23 1,3333 34,6664 0,6000 0,3337
24 1,5909 42,9088 2,2000 0,3216
25 1,3541 41,5000 1,6089 0,3374
4.9.7.2 Procedimentos de calculo
- Média para a matriz de dados
1 2 3 4
1,40865 38,47978 1,51254 0,33043

- Desvio padrdo para a matriz de dados
1 2 3 4
0,23633 6,12347 0,48468 0,01269
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- Matriz variancia-covariancia da matriz de dados

1 2 3 4
0,05585 0,85205 0,02654 -0,00083
0,85205 37,49685 0,84174 -0,04019
0,02654 0,84174 0,23492 -0,00014
-0,00083 -0,04019 -0,00014 0,00016

z diagonal = 37,78778

- Matriz de correlacdo da matriz de dados

1 2 3 4
1,00000 0,58878 0,23168 -0,27761
0,58878 1,00000 0,28361 -0,51734
0,23168 0,28361 1,00000 -0,02311
-0,27761 -0,51734 -0,02311 1,00000

z diagonal = 4

-Valores caracteristicos (Eingvalues) da matriz varidncia-covariancia
1 2 3 4
37,53529 0,21621 0,03617 0,00012

-Vetores caracteristicos (Eingvector) da matriz varidncia-covariancia (Modal matrix —
matriz modal)

1 2 3 4
0,02274 0,04054 0,99892 -0,00152
0,99949 -0,02348 -0,02180 0,00118
0,02257 0,99890 -0,04106 -0,00347
-0,00107 0,00355 0,00140 0,99999

-Valores caracteristicos (Eingvalues) da matriz de correlagcdo
1 2 3 4
2,03745 0,98556 0,65001 0,32685

-Vetores caracteristicos (Eingvector) da matriz correlagdo (Modal matrix — matriz modal)

1 2 3 4
0,54746 0,08679 0,69353 -0,46018
0,62575 -0,06817 0,02979 0,77647
0,30369 0,82749 -0,44611 -0,15497
-0,46530 0,55052 0,56489 0,40164

-Matrizes de carregamento (loadings)

1 2 3 4
0,78144 0,08616 0,55921 -0,26309
0,89319 -0,06768 0,02402 0,44391
0,43348 0,82150 -0,35971 -0,08860

-0,66416 0,54653 0,45548 0,22962
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4.9.7.3 Discussdo dos resultados

O objetivo da ACP ¢ transformar um conjunto de dados correlacionados em outro
conjunto nao correlacionado em que os eixos sao ortogonais entre si. A ideia basica disso
¢, apos estar de posse de um conjunto de dados, verificar o padrdo de variagdo entre as
variaveis.

Assim, a variavel que representa a maior variagdo (primeira componente
principal) tem a maior variancia, a segunda variavel tem a maior variancia associada com
a primeira, a terceira variavel tem a maior varidncia associada com a primeira e com a
segunda varidvel, e assim por diante.

4.9.7.4 Interpretagcdo do exemplo
O conjunto de dados utilizado e ja descrito anteriormente foi:
x; = Didmetro (DAP, em m) da arvore
x, = Altura (H, em m)
x3 = Area transversal média (G, m?)
x4 = Fator de forma (FF, adimensional)
O primeiro passo realizado foi calcular a matriz de varidncia-covariancia e a
matriz de correlagdo dos dados originais, resultando nas diagonais:
Y. diagonal variancia-covariancia = 37,79
Y. diagonal correlagdo = 4,00
O segundo passo foi obter os valores e vetores caracteristicos das matrizes de
variancia-covariancia e correlacdo dos dados originais.
O terceiro passo foi obter a matriz de dados ndo correlacionados derivados da
matriz variancia-covariancia, obtida da seguinte maneira:
v, = XiT (4.65)
Em que: y; ¢ a matriz de dados ndo correlacionados (transformada); X; ¢ a matriz de
dados originais; T ¢ a matriz de transformag¢do ou matriz modal, obtida transpondo-se os
vetores caracteristicos da matriz variancia-covariancia da matriz de dados originais.

O quinto passo foi obter a matriz de dados ndo correlacionados derivada da matriz

de correlagdo, obtida da seguinte maneira:
vy, =X, T (4.66)

Em que: y, ¢ a matriz de dados ndo correlacionados; X, ¢ a matriz de dados padronizada;
T ¢ a matriz de transformacdo ou matriz modal, obtida transpondo-se os vetores
caracteristicos da matriz correlagdo dos dados originais.

O sexto passo foi verificar se estes dois conjuntos de dados eram realmente nao
correlacionados. Assim, o seguinte procedimento foi efetuado:

- obter a variancia-covariancia e a correlacdo de y, e, assim, ter a confirmagdo que
eram nao correlacionados, devido:

e Na diagonal tém-se as variancias cujos valores s30 0s mesmos que
os valores caracteristicos obtidos da varidncia-covaridncia dos
dados originais. Fora da diagonal tem-se zero, como mostra a teoria
dos componentes principais para se ter um conjunto de dados nao
correlacionados. Da teoria também se tem:

Z/lj = ZS,%C]. =traco S, = ZSl2
7 i

J

- da matriz de correlagdo, se tem 1 na diagonal principal e zero fora da diagonal.
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O sétimo passo ¢ o mesmo que o sexto, mas relacionado para y, e, novamente, se
tem a confirmacdo que o conjunto de dados derivados da matriz de correlagdo ndo sdo
correlacionados.

O oitavo passo foi encontrar a matriz de carregamentos (loading matrix), na qual
¢ possivel observar a correlagdo entre os valores originais e os valores transformados. Isto
foi feito para o conjunto de dados derivados da matriz varidncia-covariancia e da matriz
de correlacao.

A matriz de correlagdo obtida do conjunto de dados derivados da variancia-
covariancia apresenta um problema, pois ndo ¢ independente da escala das variaveis
medidas. Devido a isto, a matriz de carregamento (loading matrix, correlagdo entre os
valores originais e os valores transformados) obtidos da matriz de correlacdo sdo
independentes de escala.

Até este ponto, somente foi descrito como foram obtidos os resultados. Para um
melhor esclarecimento, um fluxograma estd apresentado, visando esclarecer os passos

seguidos (Figura 4.8).
DADOS ORIGINAIS

Valor e vetor caracteristico Valor e vetor caracteristico
Matriz modal {T) (vetor Matriz modal (T>) (vetor
caracteristico em coluna) caracteristico em coluna)
Matriz transformada 5 S
Y, =XTy Meatriz padronizada (X;)
Var/Cov de ¥y Matriz transformada
Zl,-wZSp}wtraoon=Zs,? (Y2 =X;T3)
Var/Cov de ¥,
Correlado de X, ¥; T = ) Spl; = trasoS, =2
1
Carregamento (Loading) ... CORR XY =5—“’a 4
o

Correlagdo entre variavel original e
transformada Carregamento (Loading)

CORRXY = Cx, T/S,Sy

Correlagdo X, Y5

CORR =LD.y Carregamento (Loading)

Figura 4.8: Fluxograma dos passos para obten¢do dos componentes principais.

Observando-se as médias para verificar a relacdo entre as médias dos dados
originais e os dados transformados da variancia-covariancia, se tem a teoria, cuja relagcdo
¢ a seguinte:

- as médias das variaveis transformadas sao combinagdes lineares das médias das
variaveis originais, multiplicadas pelos coeficientes dos componentes principais (vetores
caracteristicos em coluna) em ordem decrescente. O que se quer dizer em ordem
decrescente ¢ em fungdo, como explicado nos objetivos dos componentes principais, de
que a primeira componente principal absorve a maior variagdo e, assim, por diante.

Assim, tem-se:

Y1 = X1T11 + X3T51 + X3T31 + X4Tyy (4.67)
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Em que: y; ¢ a média da primeira variavel transformada; X, ...,4 sdo as médias das
variaveis originais; Ty, s0 os coeficientes da primeira componente principal.
v, = 1,40865 0,02274 + 38,47978 0,99949.
+1,51254 0,02257+  0,33043 (—0,00107)

y¥1 = 38,52581552
Assim, observando-se as médias das variaveis transformadas, para a primeira
componente tem-se:
y1 = 38,52582
e isto comprova a explicagdo anteriormente apresentada.
A Tabela 4.3 mostra as varidveis que representam a maior variacdo em cada
componente principal (matriz de carregamento = loadings).

Tabela 4.3: Varidveis que contribuem com a maior variagdo em cada componente
principal (matriz de carregamento = loadings).

Varidvel  CPI CP2 CP3 CP4
X1 Altura Area transversal Diametro Fator de forma
Xy Diametro Diametro Fator de forma  Altura
X3 Area transversal  Fator de forma  Altura Diametro
X4 Fator de forma  Altura Area transversal  Area transversal

Em que: CP ¢ a componente principal.

Assim, verifica-se que a varidvel altura representa a maior variagdo na primeira
componente principal e assim sucessivamente.

Para as outras trés médias o procedimento ¢ o mesmo.

Concernente ao conjunto derivado da matriz de correlagdo, as médias das
variaveis transformadas serdo iguais a zero, pois a matriz foi padronizada.

Observando agora as relagdes das componentes principais, cujos procedimentos e
relacdes ja foram esclarecidas e explicitadas as razdes de as varidveis transformadas nao
serem correlacionadas, pode-se entdo fazer a seguinte decomposicao:

Da teoria sabe-se que
Z/lj = ZS,%C]. =traco S, = ZSl2
i i

J
Daqui para frente, somente serdo considerados os componentes principais
derivados da matriz de correlacdo devido a independéncia de escala. Assim,

Z Aj =2,03745 + 0,98856 + 0,65015 + 0,32685

Z A ~ 4,00 = Z sZ,

j j
traco S, = 2,03745 + 0,98856 + 0,65015 + 0,32685.

Ou seja, aproximadamente equivalente a Y,;S? = 4,00, devido aos erros de
arredondamento este valor ndo ¢ exatamente 4.

Agora, analisando os componentes principais, tem-se a matriz que contém os
coeficientes normalizados em colunas das componentes principais (os vetores
caracteristicos normalizados de S,). Para a presente andlise, o fator padrao sera obtido
conforme est4 apresentado na Tabela 4.4.
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Tabela 4.4: Fator padrio dos vetores caracteristicos normalizados.

Varidvel CP1 CP2 CP3 CP4
X1 0,54746 0,08679 0,69353 -0,46530
Xy 0,62575 -0,06817 0,02979 0,77647
X3 0,30369 0,82749 -0,44611 -0,15497
X4 -0,46530 0,55052 0,56489 0,40164
A= Szcj 2,03745 0,98556 0,65015 0,32685

A Tabela 4.5 mostra a relagdo, isto ¢, a variagdo (varidncia-covariancia) das
variaveis originais e as transformadas derivadas da correlagdo, pois sdo independentes de
escala. Assim, tem-se:

Tabela 4.5: Relacdo da variacdo das variaveis originais e transformadas derivadas da

correlacdo.

Varidvel  CPI CP2 CP3 CP4
X, Altura Area transversal Diametro Altura
X Diametro Fator de forma  Fator de forma  Fator de forma
X3 Area transversal Diametro Altura Area transversal
X4 Fator de forma  Altura Area transversal Diametro

Assim, a altura corresponde para a maior variacdo na primeira componente
principal e assim por diante.

Agora, fazendo uma comparagao entre a Tabela 4.3 e a Tabela 4.5, tem-se:

Primeiro, a Tabela 4.3 foi usada para explicar as relagdes sobre as médias, mas
também se pode usar para explicar as variancias derivadas da varidncia-covariancia.

O que ¢ importante ressaltar aqui € o problema de escala, o que realmente ¢ claro
comparando-se as duas tabelas:

Componentes principais variancia-covaridncia : Componentes principais correlagdo
CP1 = CP1
CP2 +* CP2
CP3 = CP3
CP4 #* CP4

Assim, os componentes principais sdo definidos em termos das varidveis originais
da seguinte maneira: (componentes escores — vetores caracteristicos em coluna).
CP1 =0,54746 x, + 0,62575 x, + 0,30686 x3 — 0,46530 x,
CP2 = 0,0868 x; — 0,06817 x, + 0,82749 x5 + 0,55052 x,
CP1 = 0,69353 x; + 0,02979 x, — 0,44611 x5 + 0,56489 x,
CP1 = —0,46530 x; + 0,77647 x, — 0,15497 x5 + 0,40164 x,
Porém, pela forma em que estas duas equagdes sdo apresentadas sugere-se que:
x, = 0,62575 PC; — 0,06817 PC, + 0,02979 PC; + 0,77647 PC,
x1 = 0,54746 PC; — 0,06817 PC, + 0,69353 PC; — 0,46530 PC,
x3 = 0,30686 PC; + 0,82749 PC, — 0,44611 PC; — 0,15497 PC,
x, = —0,46598 PC; + 0,55052 PC, + 0,56489 PC; + 0,40164 PC,
As variaveis foram listadas em relacdo ao P(Cy, pois foi a altura que contribuiu
para a maior variagao.
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Outro ponto que deve ser observado ¢ que pelo fato de a altura contribuir para a
maior variagdo na CP1, CP2 a altura foi a ultima que contribuiu para a maior variagao, e
assim sucessivamente para as outras variaveis observando-se a Tabela 4.5.

Observando agora para a matriz de carregamento (loadings), nota-se que para a
correlagdo entre os valores originais e os valores transformados que a altura ¢ a varidvel
com a maior correlagdo, conforme demonstrado anteriormente que ela contribuiu para a
maior variagdo. Reafirmando, ndo estd se considerando a matriz de carregamento
(loading matrix) derivada da matriz varidncia-covariancia, pois ¢ dependente da escala.

Finalmente, observando-se os valores caracteristicos que estdo dispostos na
diagonal da matriz varidncia-covariancia da matriz padronizada transformada da matriz
correlagdo, ¢ possivel determinar as percentagens da variacdo total que sdo devidas para
cada combinagdo linear. Assim, tem-se:

Componente principal % da variagdo total % cumulativa
PC1 = 2,03745 50,93% 50,93%
PC2 = 0,98556 24,63% 75,57%
PC3 = 0,65015 16,25% 91,82%
PC4 = 0,32685 8,17% 100%

Complementando as explicagdes, ¢ importante observar o ordenamento simples
das contribui¢des para os componentes principais, para que se comprove quais sio os
resultados que mostram o padrao de variagdo.

Na andlise das variaveis padronizadas, observa-se que a primeira componente
principal ¢ um fator “geral”, que absorve a variacdo comum entre todas as variaveis (0s
coeficientes sdo aproximadamente iguais para todas as varidveis originais).
Aparentemente, desta componente depreende-se que o fator de forma decresce com o
aumento do tamanho da arvore.

A segunda componente principal indica uma forte relagdo entre a area transversal
e o fator de forma. A terceira componente principal mostra um outro aspecto importante
da relacdo entre o fator de forma e dimensdes lineares, que ndo sdo devidos a area basal,
a qual ¢ uma fun¢do quadrada. A relacdo da quarta componente principal ¢ de alguma
forma similar a terceira, porém muito mais dificil de interpretar e menos importante.

4.9.7.5 O teste scree

Os valores caracteristicos para fatores sucessivos podem ser mostrados através de
uma simples linha num grafico. Cattell (1966) propds que este grafico scree pode ser
usado para graficamente determinar o numero de fatores a serem retidos, conforme
apresentado na Figura 4.9.
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Nimero de fatores extraidos

Figura 4.9: Representacdo grafica da linha scree dos eingvalues.

Valor
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O teste scree envolve encontrar o lugar onde os valores caracteristicos comegam
a ficar uniformes na direcdo direita do grafico. A direita deste ponto de uniformidade,
provavelmente encontra-se somente “fatores scree” — scree € o termo geologico que se
refere dos fragmentos que sao empilhados na parte mais baixa da inclinagdo de uma rocha.
Assim, o niamero de fatores a serem retidos corresponde a quantidade de fatores
localizados a esquerda desse ponto de uniformidade, enquanto os fatores a direita sdo
considerados fatores scree e, portanto, ndo devem ser retidos.

4.10 EXEMPLO DE ANALISE DE COMPONENTES PRINCIPAIS NO

MATLAB
MATRIZ X COM DADOS ORIGINAIS
X =
1.4062 28.5000 1.6648 0.3475
1.1735 32.3336 1.1590 0.3285
1.3444 30.4000 1.6537 0.3598
1.2646 37.6472 1.3128 0.3215
1.2894 34.1056 1.4112 0.3526
0.9857 31.0856 0.7885 0.3319
1.0793 34.6664 0.9682 0.3370
1.3833 46.4000 1.6144 0.3303
1.4999 52.0000 2.1217 0.3387
1.3110 40.0000 1.4922 0.3381
1.3420 40.8424 1.6707 0.3221
1.3690 36.0000 1.5474 0.3374
1.7499 40.0000 1.6000 0.3267
1.5999 33.6000 1.0000 0.3402
1.0833 32.6664 2.4000 0.3261
1.7272 37.8184 2.2000 0.3339
1.2000 35.2000 1.0000 0.3224
1.3939 39.2728 2.2000 0.3142
1.8333 50.6664 1.2000 0.3021
1.5166 44.0000 2.0000 0.3195
1.9523 45.7144 1.4000 0.3234
1.4333 40.0000 1.0000 0.3141
1.3333 34.6664 0.6000 0.3337
1.5909 42.9088 2.2000 0.3216
1.3541 41.5000 1.6089 0.3374

COMPONENTES PRINCIPAIS USANDO MATRIZ VARIANCIA/COVARIANCIA

VETOR DE MEDIAS
MEDIA=mean (X)
MEDIA =
1.4087 38.4798 1.5125 0.3304

VETOR DE DESVIOS PADRAO
DESVIO=sqrt (var (X))
DESVIO =

0.2363 6.1235 0.4847 0.0127

MATRIZ VARIANCIA/COVARIANCIA
S=cov (X)



0.0558 0.8521

0.8521 37.4969

0.0265 0.8417
-0.0008 -0.0402 -

.0265 -0.0008
.8417 -0.0402
.2349 -0.0001
.0001 0.0002

O O O O

VARIANCIA TOTAL

TracoS=trace(S)

TracoS =
37.7878

AUTOVALORES E AUTOVETORES DA MATRIZ VARIANCIA E COVARIANCIA

[VETOR, VALOR]=eig (S)

VETOR =
-0.0015 -0.9989 -0.0405 0.0227
0.0012 0.0218 0.0235 0.9995
-0.0035 0.0411 -0.9989 0.0226
1.0000 -0.0014 -0.0036 -0.0011
VALOR =
0.0001 0 0 0
0 0.0362 0 0
0 0 0.2162 0
0 0 0 37.5353

OBTENGAO DOS AUTOVALORES EM ORDEM CRESCENTE
[VALORAC , IND] = sort(diag(VALOR))
VALORAC =

0.0001

0.0362

0.2162

37.5353

IND =

SN

OBTENCAO DOS AUTOVALORES ORDENADOS
VALOR = VALORAC (end:-1:1)
VALOR =
37.5353
0.2162
0.0362
0.0001

AUTOVETORES ORDENADOS POR AUTOVALORES
INDICE=IND (end : -1 : 1)
INDICE =

4

=N W

VETOR=VETOR (: , INDICE)
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VETOR =
0.0227 -0.
0.9995 0.
0.0226 -0.
-0.0011 -0.

AUTOVALORES ACUMULADOS

0405
0235
9989
0036

ACUM=cumsum (VALOR)

ACUM =
37.5353
37.7515
37.78717
37.7878

VARIANCIA EXPLICADA ACUMULADA PELAS COMPONENTES PRINCIPAIS
EXPLICADA=ACUM/trace (S)

EXPLICADA =
0.9933
0.9990
1.0000
1.0000

CALCULO DOS LOADINGS

A)RAIZ QUADRADA DOS AUTOVALORES
RATZVALOR=VALOR.

RATIZVALOR =
6.1266
0.4650
0.1902
0.0107

B)DESVIO PADRAO DA MATRIZ VARIANCIA/COVARIANCIA

0.5

DESVIO=diag(S).”0.5

DESVIO =
0.2363
6.1235
0.4847
0.0127

C)NUMERO DE VARIAVEIS

n=length (DESVIO)
n:
4

-0.9989
0.0218
0.0411

-0.0014

-0.0015
0.0012
-0.0035
1.0000
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D) CORRELAGAO DAS COMPONENTES PRINCIPAIS COM AS VARIAVEIS ORIGINAIS

- LOADINGS
for i=1 : n
for j=1 :n

LOADINGS (j,1)=VETOR (j, 1) *RAIZVALOR (i) /DESVIO () ;

end

end
LOADINGS
LOADINGS =

0.5895 -0.
1.0000 0.
0.2853 -0.
-0.5171 -0.

0798
0018
9583
1303

-0.8038
0.0007
0.01e61

-0.0210

-0.0001
0.0000
-0.0001
0.8457



ESCORES DAS COMPONENTES PRINCIPAIS
ESCORES=X*VETO
ESCORES =

28.
32.
30.
37.
34.
31.
34.
46.
52.
40.
40.
36.
40.
33.
32.
37.
35.
39.
50.
.0567
45.
40.
34.
.9722
41.

44

42

5545
3695
4519
6859
1489
1095
6946
4437
0549
0426
8893
0472
0550
6413
7281
8875
2314
3336
7088

7666
0343
6921

5454

-1

.0521
-0.
-0.
-0.
-0.
-0.
-0.
-0.
-0.
-0.
.7656
.7572
.7313
L2762
.6755
.3809
.2223
.3332
.0846
.0275
.4056
L1191
.1593
.2559
.6890

4474
9940
4799
6625
0990
1982
5806
9606
6059

COMPONENTES PRINCIAIS
1)

CP1=ESCORES
CP2=ESCORES
CP3=ESCORES
CP4=ESCORES

GRAFICO ENTRE AS DUAS PRIMEIRAS COMPONENTES PRINCIPAIS

—~ o~~~

r2)
1, 3)
4)

scatter (CP1,CP2)
xlabel ('CP1")
ylabel ('CP2")

4

4

4

.7156
.4203
.6129
.3892
.4872
L2752
.2832
.3046
L2782
.3769
.3822
.5198
.8109
.8252
.2720
.8112
.3909
.4465
.6781
L4742
.8967
.5193
.5521
.5640
.3825

ocNoNoNoNoNoNoNoBoloNoNoNoNoloNoNoNoNoNoloNoNoNelNe]

.3733
.3610
.3880
.3596
.3861
.3645
.3731
.3775
.3906
.3783
.3626
.3726
.3659
.3741
.3548
.3684
.3588
.3510
.3552
.3624
.3697
.3558
.3706
.3624
.3789

0.2

021

-04 1

-06

CP2

-0.81

I
30

I
35

40
CP1

.
45

I
50

55
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COMPONENTES PRINCIPAIS USANDO MATRIZ DE CORRELACAO (DADOS
PADRONIZADOS - Z)
TAMANHO DA MATRIZ DE DADOS
TAMANHO=size (X)
TAMANHO =

25 4
LINHA=TAMANHO (1, 1)
LINHA =

25
COLUNA=TAMANHO (1, 2)
COLUNA =

4

VETOR DE MEDIAS
MEDIA=mean (X)
MEDIA =
1.4087 38.4798 1.5125 0.3304
VETOR DE DESVIOS PADRAO
DESVIO = sqgrt (var (X))
DESVIO =
0.2363 6.1235 0.4847 0.0127

MATRIZ DE DADOS PADRONIZADOS

for j=1 :COLUNA

for i= 1:LINHA
Z(i,3)=(X(1,J)-MEDIA(]J))/ DESVIO(J);
end

end

-0.0104 -1.6298 0.3141 1.3456
-0.9950 -1.0037 -0.7294 -0.1520
-0.2719 -1.3195 0.2912 2.3152
-0.6095 -0.1360 -0.4121 -0.7037
-0.5046 -0.7143 -0.2091 1.7476
-1.7897 -1.2075 -1.4938 0.1160
-1.3936 -0.6227 -1.1231 0.5180
-0.1073 1.2934 0.2102 -0.0101

0.3861 2.2079 1.2568 0.6520
-0.4132 0.2483 -0.0420 0.6047
-0.2820 0.3858 0.3263 -0.6564
-0.1678 -0.4050 0.0719 0.5495

1.4440 0.2483 0.1804 -0.2938

0.8093 -0.7969 -1.0575 0.7702
-1.3767 -0.9494 1.8310 -0.3411

1.3479 -0.1080 1.4184 0.2737
-0.8829 -0.5356 -1.0575 -0.6328
-0.0624 0.1295 1.4184 -1.2791

1.7969 1.9902 -0.6448 -2.2329

0.4568 0.9015 1.0057 -0.8614

2.3004 1.1815 -0.2322 -0.5540

0.1043 0.2483 -1.0575 -1.2870
-0.3188 -0.6227 -1.8828 0.2579

0.7712 0.7233 1.4184 -0.6958

0

-0.2308 .4932 0.1988 0.5495



MATRIZ DE CORRELAGCAO DOS DADOS ORIGINAIS

CORRX=corr

CORRX =
1.0000
0.5888
0.2317
-0.2776

MATRIZ DE CORRELAGCAO DOS DADOS PADRONIZADOS

CORNORNAL=
CORNORNAL
1.0000
0.5888
0.2317
-0.2776

MATRIZ VARIANCIA E COVARIANCIA DOS DADOS PADRONIZADOS

COVS=cov (Z
COVs =
1.0000
0.5888
0.2317
-0.2776

AUTOVALORES E AUTOVETORES DA MATRIZ

(X)

0.5888
1.0000
0.2836
-0.5173

corr (z)

0.5888
1.0000
0.2836
-0.5173

)

0.5888
1.0000
0.2836
-0.5173

0.2317
0.2836
1.0000
-0.0231

0.2317
0.2836
1.0000
-0.0231

0.2317
0.2836
1.0000
-0.0231

[VETOR , VALOR ] =eig (CORRX)

VETOR =

0.5475 0.4602 0.6935

0.6257 -0.7765 0.0298

0.3037 0.1550 -0.4401

-0.4653 -0.40106 0.5649
VALOR =

2.0374 0 0

0 0.3268 0

0 0 0.6501

0 0 0

OBTENGAO DOS AUTOVALORES EM ORDEM CRESCENTE

[VALORAC |,
VALORAC =
0.3268
0.6501
0.98506
2.0374
IND =

o w N

-0.2776
-0.5173
-0.0231

1.0000

-0.2776
-0.5173
-0.0231

1.0000

-0.2776
-0.5173
-0.0231

1.0000

0.0868
-0.0682
0.8275
0.5505

IND] = sort(diag (VALOR))

OBTENCAO DOS AUTOVALORES ORDENADOS
VALORN = VALORAC (end:-1:1)

VALORN =
2.0374
0.9856
0.6501
0.3268

DE CORRELACAO
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AUTOVETORES ORDENADOS POR AUTOVALORES
INDICE=IND (end : -1 : 1)
INDICE =
1
4
3
2
VETORN=VETOR (: , INDICE)
VETORN =
0.5475 0.0868 0.6935 0.4602
0.6257 -0.0682 0.0298 -0.7765
0.3037 0.8275 -0.4401 0.1550
-0.4653 0.5505 0.50649 -0.40106

AUTOVALORES ACUMULADOS
AVAN=cumsum (VALORN)
AVAN =

2.0374

3.0230

3.6732

4.0000

VARIANCIA EXPLICADA ACUMULADA PELAS COMPONENTES PRINCIPAIS
VEN=AVAN/trace (CORRX)
VEN =

0.5094

0.7558

0.9183

1.0000

CALCULO DOS LOADINGS
A)RAIZ QUADRADA DOS AUTOVALORES
RAIZVALOR=VALORN."0.5
RAIZVALOR =
1.4274
0.9928
0.8063
0.5717

B) NUMERO DE VARIAVEIS
n=length (RAIZVALOR)
n =

4

C) CORRELACAO DAS COMPONENTES PRINCIPAIS COM AS VARIAVEIS ORIGINAIS

— LOADINGS

for i=1 : n

for j=1 :n

LOADINGSN (j,1)=VETORN (j, 1) *RAIZVALOR (1) ;

end

end

LOADINGSN

LOADINGSN =
0.7814 0.0862 0.5592 0.2631
0.8932 -0.0677 0.0240 -0.4439
0.4335 0.8215 -0.3597 0.0886

-0.6642 0.5465 0.4555 -0.2296



ESCORES DAS COMPONENTES PRINCIPAIS PADRONIZADAS

ESCORESN=Z*VETORN

ESCORESN =
-1.5562 1.1110 0.5643
-1.3236 -0.7052 -0.4804
-1.9633 1.5819 0.9501
-0.2165 -0.7721 -0.6405
-1.5999 0.7940 0.7093
-2.2430 -1.2453  -0.5452
-1.7347 -0.7227 -0.1915
0.8191 0.0709 -0.1353
1.6713 1.2820 0.1412
-0.3650 0.2454 0.0811
0.4916 -0.1421 -0.7005
-0.5791 0.3751 0.1499
1.1374 0.0959 0.7624
-0.7352 -0.3265 1.4444
-0.6330 1.2726 -1.9926
0.9737 1.4487 0.4535
-0.8452 -1.2635 -0.5140
1.0728 0.4553  -1.3947
3.0722  -1.7425 0.3318
1.5204 0.3362 -0.5916
2.1859 -0.3780 1.4213
0.4902 -1.5914 -0.1756
-1.2560  -1.4012 0.7459
1.6293 0.8083 -0.4694
-0.0131 0.4134 0.0763
CP1N=ESCORESN (:, 1) ;
CP2N=ESCORESN (:,2) ;
CP3N=ESCORESN (:, 3) ;
CP4N=ESCORESN (:,4) ;

[cNoNoNoNoNoNoNoNolNolNolNolNe]

.7689
.2695
.0147
.0439
.4119
.1641
.5399
.0170
.6038
.6323
L1152
L0277
L6177
.5179
.5244
.8140
.0999
.6043
.0785
.0120
L3277
.2083
.0585
.2926
.6791
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GRAFICO ENTRE AS DUAS PRIMEIRAS COMPONENTES PRINCIPAIS PADRONIZADAS

scatter (CP1N, CP2N)
xlabel ('CP1")
ylabel ('CP2")

05

CP2
o

-051

GRAFICO DO TESTE SCREE

plot (VALORN)

xlabel ('COMPONENTE PRINCIPAL')
ylabel ("AUTOVALORES')
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COMPONENTE PRINCIPAL

IMPORTANCIA DAS VARIAVEIS NA PRIMEIRA COMPONENTE

PADRONIZADA

bar (LOADINGSN)

axis([1 n -1 1])

xlabel ('VARIAVEL')

ylabel ('"CORRELACAQ"')

title ('PRIMEIRA COMPONENTE PRINCIPAL')

legend ('CP1', 'CP2', 'CP3', 'CP4")

PRIMEIRA COMPONENTE PRINCIPAL
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PRINCIPAL

4.11 EXEMPLO DE ANALISE DE COMPONENTES PRINCIPAIS NO JULIA

using DataFrames, CSV

#Dados originais

X=CSV.read("Z:\\Alexandre\\Julia\\Multivariada\\dendrometria.csv",

DataFrame)

#Matriz X com dados originais
X=[X.d X.h X.g X.f];



#Componentes principais usando matriz variancia-covariancia
using Statistics, LinearAlgebra

#Vetor de médias
Média=mean(X,dims=1)

#Vetor de desvios-padrao
Desvio=std(X,dims=1)

#Matriz variancia-covariancia
S=cov(X)

#Variancia total
TragoS=tr(S)

#tAutovalores e autovetores da matriz variancia-covariancia
AV = eigen(S)

#Autovalores ordenados
Valor = reverse(AV.values, dims=1)

#Autovetores ordenados por autovalores
Vetor = reverse(AV.vectors, dims=2)

#Autovalores acumulados
AVA = cumsum(Valor)

#Variancia explicada acumulada pelas componentes principais
VE = AVA ./ AVA[end]

#Calculo dos loadings
#a)Raiz quadrada dos autovalores
RaizValor=Valor.”0.5

#b)Desvio padrdo da matriz variancia-covariancia
Desvio=diag(S).”0.5

#c)Numero de variaveis

n=length(Desvio)

#d)Correlagao das componentes principais com as variaveis originais

loadings

Loadings = [Vetor[c,1]*RaizValor[l]/Desvio[c] for 1 in 1:n, c¢ in 1:n]'

#Escores das componentes principais
Escores = X * Vetor

#Componentes principais
CPl=Escores[:,1];
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CP2=Escores[:,2];
CP3=Escores[:,3];
CP4=Escores[:,4];

#0rganizacao dos scores das duas primeiras componentes principais em uma
tabela
using JuliaDB

t = table((pcl = CP1, pc2 = CP2))

#Grafico entre as duas primeiras componentes principais
using StatsPlots

scatter(CP1,CP2)

xlabell ("CP1")
ylabell ("cP2")

#Componentes principais usando a matriz de correla¢do (dados padronizados
- 2)

#Matriz de dados padronizados
Z = (X .- mean(X, dims=1)) ./ std(X, dims=1)

#Matriz de correla¢do dos dados originais
CORRX=cor(X)

#Matriz de correlagdo dos dados padronizados
CORRNORMAL=cor(Z)

#Matriz variancia-covariancia dos dados padronizados
COVS=cov(Z)

#tAutovalores e autovetores da matriz de correlacdo
AVN = eigen(CORRX)

#Autovalores ordenados
ValorN = reverse(AVN.values, dims=1)

#Autovetores ordenados por autovalores
VetorN = reverse(AVN.vectors, dims=2)

#Autovalores acumulados
AVAN = cumsum(ValorN)

#Variancia explicada acumulada pelas componentes principais
VEN = AVAN ./ tr(CORRX)

#Calculo dos loadings
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#a)Raiz quadrada dos autovalores
RaizValor=ValorN.”0.5

#b)Numero de variaveis
n=length(RaizValor)

#c)Correlagao das componentes principais com as varidveis originais -
loadings
LoadingsN = [VetorN[c,l]*RaizValor[l] for 1 in 1:n, c in 1:n]'

# Escores das componentes principais padronizadas
EscoresN = Z * VetorN

#Componentes principais
CP1N=EscoresN[:,1];
CP2N=EscoresN[:,2];
CP3N=EscoresN[:,3];
CP4N=EscoresN[:,4];

#Grafico entre as duas primeiras componentes principais padronizadas
using StatsPlots

scatter(CP1N,CP2N)

xlabell! ("CP1")

ylabell!("CP2")

#Grafico do teste Scree
plot(ValorN, legend = false)
xlabel! ("Componente Principal™)
ylabel! ("Autovalor")

# Importancia das variadveis na primeira componente principal padronizada
plot(LoadingsN[:,1], seriestype = :bar, legend = false)

ylims!((-1,1))

xlabel! ("Variavel")

ylabel!("Correlac¢ao")

title!("Primeira componente principal")

# Importancia das variaveis em cada componente principal padronizada
groupedbar(Loadings, bar_position = :dodge, bar_width=0.7, legend=:top)
ylims!((-1,1))

xlabel! ("Variavel")

ylabel!("Correlac¢ao")
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5 ANALISE DE FATORES

5.1 INTRODUCAO

Se varias varidveis sdo medidas, as correlagdes entre os seus pares podem ser
arranjadas no que ¢ conhecida como matriz de correlagdo R. Os elementos da diagonal da
matriz R sdo todos um e os elementos fora da diagonal sdo as correlagdes entre os pares
de variaveis.

A existéncia de grupos com coeficientes de correlagdo grandes entre os subgrupos
de variaveis sugere que essas variaveis podem estar medindo aspectos de uma mesma
dimensdo implicita. Essas sdo conhecidas como fatores ou varidveis latentes. Pela
reducdo de um conjunto de dados de um grupo de variaveis correlacionadas em um
conjunto menor de fatores, a andlise de fatores consegue explicar a quantidade maxima
de variancia comum numa matriz de correlagdo usando menos variaveis (fatores). Na
analise de fatores busca-se reduzir a matriz R para as suas dimensdes latentes (implicitas)
pelo exame de quais variaveis se agrupam de modo relevante. Esta reducdo ¢ alcancada
analisando as varidveis que mais se correlacionam dentro de um grupo delas, sem se
correlacionar com as variaveis fora deste grupo.

5.2 ANALISE DE FATORES
O objetivo da analise de fatores ¢ reduzir a redundancia entre as variaveis usando
menos fatores (variaveis latentes). A &nfase da analise de fatores ¢ centrada na

A . . 1
modelagem das covariancias dentre as variaveis x's. Deseja-se expressar as Ep(p -1)

covaridncias € as p variancias de x4, X, ..., X;, em termos de uma estrutura simplificada
envolvendo a extragdo de carregamentos e variancias especificas.

A andlise de fatores € relacionada a analise de componentes principais, pois ambas
procuram um conjunto menor de varidveis, mas elas diferem em alguns aspectos. Por
exemplo, duas diferengas basicas sdo que os componentes principais sao definidos como
combinagdes lineares das varidveis originais, enquanto na analise de fatores as variaveis
sdo expressas como combinagdes lineares dos fatores (varidveis latentes). Na analise de
componentes principais a maior parte da variancia total das variaveis ¢ explicada (trago
da matriz varidncia-covariancia), enquanto na analise de fatores o objetivo ¢ considerar
as covariancias ou correlagdes entre variaveis.

A analise de fatores ¢ basicamente um procedimento aplicado a uma amostra
aleatoria de x4, X5, ..., X, de uma populagdo homogénea, com vetor de médias u e matriz
de variancia-covariancia X. Na analise de fatores as variaveis Xxq,X,, ..., Xp sd0
representadas como combinacdes lineares de poucas variaveis aleatorias fi, f5, ..., fm
(m < p) chamadas fatores, com um erro associado que considera a parte das variaveis
que sdo unicas (chamadas fatores especificos). Para x4, X, ..., x,, em qualquer vetor de
observagao y, o modelo é:

Xi—m =B Hlph+ o+ b+ &

Xy — Uy =l Fy + B + -+ Ly By + &

Xp _‘Llp = lplFl + lszz + -+ lmem + Ep

Em que: y;= média da i-ésima variavel; F;= j-€simo fator comum; &;= i-€simo erro ou
fator especifico; [;;= peso ou carregamento na inésima variavel X; do j-ésimo fator Fj,
i=12,..,pej=12,..,m.
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O modelo apresentado acima pode ser representado em forma matricial como:

X—p=LF+¢
i bz - lm F; &
D I T L
by Ly o Ly E, &p

Em que: Vetor de F tem média zero; A varidncia de F corresponde a uma matriz
identidade; F e € sdo independentes: cov(g, F ) =0.

De modo ideal m deve ser substancialmente menor do que p, caso contrario nao
¢ conseguido a descri¢do das variaveis como fung¢des de poucos fatores intrinsecos. Os
valores de F podem ser considerados como variaveis aleatorias, que ddo origem aos x's.
Os coeficientes (carregamentos) servem como pesos, mostrando como cada x; depende
do valor de F, e sua magnitude representa a importancia das varidveis nos fatores.

A variancia de cada varidvel original ¢ composta por uma parte da variancia da
varidvel X; que ¢ distribuida nos m fatores comuns (h?) e pela por¢do da variancia devido
ao fator especifico (variancia especifica, ¥;), como segue:

O'iz = hlz + lpi
of =14+ + 412+

Em que: h? = [4 + 13 + ---+ [, constitui 0 que se chama de comunalidade, que é a
porcio da varidncia da variavel X; (6/) que ¢ distribuida pelos m fatores comuns; ¥; é a
porcdo da variancia da variavel X; devido ao fator especifico, também denominada de
variancia especifica; [;; € a covariancia da inésima variavel X; com o j —ésimo fator
comum Fj.

O particionamento da varidncia de x; em um componente devido aos fatores
comuns ¢ chamado de comunalidade e o componente inico de x; ¢ chamado de variancia
especifica. As comunalidades (h?) sdo também referidas como varidncia comum, e a
variancia especifica (¥;) ¢ chamada especificidade, variancia inica ou variancia residual.

Se a matriz de correlacdo for utilizada ao invés da matriz varidncia-covariancia,
isto significa que sdo utilizadas varidveis padronizadas. Entdo, [;; serd o coeficiente de

correlacdo entre a inésima variavel X; com o j —ésimo fator comum.
lij = COU(XL',F}')
lij = COT'(XL',P})

Uma vez que as variaveis sdo especificadas, pode-se, entdo, aplicar a andlise de
fatores para identificar a estrutura latente das relagdes entre as variaveis x's. Decisdes
devem ser tomadas concernentes ao método de extra¢do dos fatores e quanto ao numero
de fatores selecionados para identificar a estrutura latente dos dados.

A primeira técnica considerada para estimar os carregamentos (l;;) € comumente
denominada de métodos dos componentes principais. Apesar dessa denominacdo que
pode causar confusdo entre andlise de fatores e andlise de componentes principais, no
método de componentes principais para estimar os carregamentos ndo sao calculados
nenhum componente principal, o que a diferencia da andlise de fatores.

A partir de uma amostra aleatoria x;, X, ..., X, € obtida a matriz variancia-
covariancia S e tenta-se encontrar um estimador de [ (carregamentos):

S=["+9
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o~

Importante ¢ salientar que na abordagem de componentes principais ¥ ndo ¢
considerado, tornando S = [I'.

A fim de fatorar S ¢ utilizada a decomposi¢ao espectral:

S =CDC’

Em que: C é uma matriz ortogonal construida com vetores normalizados (c;¢; = 1) de
S como colunas e D ¢ a matriz com os autovalores de S na diagonal.

Para concluir a decomposigdo espectral para a forma [I’ deve-se observar que
como os autovalores da matriz S sdo todos positivos ou zeros, pode-se escrever:

D= DO'SDO'S.

Em que:

A

D%> ¢ a matriz diagonal dos autovalores, D =

oy

Com esta fatoragdo de D obtém-se:

S =CDC' =CD% D%’
S = (CDO,S)(CDO,S)/

As variancias na diagonal de S s3o modeladas exatamente, mas as covariancias
presentes fora da diagonal sdo apenas aproximagdes, e isto caracteriza o desafio da analise
de fatores. Devido a este fato, ¢ importante analisar a matriz de residuos obtida ao final
do processo.

Sintetizando, sejam considerados os pares de autovalores e autovetores de S
(matriz variadncia-covariancia amostral) (il, él), (iz, éz),..., (ip, ép), emque A, > 1, >
> ip, com m < p fatores comuns. O estimador da matriz dos pesos ou carregamentos

dos fatores I; ; € dada por:

AAl 2
L =¢ny
A
€11 €12 €1p
A é é é ~1/2 1
¢=|% ©22 2p D/l/ _ Ay
€p1  €p2 €pp
L Ap_

A fonte da solug@o para os componentes principais tem como fonte a matriz de
autovetores de S, de modo que os carregamentos nos fatores sdo proporcionais aos
coeficientes dos componentes principais. Os fatores sdo entdo denominados os primeiros
m componentes principais.

As observagdes do conjunto de dados x4, X5, ..., Xpdevem ser centralizadas:
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Alternativamente, pode-se padronizar as observagoes:
_Xl ] - Xl i

[ Sy
Nesse caso, a matriz de covaridncia amostral (S) corresponde a matriz de
correlacdo (R).
As variancias especificas estimadas sdo fornecidas pelos elementos diagonais da
matriz ¥ = S — LL'. Assim:

U — 2 m g2
com¥; = sy — XjL, I

o~

¥

As comunalidades e a matriz dos residuos sdo estimadas como:
2 12 2 2
hi =10 + 1+ -+ iy

R-(L,L,+%,)=R-L,L,-%

Existem varios critérios para a escolha do nimero de fatores. Pode-se escolher m
que seja igual ao numero de fatores necessarios para se alcangar uma determinada
porcentagem do trago da matriz de varidncia-covariancia (S), ou da matriz de correlagao
(R). Outro critério € que o valor de m deve ser igual a um numero de autovetores maior
do que um. Também, ¢ possivel escolher m pela andlise grafica dos autovalores de S ou
R. A experiéncia do pesquisador também pode auxiliar na escolha de m. De modo geral,
a escolha de m deve ser suficientemente grande, de modo que a soma das comunalidades
ou dos autovalores englobem uma porcao relativamente grande do traco de S ou R.
Quando o conjunto de dados ¢ ajustado com sucesso por um modelo de andlise de fatores,
diferentes métodos definirdo o mesmo valor de m.

Em muitas aplicagdes o pesquisador deseja somente verificar se uma analise de
fatores se ajusta aos dados e identificar quais sdo esses fatores. Em outras aplicagdes o
pesquisador deseja obter os escores fatoriais que sdo definidos como estimativas
intrinsecas dos valores do fator para cada observacdo. Existem dois usos potenciais para
estes escores, ou sejam, analisar o comportamento das observacdes em termos dos fatores
de interesse, ou usar os escores como entrada para outro tipo de analise, como a
MANOVA.

Os escores fatoriais sdo estimados para variaveis originais centradas para a média
ou para variaveis padronizadas, respectivamente, como:

F=@®1L) 'L'P 1 (x-%)
F=(DL) Lz
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Uma dificuldade aparece quando se faz calculo dos escores fatoriais dos eixos
principais, pois sua interpretagao bioldgica torna-se mais dificil. O que se pode fazer ¢
transformar os escores obtidos para uma estrutura mais simples, concernente as varidveis
originais. Uma vez que os fatores tenham sido extraidos, € possivel calcular em que grau
as varidveis estdo associadas a estes fatores, calculando os carregamentos das variaveis
em cada fator. Geralmente, a maior parte das variaveis tem carregamentos fortes no fator
mais importante e carregamentos fracos nos outros fatores. Quando isto ndo acontece
torna a interpretacdo dificil e uma técnica chamada rotacdo pode ser usada para a
discriminacao entre fatores.

Se um fator ¢ um eixo de classificacdo ao longo do qual varidveis podem ser
plotadas, o fator de rotacdo efetivamente rotaciona esses eixos de fatores de modo que as
variaveis carreguem ao maximo em um Unico fator. Existem dois tipos de rotacdes que
podem ser feitas, a primeira ¢ a rotagdo ortogonal, na qual os fatores sdo rotacionados
mantendo-os independentes. Antes da rotacdo, todos os fatores sdo independentes (ndo se
correlacionam) e a rotagdo ortogonal assegura que os fatores permanecam nao
correlacionados. A outra forma de rotacdo ¢ a obliqua, na qual os fatores podem ser
correlacionados e os eixos ndo permanecem perpendiculares.

Na teoria, a escolha exata da rotacdo vai depender grandemente se os fatores
latentes sdo ou ndo relacionados. Se os fatores sdo independentes, deve-se usar a rotagdo
ortogonal (VARIMAX). Se, no entanto, existe base tedricas para se supor que os fatores
sdo correlacionados, entdo uma rotagdo obliqua direta deve ser selecionada.

A rotagdo conhecida como VARIMAX é geralmente usada para a obten¢do de uma
estrutura mais simples. Esta técnica iterativa ¢ necessaria para obter a rota¢do varimax,
com o carregamento (loadings) da andlise fatorial como ponto de partida. A técnica de
rotacdo VARIMAX procura carregamentos que maximizem a variancia do quadrado dos
carregamentos em cada coluna dos autovetores. Se os carregamentos na coluna sao
aproximadamente iguais, a varidncia devera ser proxima de zero. Dessa forma, o método
de VARIMAX procura fazer com que os carregamentos sejam grandes ou pequenos para
facilitar a interpretacao.

Os novos pesos rotacionados [; ; sdo determinados pela relagdo:
L'=LT
Em que: L* sdo os carregamentos rotacionados; L ¢ a matriz de carregamentos inicial; T
¢ a matriz de rotagao.

Os diversos métodos de rotagdo de eixos, para explicar melhor o conjunto de
dados, sao descritos a seguir:

Método Varimax

Este ¢ um método de rotacdo ortogonal para minimizar o nimero de variaveis que
possuem altos carregamentos (loadings) em cada fator e, isto, simplifica a sua
interpretacao.

Kaiser (1956, 1958, 1959) prop6s uma medida da simples estrutura da soma das
variancias dos quadrados dos carregamentos dentro de cada coluna da matriz de fatores.
Maiores detalhes, quanto ao desenvolvimento teérico do método de rotacio VARIMAX,
pode ser encontrado na literatura pertinente.

Me¢étodo de rotacao obliqua direta (Oblimin)

E um método para rotagio obliqua (ndo ortogonal). Quando o pardmetro do
modelo delta iguala a zero (default = nimero usado, a ndo ser que se deseje outro), as
solucdes sdo, na maioria das vezes, obliquas. Assim que o delta vem a ser mais negativo,
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os fatores vem a ser menos obliquos. Para evitar o default delta de zero (¢), um numero
menor ou igual a 0,8 deve ser usado.

M¢étodo Quartimax
Este ¢ um método de rotagcdo que minimiza o nimero de fatores necessarios para
explicar cada variavel. Isto simplifica a interpretacdo das varidveis observadas.

M¢étodo Equamax

Este ¢ um método de rotagdo, uma combinagdo do método Varimax, o qual
simplifica os fatores, e 0 método Quartimax, que simplifica as varidveis. O nimero de
variaveis que carregam muito em um fator e o numero de fatores necessarios para explicar
a variavel sdo minimizados.

Método Promax
Este ¢ um método de rotagdo obliqua, que ¢ computacionalmente mais rapido do
que o de rotacdo obliqua direta e ¢ muito mais 1til para grandes conjuntos de dados.
Para a execu¢do da rotagdo ¢ necessario calcular T, que representa os vetores
caracteristicos ordenados em coluna sem o ultimo componente. Assim, tem-se:
T'A=T'TQ
Como T'T é uma matriz identidade a rotagio torna-se:
T'A=Q
Para validar se a matriz Q (a nova matriz de carregamentos) € ortogonal ¢
necessario que:
QQ=1I
Eliminada a ultima coluna da matriz de dados transformados, esta foi multiplicada
pela matriz Q, para se obter a matriz H, a qual engloba o novo conjunto de dados no novo
espago, conjunto este, que facilita a interpretacdo em termos das variagdes originais.

5.3 EXEMPLO DE ANALISE DE FATORES
O conjunto de dados ¢ o mesmo usado quando da andlise de componentes
principais, ou seja:
x; = Diametro (DAP, m)
x, = Altura (H, m)
x3 = Area transversal média (G, m?)
x4 = Fator de forma (FF, adimensional)
- Visdo geral dos dados
Numero de observagoes: 25
Numero de variaveis: 4
As variaveis estdo em escalas muito diferentes (ver desvios-padrdo), o que ja
antecipa ser analise pela matriz de covariancia dominada pela varidvel de maior variancia
e que a analise pela matriz de correlagdo ¢ mais apropriada para interpretacdo estrutural.

- Andlise de fatores pela matriz varidncia—covariancia (dados originais)
- Autovalores e variancia explicada

Fator Autovalor Variancia explicada
Fl1 37,5353 99,33%
F2 0,2162 0,57%
F3 0,0362 0,10%

F4 0,0001 0%
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Um tnico fator explica praticamente toda a variabilidade dos dados. Isso ocorre
porque a segunda variavel original (altura) tem variancia alta em relacdo as demais
(aproximadamente 37,5 de um total de 37,8).

- Loadings do fator selecionado

Variavel Loading (F1)
Var 1 0,5895
Var 2 1,0000
Var 3 0,2853
Var 4 -0,5171

O fator 1 ¢ quase totalmente definido pela variavel 2 (Altura). As demais varidveis
contribuem pouco para a estrutura comum. O sinal negativo da variavel 4 (fator de forma)
indica relacdo inversa com o fator dominante. Este fator pode ser interpretado como um
fator de escala, fortemente associado a variavel de maior magnitude.

- Comunalidades e variancias especificas

Variavel Comunalidade
Var 1 0,35
Var 2 1,00
Var 3 0,08
Var 4 0,27

Apenas a variavel 2 (altura) ¢ bem representada pelo fator comum. As demais tém
grande parte da variancia especifica (ndo explicada). As variancias especificas negativas
indicam problemas de ajuste, comuns quando poucos fatores sdo usados e a matriz de
covariancia ¢ dominada por uma Unica varidavel. O fator representa basicamente uma
unica variavel, ndo uma estrutura latente real.

- Andlise de fatores pela matriz de correlagdo (dados padronizados Z)

- Autovalores e variancia explicada

Fator Autovalor Variancia explicada
F1 2,0374 50,94%
F2 0,9856 24,64%
F3 0,6501 16,25%
F4 0,3268 8,17%

Dois fatores explicam 75,6% da variancia total, atendendo ao critério de > 80%
de forma préxima.

- Loadings dos fatores selecionados

O Fator 1 pode ser interpretado como a relacao de magnitude e esté correlacionado
com as varidveis 1 e 2 (didmetro e altura), apresentando correlagdo negativa com a
variavel 4 (fator de forma). Isto representa um gradiente geral de aumento das varidveis
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principais com oposicao a variavel 4. Este fator absorve as variagdes ao nivel de arvore
individual.

O Fator 2 pode ser interpretado como a componente estrutural secunddria,
dominada pelas varidveis 3 (4rea basal) e 4 (fator de forma). Este fator ¢ independente da
escala principal e capta a variag@o especifica ndo associada ao fator dominante. Este fator
absorve as variagdes ao nivel de povoamento.

Variavel Fator 1 Fator 2
Var 1 0,7814 0,0862
Var 2 0,8932 -0,0677
Var 3 0,4335 0,8215
Var 4 -0,6642 0,5465

- Comunalidades (qualidade de representacdo) e variancia especifica

Variavel Comunalidades Variancia especifica
Var 1 0,62 0,38
Var 2 0,80 0,20
Var 3 0,86 0,14
Var 4 0,74 0,26

Todas as variaveis estdo bem representadas pelo modelo com dois fatores, com
comunalidades altas e variancia especifica baixas.

- Matriz de residuos
A matriz de residuos revelou valores pequenos e bem distribuidos, o que indica
bom ajuste do modelo fatorial. Nao ha correlagdes sistematicas ndo explicadas.

- Escores fatoriais
Interpretagdo do grafico das fungdes F1 e F2

A dispersdao dos pontos mostra um gradiente claro no Fator 1, com dominio da
variavel 2 (altura) e uma separagdo adicional pelo Fator 2, causado pela influéncia da
variavel 3 (4rea transversal média). As observagdes extremas na fungdo representam
valores altos das varidveis 1 e 2 (didmetro e altura), enquanto os valores extremos da
funcdo 2 indicam uma estrutura diferenciada da variavel 3.

- Grafico dos loadings

As varidveis 1 e 2 (didmetro e altura) estdo proximas, revelando alta correlacao.
A variavel 3 (4rea transversal média) ¢ praticamente ortogonal ao Fator 1, revelando uma
nova dimensdo. A varidvel 4 (fator de forma) atua como variavel de contraste entre os
fatores.

- Rotagdo dos fatores

Os dois fatores seclecionados foram rotacionados em relagdo aos seus
carregamentos, utilizando-se a rotagdo VARIMAX. Como resultado obteve-se
coeficientes que permitem uma analise mais facil em relacdo ao ndo rotacionados. A
figura dos loadings rotacionados descrimina as variaveis em cada eixo fatorial de maneira
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clara e sem superposi¢do. Assim, o primeiro fator ¢ formado pelas varidveis didmetro,
altura e fator de forma, enquanto o segundo absorve a drea transversal.

- Conclusao do exemplo

Na analise com o uso da matriz variancia-covariancia, detectou-se um unico fator
dominante, devido ao forte efeito de escala e possui baixa utilidade interpretativa.

A andlise com o uso da matriz de correlagdo, que ¢ recomendada, revelou dois
fatores latentes bem definidos, e um modelo estavel e bem ajustado, permitindo uma
interpretacdo conceitual clara.

A estrutura multivariada dos dados ¢ adequadamente descrita por dois fatores
independentes, sendo o primeiro associado a magnitude das variaveis principais ao nivel
de arvore individual e o segundo a uma componente estrutural especifica relacionada ao
nivel de povoamento.

5.4 ANALISE DE IMAGEM

Uma outra abordagem para se tratar com as comunalidades, que ndo introduz a
necessidade para estimativas iterativas, ¢ chamada de andlise de imagem. Este
procedimento lida com comunalidades em efeito, pelo uso de regressdo multipla para
estimar cada variavel de todas as outras. Os componentes estimados sdo inseridos na
analise e os residuos sdo eliminados. Deve ser levado em consideragdo que a analise de
imagem exige que o determinante da matriz correlagdo ndo seja igual a zero.

A andlise de imagem ¢ computacionalmente semelhante a andlise de fatores de
componentes principais, exceto que envolve um passo adicional. Este elimina os
componentes Unicos das varidveis e mantém as por¢des comuns.

O primeiro passo ¢ padronizar a matriz de dados (Z). O passo adicional pode ser
representado como:

Conm) = ZenmyAamm)
Em que: A ¢ a matriz de ajuste para as comunalidades.

Fazendo R ser a matriz de correlacdo e D ser a matriz diagonal, obtida quando se
substitui os elementos fora da diagonal de R~ por zeros e os elementos da diagonal por
seus reciprocos, obtém-se:

Anemy = Ianm) = Ronm)D mem)

Deste ponto em diante, os calculos sdo semelhantes aos da analise de fatores de

componentes principais.

5.5 EXEMPLO PRATICO DA ANALISE DE IMAGEM

O tipo de estrutura basica do problema de analise de fatores precisa ser esclarecido
considerando-se as correlagdes entre as varidveis x's. Um caminho para extragdo dos
fatores mais importantes nesta situacao ¢ aplicar a analise de componentes principais na
matriz de correlacdo, o que corresponde a analise de componentes principais, que implica
no uso das variaveis padronizadas.

O principio de analise de fatores, contudo, ndo se preocupa com a magnitude dos
residuos, mas com as relagdes entre as variaveis. E verdadeiro, também, que eliminando
as primeiras componentes principais da correla¢do, usualmente reduz as correlagdes entre
os residuos e, neste sentido, a analise de componentes principais pode ser considerada
como uma aproximac¢ao da analise de fatores.

Contudo, considerando a seguinte equagao:
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m
Xij = z ajj gij t eij
k=1
Em que: x;; representa a varidvel j na observagdo i; a;; sdo conhecidos como os fatores
de carregamento de cada fator nas diferentes observagdes; g;; € o valor da variavel j e
e;j sdo as variaveis aleatorias ndo correlacionadas (residuo).

Como o modelo definitivo, no qual a relagdo entre as varidveis x's é explicada
precisamente por meio de m fatores (m < p) e os residuos s@o ndo correlacionados, a
analise de componentes principais ndo ¢ adequada para ajustar o modelo.

A distingdo, entdo, € que a analise de fatores com m fatores assume um modelo
matematico definido, e a andlise de componentes principais ndo assume. A andlise de
componentes principais considera os m fatores mais importantes, sem necessariamente
assumir que os residuos sdo completamente ndo correlacionados, ou que sdo normalmente
distribuidos. O ponto critico em decidir pela aplicacdo ou ndo a andlise de fatores, ¢ a
validade do modelo de fator e este ¢ o ponto que deve ser discutido.

A interpretacdo do mesmo exemplo usado em componentes principais e aplicado
em andlise de fatores, considerando que a andlise de componentes principais pode ser
assumida como uma aproximagdo da analise de fatores, os passos aplicados sdo os que
seguem.

- O conjunto de dados ¢ o mesmo usado quando da andlise de componentes
principais, ou seja:

x; = Diametro (DAP, m)

x, = Altura (H, m)

x3 = Area transversal média (G, m?)

x4 = Fator de forma (FF, adimensional)

O primeiro passo realizado ¢ a aplicacdo da andlise de componentes principais
usando a matriz correlagdo (matriz variancia-covariancia padronizada) por razdes de
independéncia de escala. Assim, a matriz correlagdo obtida dos dados originais, tem
diagonal da matriz S = 4,00.

O segundo passo foi obter os valores e vetores caracteristicos da matriz correlagao.
Quando se transpde os vetores caracteristicos tem-se, entdo, a matriz de transformacao
(matriz modal).

Obtém-se a seguir a matriz de dados padronizados, sendo multiplicada pela matriz
de transformagdo (matriz modal) para se obter a matriz de dados transformada (matriz de
dados ndo correlacionada). Assim,

Y =X,T
Em que: Y ¢ a matriz de dados transformada; X, ¢ a matriz de dados padronizada e
T ¢ matriz de transformacdo que € a matriz modal, obtida transpondo-se os vetores
caracteristicos da matriz de correlacdo, usando-se a matriz de dados originais.

Uma vez obtidas as matrizes varidncia-covariancia e correlagdo, a partir da matriz
de dados transformados, verifica-se se existe correlagao para o novo conjunto de variaveis
(Y), o que resultou em auséncia de correlagdo. A razdo disto se deveu ao fato de que na
diagonal se tem as variancias, que sdo as mesmas obtidas com os valores caracteristicos
derivados da matriz correlagdo dos dados originais. Como fora da diagonal os valores sdo
iguais a zero, a teoria de componentes principais mostra que se tem um novo conjunto de
dados ndo correlacionados.

Complementando, da teoria também se tem:



134

ZAJ- = ZS,%C}. =traco S, = ZSLZ
J J i

Apos estes calculos, foi entdo obtida a matriz de carregamento (loading matrix),
na qual ¢ possivel se observar a correlacdo entre os valores originais e os valores
transformados (Tabela 5.1).

Tabela 5.1: Matriz de carregamento, na qual se observa a correlacdo entre os valores
originais e os valores transformados.

Valor transformado

Valor original

1 2 3 4
X1 0,78144 0,08616 0,55921 -0,26309
X5 0,89319 -0,06768 0,02402 0,44391
X3 0,43348 0,82150 -0,35971 -0,08860
X4 -0,66416 0,54653 0,45548 0,22962

Observando-se os valores caracteristicos, que estdo na diagonal da matriz
variancia-covariancia transformada padronizada a partir da matriz de correlagdo, ¢é
possivel determinar as percentagens da variagdo total, que sdo devidas a cada combinagao
linear. Assim, tem-se:

Componente principal % da variagao total % cumulativa
CP1 = 2,03745 50,93% 50,93%
CP2 = 0,98556 24,63% 75,57%
CP3 = 0,65015 16,25% 91,82%
CP4 = 0,32685 8,17% 100,00%

Em que: CP ¢ a componente principal = valor caracteristico.

A primeira componente principal ¢ um fator geral que absorve a variagdo comum
entre todas as varidveis, pois os coeficientes sdo aproximadamente iguais para todas as
variaveis originais, com exce¢do da varidvel x; (drea transversal média). Desta
componente verifica-se que a variavel x, (fator de forma) decresce com o aumento do
tamanho da arvore, pois seu coeficiente ¢ negativo. A segunda componente principal
indica uma forte relacdo entre a area transversal média e o fator de forma. A terceira
componente principal mostra um outro aspecto da relagdo entre o fator de forma e as
dimensdes lineares que ndo sdo responsaveis pela area basal, a qual ¢ uma funcdo
quadrada. A relagdo responsavel pela quarta componente principal ¢ de alguma forma
similar a terceira, porém muito mais dificil de interpretar e menos importante.

Observando-se a percentagem cumulativa, foi eliminada a ultima componente
principal, a qual representa somente 8,18% do total. Eliminando a tltima componente
ainda se mantém explicada 91,82% da variagao total.

A analise fatorial ¢ o procedimento a ser utilizado depois de eliminadas as
variaveis menos importantes. Para que ela possa ser empregada, dois testes devem ser
aplicados, quais sejam:

- KMO (Kaiser — Meyer — Olkin): que mede a adequabilidade da amostragem,
testando se as correlagdes parciais entre as varidveis sdo pequenas.

- Teste de esfericidade de Bartlett: testa se a matriz de correlagdo ¢ uma matriz
identidade, o que indica se o modelo fatorial ¢ adequado.
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Tendo sido atendidas as condicionantes, eliminado o ultimo componente principal
e aplicada a matriz de transformacao (vetores caracteristicos da matriz de correlacdo dos
dados originais) por meio da ROTACAO VARIMAX (varimax rotation), obtém-se
resultados mais faceis de serem interpretados.

As matrizes variadncia-covariancia e correlacdo da matriz H, estdo apresentadas
nas Tabelas 5.2 ¢ 5.3.

Tabela 5.2: Matriz varidncia-covariancia e correlacdo da matriz H
Varidveis transformadas

Variaveis transformadas

Diametro Altura Area transversal
Diametro 1,20717 0,09906 0,58669
Altura 0,09906 1,02217 0,35389
Area transversal 0,58669 0,35389 1,44381

Tabela 5.3: Matriz de correlacdo da matriz H
Variaveis transformadas

Variaveis transformadas

Diametro Altura Area transversal
Diametro 1 0,089179 0,44440
Altura 0,08918 1 0,29131
Area transversal 0,44440 0,29131 1

E possivel observar na Tabela 5.3, que a correlacio entre didmetro e altura é baixa
e a analise fatorial mostrou isto muito claramente, pois a relacdo diametro e altura ¢
naturalmente baixa. A correlagdo didmetro e drea transversal aumenta, pois a area
transversal ¢ derivada do didmetro, enquanto a correlagao entre altura e area transversal
¢ baixa. Uma alternativa a este método ¢ a execu¢do de uma anélise de imagem.

Na andlise de imagem (image analysis) a maior parte da variacao representada nos
dados originais ¢ conhecida ser Unica para as variaveis individuais. O que se deseja ¢
ajustar a matriz de correlagdo para que se possa eliminar as por¢des Unicas da varidncia
das varidveis originais. Os procedimentos a seguir descritos devem ser executados.

- Obtencao da matriz de correlagdo (R) a partir dos dados originais;

- Célculo do inverso da matriz correlagdo (R™1) e da reciproca do inverso da
matriz de correlacao;

- Obtengdo da matriz diagonal (D,,.,,), que tem na diagonal os elementos
diagonais da reciproca do inverso da matriz correlagao;

- Multiplicagdo da matriz R~ pela matriz D,y

R Dy

Em seguida, essa matriz ¢ subtraida da matriz identidade (I), obtendo-se a matriz
A, que sera posteriormente multiplicada pela matriz de dados padronizados. A matriz A
corresponde, portanto, a matriz modificada de pesos.

- Apos calculada a matriz A, se obtém a matriz comum (C) — commom matrix.
Esta matriz contém as covaridncias imagens que representam as relagdes entre somente
as porgdes comuns da variagdo original. A partir da matriz comum deve ser calculada as
matrizes variancia-covariancia e correlagao.

- A partir da matriz correlagdo da matriz comum, extrai-se os valores e vetores
caracteristicos. Em se transpondo os vetores caracteristicos, obtém-se a matriz de
transformac¢do (matriz modal), sendo entdo possivel determinar as percentagens que sao
devidas a cada combinacao linear. Entdo, tem-se:
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Componente principal % da variagao total % cumulativa
PC1 = 3,28221 82,05%
PC2 = 0,49309 12,33% 94,38%
PC3 = 0,18661 4,66% 99,04%
PC4 = 0,03808 0,95% 100%

Na Tabela 5.4 estd demonstrada esta matriz de transformacao (matriz modal) para
a analise de imagem aplicada a rota¢do varimax, utilizando o mesmo algoritmo que foi
usado no calculo anterior (quando foram rotados apenas dois fatores).

Tabela 5.4: Matriz transformagdo (matriz modal) para andlise de imagem aplicada a
rotagdo varimax.

Variavel CP1 CP2 CP3 CP4

Diametro 0,54237 -0,10856 -0,12265 0,82402
Altura 0,43304 0,87780 0,14116 -0,14837
Area transversal 0,49996 -0,40794 0,71203 -0,27684
Fator de forma -0,51802 0,22642 0,67678 0,47153

Observando-se a matriz de transformagao da Tabela 5.4 (matriz modal), a primeira
componente principal (CP1) absorveu quase toda a variagdo comum entre todas as
variaveis (82,05%). Aqui se tem uma situacdo diferente da que ocorreu na primeira parte
da andlise, pois o didmetro esta contribuindo para a maior variagao, e isto ¢ devido ao
ajuste feito na matriz correlagdo, quando foram eliminadas as por¢des tnicas da varidncia
das varidveis originais, 0 que ndo ocorreu na primeira analise. Pode-se observar que o
comportamento das variaveis ¢ melhor, pois na primeira componente principal o fator
decresce com o aumento do didmetro.

- Em seguida foi padronizada a matriz comum e multiplicada pela matriz de
transformac¢do (matriz modal), para se obter a matriz de dados transformados, que é o
novo conjunto de dados ndo correlacionados.

Y = C Modal

- O préximo passo ¢ verificar se o novo conjunto de dados nao ¢ correlacionado.
Para tanto, foram calculadas as matrizes variancia-covariancia e a correlagao ¢ verificado
se fora da diagonal os valores sdo zero ou muito préximos disto, devido aos
arredondamentos. Os resultados revelaram que o novo conjunto de dados nao ¢
relacionado.

- A seguir foi calculada a matriz de carregamentos (loading matrix):

L = Modal D
Em que: L ¢ a matriz de carregamento; Modal € a matriz modal; D 5 € a diagonal da raiz
quadrada dos valores caracteristicos, que representam a correlacdo entre as variaveis
originais e as variaveis transformadas.

Fazendo-se uma comparagdo entre as duas matrizes de carregamento obtidas na
primeira parte e na segunda parte (analise de imagem), ¢ possivel observar que a matriz
obtida pela analise de imagem se comportou melhor do que a matriz obtida pela andlise
de fatores componentes principais. Isto deve-se ao ajuste da matriz correlagdo explicado
anteriormente. As Tabelas 5.5 ¢ 5.6 mostram estas diferencas.
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Tabela 5.5: Matriz de carregamento (loading matrix), correlagdo entre os valores
originais e os valores transformados obtidos pela andlise fatorial.
Varidveis transformadas

Variavel original

DAP H G FF
Diametro 0,78144 0,08616 0,55921 -0,26309
Altura 0,89319 -0,06768 0,02402 0,44391
Area transversal 0,43348 0,82150 -0,35971 -0,08860
Fator de forma -0,66416 0,54653 0,45548 0,22962

Tabela 5.6: Matriz de carregamento (loading matrix), correlagdo entre os valores
originais e os valores transformados obtidos pela andlise de imagem.

Variavel Variaveis transformadas

original DAP H G FF
Diametro 0,98261 -0,07623 -0,05299 0,16081
Altura 0,78454 0,61640 0,06098 -0,02896
Area transversal 0,90576 -0,28646 0,30759 -0,05403
Fator de forma -0,93850 0,15899 0,29236 0,09202

Ao se analisar os valores caracteristicos obtidos na matriz comum tem-se que:

Valor caracteristico 1: 3,2822 82,05%
Valor caracteristico 2: 0,4931 12,33%
Valor caracteristico 3: 0,1866 4,66%
Valor caracteristico 4: 0,0381 0,95%
Total 4,0000 100%

Calculando-se as percentagens cumulativas foi possivel eliminar o ultimo
componente, que representa somente 0,95%. Eliminando o ultimo componente se tem
ainda 99,04% da variacdo comum explicada. Importante observar que no procedimento
de andlise fatorial de componentes principais, o ultimo componente representava 8,17%,
mas com o procedimento da andlise de imagem este Gltimo componente representa
somente 0,95%. Isto prova que trabalhando-se com andlise de imagem se consegue
eliminar as variagdes Uunicas ou singulares.

Ap0s eliminar o ultimo componente, deve-se entdo proceder a rotagdo varimax
para recalcular as percentagens do trago para cada fator vetor. O que retorna da rotacdo
varimax ¢ a matriz A = T Q. Importante ressaltar que a matriz que foi usada na rotagdo
varimax foi a matriz transforma¢do sem o ultimo componente. As Tabelas 5.7 ¢ 5.8
ilustram estas duas matrizes.

Tabela 5.7: Matriz de transformac¢do (matriz modal) sem o ltimo componente.

Variavel CP1 CP2 CP3

Diametro 0,54237 -0,10856 -0,12265
Altura 0,43304 0,87780 0,14116
Area transversal 0,49996 -0,40794 0,71203

Fator de forma -0,51802 0,22642 0,67679
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Tabela 5.8: Matriz A =T Q obtida pela andlise de rotacdo varimax, pela matriz da

Tabela 5.7.
Variavel CP1 CP2 CP3
DAP 0,50545 0,11615 0,22810
H 0,02239 0,98853 -0,01699
G 0,02384 -0,02559 0,96028
FF -0,86224 0,09305 0,15982

Comparando as duas matrizes de transformac¢ao dos dois conjuntos, um obtido por
meio da analise de fatores componentes principais e outro pela andlise de imagem,
observa-se que a matriz de transformagdo obtida pela analise de imagem se comporta
melhor. As duas matrizes estdo listadas abaixo, nas Tabelas 5.9 ¢ 5.10

Tabela 5.9: Matriz de transformacdo rotacionada obtida por varimax da andlise de
fatores componentes principais sem o Ultimo componente.

Variavel CP1 CP2 CP3

DAP -0,15418 -0,07139 0,87141
H 0,37772 0,12954 0,48749
G -0,01549 0,98779 -0,00366
FF -0,91286 0,04890 0,05458

Tabela 5.10: Matriz A = T Q obtida pela analise de rotagcdo varimax por meio da analise
de imagem sem o ultimo componente.

Variavel CP1 CP2 CP3

DAP 0,50545 0,11615 0,22810
H 0,02239 0,98853 -0,01699
G 0,02384 -0,02559 0,96028
FF -0,86224 0,09305 0,15982

Na Tabela 5.9, na primeira componente (CP1) principal, a altura representa a
maior variacdo (0,37772), na segunda componente principal ¢ a area transversal média
(0,98779) pois ¢ uma fung¢ao ao quadrado e na terceira componente principal ¢ o diametro
(0,87141).

5.6 EXEMPLO DE ANALISE DE FATORES NO MATLAB

MATRIZ X COM DADOS ORIGINAIS

X =
1.4062 28.5000 1.6648 0.3475
1.1735 32.3336 1.1590 0.3285
1.3444 30.4000 1.6537 0.3598
1.2646 37.6472 1.3128 0.3215
1.2894 34.1056 1.4112 0.3526
0.9857 31.0856 0.7885 0.3319
1.0793 34.6664 0.9682 0.3370
1.3833 46.4000 1.6144 0.3303
1.4999 52.0000 2.1217 0.3387
1.3110 40.0000 1.4922 0.3381
1.3420 40.8424 1.6707 0.3221
1.3690 36.0000 1.5474 0.3374
1.7499 40.0000 1.6000 0.3267
1.5999 33.6000 1.0000 0.3402



1.0833 32.6664 2.4000
1.7272 37.8184 2.2000
1.2000 35.2000 1.0000
1.3939 39.2728 2.2000
1.8333 50.6664 1.2000
1.5166 44.0000 2.0000
1.9523 45.7144 1.4000
1.4333 40.0000 1.0000
1.3333 34.6664 0.6000
1.5909 42.9088 2.2000
1.3541 41.5000 1.6089

ANALISE DE FATORES USANDO MATRIZ VARIANCIA/COVARIANCIA - DADOS

ORIGINAIS

VETOR DE MEDIAS
MEDIA=mean (X)
MEDIA =

1.4087 38.4798 1.5125
VETOR DE DESVIOS PADRAO
DESVIO=sqrt (var (X))
DESVIO =

0.2363 6.1235 0.4847

MATRIZ VARIANCIA/COVARIANCIA

S=cov (X)
S =
0.0558 0.8521 0.0265
0.8521 37.4969 0.8417
0.0265 0.8417 0.2349
-0.0008 -0.0402 -0.0001

VARIANCIA TOTAL

TracoS=trace(S)

TracoS =
37.7878

.3261
.3339
.3224
.3142
.3021
.3195
.3234
.3141
.3337
.3216
.3374

[oNoNoNoNoNoNoNoNoNoNe)

0.3304

0.0127

-0.0008
-0.0402
-0.0001

0.0002

AUTOVALORES E AUTOVETORES DA MATRIZ VARIANCIA E COVARIANCIA

[VETOR, VALOR]=eig (S)
VETOR =
-0.0015 -0.9989 -0.0405
0.0012 0.0218 0.0235
-0.0035 0.0411 -0.9989
1.0000 -0.0014 -0.0036
VALOR =

0.0001 0 0
0 0.0362 0
0 0 0.2162
0 0 0

.0227
.9995
.0226
.0011

O O O O

0
0
0
37.5353

OBTENGAO DOS AUTOVALORES EM ORDEM CRESCENTE
[VALORAC , IND] = sort(diag(VALOR))

VALORAC =
0.0001
0.0362
0.2162

37.5353
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IND =

DS N

OBTENCAO DOS AUTOVALORES ORDENADOS
VALOR = VALORAC (end:-1:1)
VALOR =
37.5353
0.2162
0.0362
0.0001

AUTOVETORES ORDENADOS POR AUTOVALORES
INDICE=IND (end : -1 : 1)
INDICE =

4

3
2
1

VETOR=VETOR (: , INDICE)
VETOR =
0.0227 -0.0405 -0.9989 -0.0015
0.9995 0.0235 0.0218 0.0012
0.0226 -0.9989 0.0411 -0.0035
-0.0011 -0.0036 -0.0014 1.0000

AUTOVALORES ACUMULADOS
ACUM=cumsum (VALOR)
ACUM =

37.5353

37.7515

37.7877

37.7878

VARIANCIA EXPLICADA ACUMULADA PELOS FATORES
EXPLICADA=ACUM/trace (S)
EXPLICADA =

0.9933

0.9990

1.0000

1.0000

CALCULO DOS LOADINGS
A)RAIZ QUADRADA DOS AUTOVALORES
RAIZVALOR=VALOR.”"0.5
RATIZVALOR =
6.1266
0.4650
0.1902
0.0107

B)DESVIO PADRAO DA MATRIZ VARIANCIA/COVARIANCIA
DESVIO=diag(S).”0.5
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DESVIO =
0.2363
6.1235
0.4847
0.0127

C)NUMERO DE VARIAVEIS
n=length (DESVIO)

n:
4

D) CORRELAGCAO DOS FATORES COM AS VARIAVEIS ORIGINAIS - LOADINGS

for i=1 : n
for j=1 :n

LOADINGS (j,1)=VETOR (]J, i) *RAIZVALOR (i) /DESVIO(7J) ;

end

end

LOADINGS

LOADINGS =
0.5895
1.0000
0.2853
-0.5171

.0798
.0018
.9583
.1303

-0.8038
0.0007
0.01e61

-0.0210

-0.0001
0.0000
-0.0001
0.8457
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ESCOLHA DO NUMERO DE FATORES — CRITERIO: AUTOVALORES MAIORES DO QUE

UM

VALORES=VALOR ( VALOR > 1)

VALORES =
37.5353

NUMERO DE FATORES
NF=length (VALORES)

NF =
1

VETORES ASSOCIADOS AOS FATORES SELECIONADOS

VETORES=VETOR ( :

VETORES =
0.0227
0.9995
0.0226

-0.0011

LOADINGS ASSOCIADOS AOS FATORES SELECIONADOS

L = LOADINGS(:

L =
0.5895
1.0000
0.2853
-0.5171

COMUNALIDADES

L2 = L."2
L2 =

.3475
.0000
.0814
.2674

O O~ O

, 1:NF)

1:NF)



COMUNALIDADES=sum (L2 , 2)
COMUNALIDADES =

0.3475

1.0000

0.0814

0.2674

VARIANCIAS ESPECIFICAS
s=diag(8S)
s =
0.0558
37.4969
0.2349
0.0002
VESPECIFICA=s-COMUNALIDADES
VESPECIFICA =
-0.2916
36.4969
0.1535
-0.2672

MATRIZ DE RESIDUOS

MATRIZRESIDUOS=S- (L*L'+diag (VESPECIFICA (:

MATRIZRESIDUOS =
-0.0000 0.2626 -0.141¢6 0.3040
0.2626 0 0.5564 0.4769
-0.141¢6 0.5564 -0.0000 0.1474
0.3040 0.4769 0.1474 0.0000

ESCORES PARA OS FATORES SELECIONADOS

FE = X*L

FE =
29.6242
33.1861
31.4782
38.6009
35.0859
31.7199
35.4045
47.5051
53.3143
41.0236
41.9435
37.0739
41.3190
34.6524
33.8210
39.2915
36.0259
40.5596
51.9331
45.2993
47.0973
40.9677
35.4509
44.3079
42.5827
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ANALISE DE FATORES USANDO MATRIZ DE CORRELACAO - DADOS PADRONIZADOS
Z

TAMANHO DA MATRIZ DE DADOS
TAMANHO=size (X)
TAMANHO =

25 4
LINHA=TAMANHO (1, 1)
LINHA =

25
COLUNA=TAMANHO (1, 2)
COLUNA =

4

VETOR DE MEDIAS
MEDIA=mean (X)
MEDIA =
1.4087 38.4798 1.5125 0.3304

VETOR DE DESVIOS PADRAO
DESVIO = sqgrt (var (X))
DESVIO =
0.2363 6.1235 0.4847 0.0127

MATRIZ DE DADOS PADRONIZADOS

for j=1 :COLUNA

for i= 1:LINHA
Z(i,3)=(X(1,3)-MEDIA(]J))/ DESVIO(J);
end

end

-0.0104 -1.6298 0.3141 1.3456
-0.9950 -1.0037 -0.7294 -0.1520
-0.2719 -1.3195 0.2912 2.3152
-0.6095 -0.1360 -0.4121 -0.7037
-0.5046 -0.7143 -0.2091 1.7476
-1.7897 -1.2075 -1.4938 0.1160
-1.3936 -0.6227 -1.1231 0.5180
-0.1073 1.2934 0.2102 -0.0101

0.3861 2.2079 1.2568 0.6520
-0.4132 0.2483 -0.0420 0.6047
-0.2820 0.3858 0.3263 -0.6564
-0.1678 -0.4050 0.0719 0.5495

1.4440 0.2483 0.1804 -0.2938

0.8093 -0.7969 -1.0575 0.7702
-1.3767 -0.9494 1.8310 -0.3411

1.3479 -0.1080 1.4184 0.2737
-0.8829 -0.5356 -1.0575 -0.6328
-0.0624 0.1295 1.4184 -1.2791

1.7969 1.9902 -0.6448 -2.2329

0.4568 0.9015 1.0057 -0.8614

2.3004 1.1815 -0.2322 -0.5540

0.1043 0.2483 -1.0575 -1.2870
-0.3188 -0.6227 -1.8828 0.2579

0.7712 0.7233 1.4184 -0.6958

0

-0.2308 .4932 0.1988 0.5495



MATRIZ DE CORRELAGCAO DOS DADOS ORIGINAIS

CORRX=corr (X)

CORRX =
1.0000
0.5888
0.2317

-0.2776

0.5888
1.0000
0.2836
-0.5173

0.2317 -0.
0.2836 -0.
1.0000 -0.
-0.0231 1.

AUTOVALORES E AUTOVETORES DA MATRIZ

[VETOR , VALOR ] =eig (CORRX)
VETOR =
0.5475 0.4602 0.6935 0.
0.6257 -0.7765 0.0298 -0.
0.3037 0.1550 -0.4401 0.
-0.4653 -0.40106 0.5649 0.
VALOR =
2.0374 0 0
0 0.3268 0
0 0 0.6501
0 0 0 0.

2776
5173
0231
0000

DE CORRELACAO

0868
0682
8275
5505

OBTENGAO DOS AUTOVALORES EM ORDEM CRESCENTE

[VALORAC |,
VALORAC =
0.3268
0.6501
0.98506
2.0374
IND =

=S w N

IND] = sort(diag (VALOR))

OBTENCAO DOS AUTOVALORES ORDENADOS
VALORN = VALORAC (end:-1:1)

VALORN =
2.0374
0.9856
0.6501
0.3268

AUTOVETORES ORDENADOS POR

INDICE=IND (end : -1
INDICE =

1

4

3

2
VETORN=VETOR (: , INDICE)
VETORN =

0.5475 0.0868

0.6257 -0.0682

0.3037 0.8275

-0.4653 0.5505

AUTOVALORES ACUMULADOS

AVAN=cumsum (VALORN)

0.6935 0.
0.0298 -0.
-0.4461 0.
0.5649 -0.

AUTOVALORES

4602
7765
1550
4016
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AVAN =
2.0374
3.0230
3.6732
4.0000

VARIANCIA EXPLICADA ACUMULADA PELOS FATORES
VEN=AVAN/trace (CORRX)

VEN
.5094
.7558
.9183
.0000

— o oo |

CALCULO DOS LOADINGS

A)RAIZ QUADRADA DOS AUTOVALORES
RAIZVALORN=VALORN."0.5
RAIZVALORN =

1.4274

0.9928

0.8063

0.5717

B) NUMERO DE VARIAVEIS
n=length (RATZVALORN)
n =

4

C) CORRELACAO DOS FATORES COM AS VARIAVEIS ORIGINAIS - LOADINGS

for i=1 : n

for j=1 :n

LOADINGSN (j,1)=VETORN (j, 1) *RAIZVALORN (1) ;

end

end

LOADINGSN

LOADINGSN =
0.7814 0.0862 0.5592 0.2631
0.8932 -0.0677 0.0240 -0.4439
0.4335 0.8215 -0.3597 0.0886

-0.6642 0.5465 0.4555 -0.2296

ESCOLHA DO NUMERO DE FATORES — CRITERIO: NUMERO DE FATORES QUE
EXPLICAM ATE 80% DA VARIANCIA TOTAL
VALORESN=VEN (VEN <0.8)
VALORESN =
0.5094
0.7558

NUMERO DE FATORES
NFN=length (VALORESN)
NFN =

2

VETORES ASSOCIADOS AOS FATORES SELECIONADOS
VETORESN=VETORN (: , 1:NFN)
VETORESN =



.5475 0.0868
. 6257 -0.0682
.3037 0.8275
.4653 0.5505

O O O o

LOADINGS ASSOCIADOS AOS FATORES SELECIONADOS
LN=LOADINGSN(: , 1:NFN)

LN =
0.7814 0.0862
0.8932 -0.0677
0.4335 0.8215
-0.6642 0.5465
COMUNALIDADES
L2N=LN."2
L2N =
0.6106 0.0074
0.7978 0.0046
0.1879 0.6749
0.4411 0.2987
COMUNALIDADESN = sum(L2N,2)
COMUNALIDADESN =
0.6181
0.8024
0.8628
0.7398

VARIANCIAS ESPECIFICAS

r=diag (CORRX)
r:

o e

1

VESPECIFICAN=r-COMUNALIDADESN

VESPECIFICAN =
0.3819
0.1976
0.1372
0.2602

MATRIZ DE RESIDUOS

MATRIZRESIDUOSN=CORRX- (LN*LN'+diag (VESPECIFICAN (:

MATRIZRESIDUOSN =
0 -0.1034
-0.1034 0

-0.1778 -0.0480
0.1943 0.1129

ESCORES PADRONIZADOS
FN=Z*LN

FN =
-2.2213 1.1029
-1.8893 -0.7001
-2.8024 1.5704

-0.3090 -0.7665
-2.2837 0.7882

-0.1778 0.1943
-0.0480 0.1129

0 -0.1842
-0.1842 0

PARA OS FATORES SELECIONADOS

146



-3.2017 -1.2363
-2.4761 -0.7174
1.1692 0.0704
2.3856 1.2727
-0.5210 0.2436
0.7017 -0.1411
-0.8266 0.3724
1.6235 0.0953
-1.0494 -0.3241
-0.9035 1.2634
1.3899 1.4382
-1.2064 -1.2544
1.5313 0.4520
4.3852 -1.7299
2.1702 0.3338
3.1202 -0.3753
0.6996 -1.5799
1.7928 -1.3911
2.3256 0.8024
0.0187 0.4104

GRAFICO DOS ESCORES PADRONIZADOS ENTRE OS FATORES SELECIONADOS

scatter(FN(: , 1),FN(: , 2))
xlabel ("FATOR 1')
ylabel (' FATOR 2"'")
axis([-4 4 -4 4])

0o

FATOR 2

FATOR 1

GRAFICO DOS FATORES SELECIONADOS
scatter (LN(: , 1),LN(: , 2))
xlabel ('FATOR 1'")

ylabel ('FATOR 2')

axis([-1 1 -1 117)
line(x1im, [0, 0]
1line ([0,0],ylim

-
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-1 -08 -06 -04 -02 0 0.2

FATOR 1
ROTAGAO DOS FATORES

% MATRIZ DE LOADINGS
X= [ 0.7814 0.0862
0.8932 -0.0678
0.4335 0.8215
-0.6642 0.5465]

% DIMENSOES DA MATRIZ DE LOADINGS
[NV,NF]=size (X);

% DEFINICAO DA MATRIZ
c=X;
XT=X";

% INICIO DO LOOP ITERATIVO
ITER=0;

$ INICIALIZACAO DA MATRIZ DE ROTACAO (T)
T=eye (NF) ;

$ NUMERO MAXIMO DE ITERACOES
NMI=200;

% INICIO DO PROCESSO ITERATIVO
while ITER<NMI

% LOADINGS ATUAIS ROTACIONADOS
LR=X*T;

0.4

0.6

0.8

148

% POTENCIA CUBICA (MAXIMIZA A VARIANCIA DOS QUADRADOS DOS LOADINGS)

PC=LR."3;
PC=real (PC) ;
c5=LR;

% MATRIZ DIAGONAL F
F=(1/NV) *diag (diag (LR'*LR)) ;
F=real (F);
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$ MATRIZ GR ( GRADIENTE DA ROTACAO )
GR=XT* (PC-LR*F) ;
GR=real (GR) ;

% ATUALIZACAO DA MATRI DE ROTAGAO
T=(inv (sgrtm (GR*GR"))) *GR;
T=real (T);

$ ATUALIZAGAO DO CONTADOR
ITER=ITER+1;

end
T
T =
0.9140 0.4057
-0.4057 0.9140
LR
LR =
0.6792 0.3958
0.8439 0.3004
0.0630 0.9267
-0.8288 0.2301

$ GRAFICO DOS FATORES SELECIONADOS ROTACIONADOS
scatter (LR(:,1),LR(:,2))

xlabel ('FATOR 1'")

ylabel ('FATOR 2')

axis ([-1 1 -1 11)

line(x1lim, [0,01)

1line ([0,0],ylim)

0.8

06|

0.4 o

02

FATOR 2
o

021

-04 71

-06

-08 [

-1 -08 -06 -04 -02 0 0.2 0.4 0.6 0.8 1
FATOR 1



5.7 EXEMPLO DE ANALISE DE IMAGEM NO MATLAB

MATRIZ DE DADOS

X =
1.4062 28.5000 1.6648 0.3475
1.1735 32.3336 1.1590 0.3285
1.3444 30.4000 1.6537 0.3598
1.2646 37.6472 1.3128 0.3215
1.2894 34.1056 1.4112 0.3526
0.9857 31.0856 0.7885 0.3319
1.0793 34.6664 0.9682 0.3370
1.3833 46.4000 1.6144 0.3303
1.4999 52.0000 2.1217 0.3387
1.3110 40.0000 1.4922 0.3381
1.3420 40.8424 1.6707 0.3221
1.3690 36.0000 1.5474 0.3374
1.7499 40.0000 1.6000 0.3267
1.5999 33.6000 1.0000 0.3402
1.0833 32.6664 2.4000 0.3261
1.7272 37.8184 2.2000 0.3339
1.2000 35.2000 1.0000 0.3224
1.3939 39.2728 2.2000 0.3142
1.8333 50.6664 1.2000 0.3021
1.5166 44.0000 2.0000 0.3195
1.9523 45.7144 1.4000 0.3234
1.4333 40.0000 1.0000 0.3141
1.3333 34.6664 0.6000 0.3337
1.5909 42.9088 2.2000 0.3216
1.3541 41.5000 1.6089 0.3374

VETOR DE MEDIAS
MEDIA=mean (X)
MEDIA =
1.4087 38.4798 1.5125 0.3304

VETOR DE DESVIOS PADRAO
DESVIO=sqrt (var (X))
DESVIO =

0.2363 6.1235 0.4847 0.0127

PADRONIZACAO DOS DADOS ORIGNAIS
[LINHA, COLUNA]=size (X)
LINHA =

25
COLUNA =

4

for j=1 :COLUNA
for i= 1:LINHA
Z(i,3)=(X(1i,J)-MEDIA(]J))/ DESVIO(J);
end
end

MATRIZ DE CORRELAGCAO DOS DADOS ORIGINAIS

R=corr (X)
R =
1.0000 0.5888 0.2317 -0.2776
0.5888 1.0000 0.2836 -0.5173
0.2317 0.2836 1.0000 -0.0231
-0.2776 -0.5173 -0.0231 1.0000
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INVERSA DA MATRIZ DE CORRELACAO R
RINV=inv (R)
RINV =
1.5425 -0.8993 -0.1032 -0.0394
-0.8993 2.0429 -0.3526 0.7991
-0.1032 -0.3526 1.1196 -0.1852
-0.0394 0.7991 -0.1852 1.3982

MATRIZ RECIPROCA DA INVERSA RINV
REC=RINV."-1
REC =
0.6483 -1.1120 -9.6890 -25.3610
-1.1120 0.4895 -2.8363 1.2515
-9.6890 -2.8363 0.8932 -5.4003
-25.3610 1.2515 -5.4003 0.7152

DIAGONAL DA RECIPROCA DA INVERSA
D=diag (diag (REC))

D =
0.6483 0 0 0
0 0.4895 0 0
0 0 0.8932 0
0 0 0 0.7152
B=RINV*D
B =

1.0000 -0.4402 -0.0922 -0.0282
-0.5830 1.0000 -0.3149 0.5715
-0.0669 -0.1726 1.0000 -0.1324
-0.0256 0.3911 -0.1654 1.0000

IT=eye (COLUNA)
IT =

O O O
O O O
O - O O
= O O O

MATRIZ MODIFICADA DE PESOS - MATRIZ A

A=TI-B
A =
0 0.4402 0.0922 0.0282
0.5830 0 0.3149 -0.5715
0.0669 0.1726 0 0.1324
0.0256 -0.3911 0.1654 0

MATRIZ COMUM

CC=Z*A
cC =
-0.8948 -0.4767 -0.2916 0.9727
-0.6379 -0.5045 -0.4329 0.4490
-0.6906 -0.9750 -0.0577 0.7850
-0.1248 -0.0642 -0.2154 0.0059
-0.3858 -0.9418 0.0176 0.3663
-0.8010 -1.0911 -0.5260 0.4418
-0.4250 -1.0099 -0.2389 0.1679
0.7679 -0.0070 0.3957 -0.7144
1.3881 0.1318 0.8387 -1.0845



0.1574 -0.
0.2300 0.
-0.2172 -0.
0.1493 0.
-0.5157 -0.
-0.4397 -0.
0.0389 0.
-0.3992 -0.
0.1377 0.
1.0601 1
0.5709 0
0.6591 1
0.0411 0.
-0.4825 -0
0.4988 0
0.3149 -0

4257
1889
2764
7817
1275
1566
7311
3237
7176

.5531
L7116
.1893

3668

.5662
.8564
.2823

.1401 -0.
.0131 -0.
.0521 0.
.1627 -0.
.0490 0.
.4823 0
.1355 0.
.3547 0
.1765 0.
.4230 -1.
.1835 -0.
.4925 -0.
.1251 -0.
.1828 0.
.1838 -0.
.2249 -0.
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1591
1852
2362
0773
3382

.7462

2876

.1412

1121
1721
3691
6411
2790
0976
2038
2621

MATRIZ VARIANCIA-COVARIANCIA DA MATRIZ COMUM

VARCOV_CC =
0.3517 0.
0.3034 0.
0.1719 0.

-0.2959  -0.

3034
5105
1295
2376

O O O O

L1719 -0.
.1295 -0.
.1068 -0.
.1414 0.

2959
2376
1414
2848

MATRIZ DE CORRELAGCAO DA MATRIZ COMUM

R CC =
1.0000 0.
0.7160 1.
0.8869 0.

-0.9350  -0.

AUTOVALORES E AUTOVETORES

VETOR =
0.5424 0.
0.4330 -0.
0.5000 0.
-0.5180 -0.
VALOR =
3.282

OO OoON
(@)

AUTOVALORES ORDENADOS

[VALOR , IND] =
VALOR =

.0381
.1866
.4931
.2822

I wo oo

RN W

7160
0000
5544
6231

1086
8778
4079
2264

0

.4931

0
0

o - O O

.8869 -0.
.5544 -0.
.0000 -0.
.8106 1.
DA MATRIZ
.8240 -0
.1484 0
.2768 0
.4715 0

0

0
.0381

0 0

sort (diag (VALOR) )

9350
6231
8106
0000

DE CORRELAGCAO DA MATRIZ COMUM

L1227
.1412
L7120
.6768
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VALOR

VALOR =
3.2822
0.4931
0.1866
0.0381

VALOR (end:-1:1)

AUTOVETORES ORDENADOR POR AUTOVALORES — MATRIZ MODAL
INDICE=IND (end : -1 : 1)
INDICE =

1

2

4

3
MODAL=VETOR (: , INDICE)
MODAL =

0.5424 0.1086 -

0.4330 -0.8778

0.5000 0.4079

-0.5180 -0.2264

L1227 0.8240
.1412 -0.1484
L7120 -0.2768
.6768 0.4715

AUTOVALORES ACUMULADOS
AVA=cumsum (VALOR)

AVA
.2822
.7753
.9619
.0000

S wWw W Wl

VARIANCIA EXPLICADA ACUMULADA PELOS FATORES
VE=AVA/trace (R)
VE =

0.8206

0.9438

0.9905

1.0000

MATRIZ DE DADOS TRANSFORMADOS
Y = CC * MODAL

Y =
-1.3414 -0.0179 0.4932 -0.1272
-1.0134 0.0953 0.0026 -0.1192
-1.2323 0.5796 0.4373 -0.0383
-0.2063 -0.0464 -0.1431 -0.0309
-0.7981 0.7091 0.1748 -0.0103
-1.3988 0.5561 -0.1313 -0.1442
-0.8742 0.7049 -0.1469 -0.0551
0.9814 0.4127 -0.2969 0.1874
1.7911 0.6226 -0.2884 0.3807
0.0535 0.4839 -0.0873 0.0791
0.2960 -0.1043 -0.1362 0.0778

-0.3859 0.1443 0.1104 -0.0122
0.5409 -0.5861 .1556 -0.0744
-0.5346 -0.0406 .2393 -0.2330
-0.9340 -0.2760 .1935 0.1463
0.2565 -0.6474 .3896 0.0217
-0.6071 0.0641 -0.1538 -0.1162
0.2391 -0.7124 .0346 0.1087



.0662
.9007
.4508
.2631
.6488
.8389
.2968

OO O o onN

.8103
.4042
.6263
.3054
.3479
.5765
.4330

-0.4028
-0.0887

0.0038
-0.2311
-0.0849

0.0527
-0.0957

.0267
.1400
.0720
L1175
.2169
.1370
.1155
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MATRIZ VARIANCIA-COVARIANCIA DA MATRIZ DE DADOS TRANSFORMADOS - Y
VARCOV_Y=cov (Y)

VARCOV_Y =
0.9402
-0.2208
-0.1173
0.0740

MATRIZ DE CORRELACAO DA MATRIZ DE DADOS TRANSFORMADOS - Y
R Y=corr(Y)

R Y =
1.0000
-0.4640
-0.5256
0.5427

.2208
.2408
.0095
.0017

.4640
.0000
.0838
.0253

-0.1173
-0.0095

0.0530
-0.0085

-0.5256
-0.0838

1.0000
-0.2619

RATIZ QUADRADA DOS AUTOVALORES
RAIZVALOR=VALOR."0.5

RATZVALOR
1.8117
0.7022
0.4320
0.1952

CALCULO DOS CARREGAMENTOS — LOADINGS

n=length (RAIZVALOR)

n =
4

for i=1

for j=1 :n

0.
0.
-0.
0.

0740
0017
0085
0198

.5427
.0253
.2619
.0000

LOADINGS (j, 1) =MODAL (j, i) *RAIZVALOR (1) ;

end

end

LOADINGS =
0.9826
0.7845
0.9058
-0.9385

0.
-0.
0.
-0.

0762
6164
2865
1590

using DataFrames, CSV

#Dados originais

X=CSV.read("Z:\\Alexandre\\Julia\\Multivariada\\dendrometria.csv",

DataFrame)

-0.0530
0.0610
0.3076
0.2924

.1608
.0290
.0540
.0920

5.8 EXEMPLO DE ANALISE DE FATORES NO JULIA
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#Matriz X com dados originais
X=[X.d X.h X.g X.f];

#Analise de fatores usando matriz variancia-covariancia - dados originais
using Statistics, LinearAlgebra

#Vetor de médias
Média=mean(X,dims=1)

#Vetor de desvios-padrao
Desvio=std(X,dims=1)

#Matriz variancia-covariancia
S=cov(X)

#Variancia total
TragoS=tr(S)

#tAutovalores e autovetores da matriz variancia-covariancia
AV = eigen(S)

#Autovalores ordenados
Valor = reverse(AV.values, dims=1)

#Autovetores ordenados por autovalores
Vetor = reverse(AV.vectors, dims=2)

#Autovalores acumulados
AVA = cumsum(Valor)

#Variancia explicada acumulada pelos fatores
VE = AVA ./ AVA[end]

#Calculo dos loadings
#a)Raiz quadrada dos autovalores
RaizValor=Valor.”0.5

#b)Desvio padrdo da matriz variancia-covariancia
Desvio=diag(S).”0.5

#c)Numero de variaveis
n=length(Desvio)

#d)Correlag¢ao dos fatores com as varidveis originais - loadings
Loadings = [Vetor[c,1]*RaizValor[l]/Desvio[c] for 1 in 1:n, c¢ in 1:n]'

#Escolha do numero de fatores - critério -> autovalores maiores do que um
Valores=filter(x -> x > 1, Valor)
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#Numero de fatores
NF=length(Valores)

#fVetores associados aos fatores selecionados
Vetores=Vetor[:,1:NF]

#Loadings associados aos fatores selecionados
L=Loadings[:,1:NF]

#Comunalidades
L2=L."2
Comunalidades= sum(L2, dims=2)

#Variancias especificas
s=diag(S)
VEspecifica=s-Comunalidades

#Matriz de residuos
MatrizResiduos=S-(L*L'+diagm(VEspecifical[:]))

#Escores para os fatores selecionados
FE=X*L

#Analise de fatores usando a matriz de correla¢ao - dados padronizados Z

#Matriz de dados padronizados
Z = (X .- mean(X, dims=1)) ./ std(X, dims=1)

#Matriz de correla¢do dos dados originais
CORRX=cor(X)

#tAutovalores e autovetores da matriz de correlacdo
AVN = eigen(CORRX)

#Autovalores ordenados
ValorN = reverse(AVN.values, dims=1)

#Autovetores ordenados por autovalores
VetorN = reverse(AVN.vectors, dims=2)

#Autovalores acumulados
AVAN = cumsum(ValorN)

#Variancia explicada acumulada pelos fatores
VEN = AVAN ./ tr(CORRX)

#Calculo dos loadings
#a)Raiz quadrada dos autovalores
RaizValorN=ValorN.”0.5



157

#b)Numero de variaveis
n=length(RaizValorN)

#c)Correlacao dos fatores com as varidveis originais - loadings
LoadingsN = [VetorN[c,l]*RaizValorN[1l] for 1 in 1:n, c in 1:n]"’

#Escolha do numero de fatores - critério -> nimero de fatores que
explicam até 80% da variancia total
ValoresN=filter(x -> x < 0.8, VEN)

#Numero de fatores
NFN=1length(ValoresN)

#fVetores associados aos fatores selecionados
VetoresN=VetorN[:,1:NFN]

#Loadings associados aos fatores selecionados
LN=LoadingsN[:,1:NFN]

#Comunalidades
L2N=LN."2
ComunalidadesN= sum(L2N, dims=2)

#Variancias especificas
r=diag(CORRX)
VEspecificaN=r-ComunalidadesN

#Matriz de residuos
MatrizResiduosN=CORRX- (LN*LN'+diagm(VEspecificaN[:]))

#Escores padronizados para os fatores selecionados
FN = Z * LN

#Grafico dos escores padronizados entre os fatores selecionados
using StatsPlots

scatter(FN[:,1], FN[:,2], legend = false)

ylims!((-4,4))

xlims!((-4,4))

xlabel! ("Fator 1")

ylabel! ("Fator 2")

#Grafico dos fatores selecionados

scatter(LN[:,1], LN[:,2], framestyle =:zerolines,legend = false)
ylims!((-1,1))

xlims!((-1,1))

xlabel! ("Fator 1")

ylabel! ("Fator 2")
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#fRotacao dos fatores
#ROTACAO VARIMAX

using LinearAlgebra
X=[0.7814 0.0862
0.8932 -0.06777
0.4335 0.8215
-0.6642 0.5465]

#Passo 1 — Matriz de loadings
X  # matriz de loadings nao rotacionados

#Passo 2 — Dimensées da matriz de loadings
NV, NF = size(X)

#Passo 3 — Matriz transposta de loadings
XT = transpose(X)

#Passo 4 — Inicializacdo da matriz de rotacao (T)
T = Matrix{Float64}(I, NF, NF)

#Passo 5 — Definicdo do numero de iteracoes
#Numero maximo de iteracdes

NMI = 200

ITER = 0

#Passo 6 — Inicio do processo iterativo
while ITER < NMI

#Passo 7
LR =X%T

Loadings atuais rotacionados

#Passo 8 Poténcia cubica (maximiza a varidncia dos quadrados dos loadings)
PC=LR . 3

#Passo 9 — Matriz diagonal F
F = (1 / NV) % Diagonal(diag(transpose(LR) * LR))

#Passo 10 — Matriz GR (gradiente da rotacao)
#Direcdo de ajuste da matriz de rotacdo para maximizar o critério Varimax.
GR = XT % (PC - LR * F)

#Passo 11 — Atualizacdo da matriz de rotacao
T = inv(sqrt(GR * transpose(GR))) * GR

#Passo 12 — Atualizacdo do contador
ITER += 1
end

#Passo 13 — Loadings finais rotacionados
LR =Xx*xT
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#Grafico para representar os fatores e os fatores rotacionados
scatter(LN[:,1], LN[:,2], framestyle =:zerolines, label = "L")
scatter!(LR[:,1], LR[:,2], framestyle =:zerolines, label = "L*")
ylims!((-1,1))

xlims!((-1,1))

xlabel! ("Fator 1")

ylabel! ("Fator 2")

5.9 EXEMPLO DE ANALISE DE IMAGEM NO JULIA
#Analise de imagem
using Statistics, LinearAlgebra

#Padronizacdo dos dados originais
Z = (X .- mean(X, dims=1)) ./ std(X, dims=1)

#Matriz de correlacdo dos dados originais
R=cor(X)

#Inversa da matriz de correlacao R
RINV=inv(R)

#Matriz reciproca da inversa RINV
REC=RINV."-1

#Diagonal da reciproca da inversa
D=diag(REC)
D=diagm(D)

B=RINV*D

#Matriz identidade
II=Matrix(I, 4, 4)

#Matriz modificada de pesos — matriz A
A=II-B

#Matriz comum

CC=Z*A

#Matriz varidncia-covaridncia da matriz comum
VARCOV_CC=cov(CC)

#Matriz correlacao da matriz comum
R_CC=cor(CC)

#Autovalores e autovetores da matriz de correlacao da matriz comum
ValVet=eigen(R_CC)

#Autovalores ordenados
Valor = reverse(ValVet.values, dims=1)
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#Autovetores ordenados por autovalores — matriz modal
Modal = reverse(ValVet.vectors, dims=2)

#Autovalores acumulados
AVA = cumsum(Valor)

#Varidncia explicada acumulada pelos fatores
VE = AVA ./ AVA[end]

#Matriz de dados transformados
Y = CC % Modal

#Matriz varidncia-covaridncia da matriz de dados transformados — Y
VarCov_Y=cov(Y)

#Matrix de correlacdo da matriz de dados transformados - Y
R_Y=cor(Y)

#Raiz quadrada dos autovalores
Raiz_Valor=Valor.”0.5

#Caluclo dos carregamentos — loadings
n=length(R[:,1])
L = [Modallc,l]*Raiz_Valor[1l] for 1 in 1:n, c in 1:n]'
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6 ANALISE DE VARIANCIA MULTIVARIADA - MANOVA
6.1 INTRODUCAO

Na andlise de variancia univariada que analisa uma unica variavel resposta, a soma
dos quadrados total ¢ dividida em fatores de variagdo dentro e entre grupos, com o intuito
de se testar a hipotese de ndo haver diferencas entre as médias dos grupos, normalmente
referenciados como tratamentos, sendo a hipotese testada pelo teste F de Fisher. As
variancias dentro dos grupos sdo assumidas serem homogéneas.

A extensdo multivariada deste procedimento ocorre quando existem varias
variaveis resposta. A hipotese da homogeneidade de varidncias também deve ser
considerada, mas neste caso utiliza as matrizes de variancia-covariancia dentro dos
grupos, que devem ser homogéneas.

O teste multivariado da hipotese da nulidade, agora entre os vetores de médias dos
grupos, considera todas as varidveis simultaneamente, comparando-se os vetores de
médias dos g grupos.

HO: El = EZ T — Eg'
H;: pelo menos um dos vetores de médias y; (i =1, 2, ..., g) €
diferente.

6.2 OBTENCAO DA MANOVA POR MEIO DO CALCULO DOS DESVIOS

A execucdo de uma andlise de variancia multivariada pode ser feita de varias
formas. Dentre elas, aquela em que a solugdo ¢ feita pelo calculo das somas de quadrado
total, entre grupos e residuos, calculando-se os desvios de forma semelhante aos métodos
univariados. A outra forma de abordagem para solu¢cdo de uma MANOVA ¢ por meio do
ajuste de modelos de regressao lineares multiplos.

O objetivo ¢ investigar se as populacdes tém o mesmo vetor médio e se ndo tem,
e identificar quais varidveis diferem significativamente. Esse procedimento pressupde
que as amostras aleatorias (grupos) sao independentes e que todas as populagdes tém a
mesma matriz de varidncia-covariancia ), e sdo normalmente distribuidas.
Esquematicamente tem-se:

Amostra 1 Amostra 2 Amostra g
Tamanho n, Tamanho n, Tamanho n,
Média X Média X, Média Xg
Var/Cov: S; Var/Cov: S, Var/Cov: S,
X1~Np (ﬁ1»21) X 2~N, (EZJZZ) Xg~Np (Eg'Zg)

As hipoteses testadas sao:
Ho: py = pp = - = g,
H,: pelo menos uma das médias y; (i =1, 2, ..., g) é diferente.
No método, que ¢ a extensdo dos procedimentos univariados, as somas de
quadrados e produtos cruzados total, dentro e entre os grupos sdo calculadas da seguinte
maneira:
A matriz de soma de quadrados e produtos cruzados total (em alguns livros
denominada de S) ¢ a matriz de ordem p (nimero de variaveis resposta) obtida ignorando-
se os grupos. Essa matriz equivale a soma de quadrados total do caso univariado.
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A matriz de soma de quadrados e produtos cruzados corrigida dentro dos grupos
(W) € calculada a partir dos desvios dos valores de cada grupo em relacdo ao vetor de
médias. Esta matriz equivale a soma dos quadrados dos residuos do caso univariado. A
matriz entre grupos (B) pode ser calculada por subtracdo e equivale a soma de quadrados
entre grupos (tratamentos) quando se trata de analise variancia univariada. Essa matriz
também pode ser calculada por meio dos desvios do vetor médias de cada tratamento em
relag@o ao vetor de médias geral, corrigindo-se para o tamanho das amostras.

A avaliagdo da hipotese da nulidade pode ser efetuada pelo critério de Wilks, A* =
wl
S|
A" varia no intervalo 0 < A* < 1, em que vetores de médias iguais retornam um valor da
matriz B, que tende a zero e A*= 1, aceitando a hipdtese da nulidade. A existéncia de
vetores de médias diferentes resulta em uma matriz B grande e, consequentemente, um
valor que tende a A*= 0, rejeitando a hipdtese da nulidade, ou seja, indicando diferencas
entre pelo menos um vetor de médias em relacdo aos demais.

A MANOVA para um delineamento inteiramente casualizado, em que p varidveis
sdo analisadas simultaneamente, indica se existem ou ndo diferengas nos grupos
(tratamentos). Se existirem diferencas entre grupos, o proximo passo ¢ analisar a natureza
das diferengas entre grupos. A andlise discriminante multivariada propicia uma maneira
de executar essa analise. A andlise de variancia multivariada, que considera a matriz de
variancia-covariancia entre e dentro dos grupos pode ser conduzida de maneira similar ao
caso univariado. A soma de quadrados e produtos cruzados, Y, (x; — fi)(xj — fj) pode

ser dividida em componentes dentro e entre grupos, permitindo a analise sumarizada na
Tabela 6.1.

, que substitui o teste F de Fischer do caso univariado (Marriott, 1974). A estatistica

Tabela 6.1: Resumo da analise de variancia multivariada pelo método de calculo das
somas de quadrados de modo andlogo ao caso univariado.
Fonte de Graus de

Variacio Liberdade Somas de quadrados Wilks a
\ W]
Tratamentos g—1 B = . n; ()_(i — K) ()_(_ _K) AF = W
=1
g g n
Residuo Z n—g W = (x;-%,)(x;-%,)
i=1 i=1 j=1
g

Total

=
I
[EnN
95)
Il
vy
+
S

i=1

Adaptado de Marriott (1974).

Em que: a matriz S ¢ expressa como a soma das matrizes B ¢ W da soma de quadrados
entre e dentro dos grupos, respectivamente. Isto ¢ conhecido como andlise de variancia
multivariada ou também como andlise de dispersdo. Isto ¢ exatamente a mesma forma de
uma analise de varidncia e covaridncia comum, mas o proposito ¢ diferente. Aqui o
objetivo ndo ¢ efetuar uma andlise de variancia em uma Uunica variavel com o efeito
eliminado das outras, mas sim pela anélise simultinea de todas as variaveis x's. X;;= j-

ésima observagio do i-ésimo tratamento; X = média da iésimo tratamento; X = média
global (todas amostras).
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6.3 OBTENCAO DA MANOVA POR MEIO DE MODELOS DE REGRESSAO
LINEARES MULTIPLOS

Como observado previamente, a medi¢do de varias varidveis resposta em
situacdes experimentais ¢ bem frequente. O procedimento comum em se efetuar uma
andlise de variancia separada de cada variavel resposta ignora a presenca de correlagdes
entre elas. A natureza multivariada de tais dados ndo pode ser ignorada.

A simples analogia multivariada da andlise de varidncia univariada trata somente
da detec¢do de diferengas entre categorias experimentais. Se for de interesse explorar a
natureza de tais diferengas, entdo, os métodos da analise de discriminantes sao
apropriados. Para detectar diferengas entre respostas multivariadas, o vetor de respostas
¢ substituido no modelo de ANOVA pela matriz de respostas. Entdo, procede-se
ajustando os modelos maximo e reduzidos.

Um procedimento similar para obtencao dos resultados da MANOVA utiliza as
covaridveis, nas quais os grupos de matrizes total e dentro sdo calculadas por ajustamento
de fungdes para as covariaveis (sobre os residuos). Se existem p variaveis respostas e q
covariaveis, com V representando a soma de quadrados e produtos cruzados corrigidos,
entao,

Voo = Vop = VorqVirq Voo
Em que: V* ¢ a matriz da Soma de Quadrados e Produtos Cruzados (SQPC) ajustada.

Os graus de liberdade para os testes também precisam ser modificados como
descrito por Marriott (1974). A situacdo ¢ paralela como para regressao, com o termo na
direita (termo subtrativo) sendo analogo a Soma de Quadrados de Regressao (SQR).

A classificacao obtida pela MANOVA indica, para um delineamento inteiramente
casualizado, se existem ou ndo diferengas entre grupos. Se as diferengas entre grupos sao
evidentes, o proximo passo ¢ determinar a natureza das diferengas dos grupos. A andlise
discriminante multivariada propicia uma maneira de resolver isto (ver capitulo VII).

A relacdo entre o uso de matrizes usando-se a SQPC corrigida (Soma de
Quadrados e Produtos Cruzados corrigida) e de matriz de covaridncia, quando se
multiplica uma matriz por uma constante, multiplica-se também os valores caracteristicos
(eignvalues) pelo mesmo valor, mas isso ndo afeta os vetores caracteristicos (eignvectors)

normalizados.
(1),(2)
(n—q)
[W~1B] l—
(-1

ool @
(n-l (@-1
(1) escalar multiplicador
(2) as raizes da matriz de SQPC (Soma de Quadrados e Produtos Cruzados corrigida) sdo
maiores devido a esta multiplicacao.

A analise de variancia multivariada entre e dentro dos grupos pode ser conduzida
na maneira usual para o conjunto de variaveis analisadas. O resumo da MANOVA esta
apresentado na Tabela 6.2.

Tabela 6.2: Resumo da analise de variancia multivariada.
Matriz da Soma de  Matriz de dispersdo

Fonte de variagao GL Produtos (S.P.) estimada
Entre grupos q-—1 B
w
— V==——--—
Dentro dos grupos n—q+1 w n—g+1
Total n S

Adaptado de Marriott (1974). Em que: a matriz S é expressa como a adi¢cdo das matrizes
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B e W da soma de quadrados entre e dentro dos grupos, respectivamente. Isto ¢ conhecido
como andlise de varidncia multivariada ou também como andlise de dispersdo.

Outro aspecto, refere-se em ajustar os modelos maximo e reduzido. O modelo
linear multivariado toma a seguinte forma:
?(k-t) — B(km)x(mt) + E(k-t)
Em que: ¥ ¢ a matriz das respostas estimada, sendo que cada coluna corresponde a um
vetor observado; X ¢ a matriz de varidveis categoricas e das covaridveis que representam
os grupos (tratamentos); B ¢ a matriz de coeficientes estimada; e E ¢ a matriz de erros.
Para encontrar a matriz resposta estimada, utiliza-se analogamente as equagdes
normais multivariadas. Com isto obtém-se:
X'X)B' = XY’
Para estimar a matriz B, a solu¢do exigida ¢é:
X)) 1X'X)B' = (XX')"Y(xY")
IB = (XX")"Y(XY")
B' = (XX")"1(XY")
B=(YX")(Xxx")1
Apos ajustar os modelos maximo e reduzido apropriados, o proéximo passo ¢
comparar as suas adequabilidades. Na ANOVA univariada, o teste F seria o critério
adequado e unico. Na andlise de variancia multivariada (MANOVA), contudo, existem
varios critérios possiveis. Um dos testes que ¢ semelhante ao teste univariado F ¢ a
estatistica Qui-quadrado baseada no determinante da matriz resultante da diferenca entre
os modelos maximo e reduzido, conforme segue:
|YY' — BXX'B|
Uma alternativa de ajuste do modelo B = (X'X)~1(X'Y), visando a obtencdo da
matriz inversa de X'X € por meio do método de Moore Penrose. Assim, para o calculo da
MANOVA os seguintes passos sao necessarios:
S=X'X
B=XX)IX'Y)
Em que: S ¢ a soma de quadrados e produtos nio corrigidos; B ¢ a solu¢do de quadrados
de produtos minimos; (X'X)9 ¢ a inversa generalizada obtida pelo método de Moore
Penrose. Destaca-se que existem alternativas para obteng@o da inversa de X'X, sendo
uma delas apresentada nos exemplos.
A partir disso, procede-se o célculo das demais somas de quadrados. A soma dos
quadrados dos residuos corrigida (SQg,) ¢ obtida por:
SQres =Y'Y = B'X'Y
As matrizes de somas de quadrados dos tratamentos e total, ndo corrigidas, sdo
dadas por:
SQTrat =B'X'Y
S QTotal =YY
As somas de quadrados total e dos tratamentos corrigidas sdo:
SQTotalCor =a'a
SQrratcor = SQrotaicor — SCQres

1 , . : , .
Emque:a=Y —[1,1]Y (;); a é uma matriz de desvios; [1,1] é uma matriz de uns de
tamanho m - m; m é o nimero de observagoes.

Finalmente, ap0s estes ajustes pode-se calcular as estatisticas para a avaliagdo da
hipotese de nulidade da MANOVA.
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6.4 CRITERIOS DE AVALIACAO DA MANOVA - TESTE ESTATISTICO DE
WILKS

Wilks lambda compara a matriz de soma de quadrados e produtos dentro dos
grupos com a matriz de soma de quadrados e produtos total. Isto ¢ similar a estatistica F
no caso univariado que compara as somas de quadrados entre e dentro. O uso de
determinantes faz com que a estatistica seja reduzida a um escalar. A informagao
multivariada contida nas matrizes dentro e entre grupos, quando da separagdo dos vetores
de médias, ¢ canalizada em uma simples escala, na qual se pode determinar se a separagao
dos vetores de médias ¢ significante. Este ¢ um teste multivariado tipico realizado na area
florestal.

A estatistica lambda de Wilks ¢ dada por:

___w
|B + W|

O valor de Wilks lambda estd dentro do intervalo entre 0 < a < 1. O teste
baseado no Wilks lambda ¢ um teste inverso, uma vez que se rejeita H, para valores
pequenos de lambda. Se vetores de médias sdo iguais, deve-se ter a variancia com baixo
valor e o valor de lambda proximo a um. Por outro lado, se os vetores de médias se tornam
mais dispersos, a variadncia entre torna-se maior que a variancia dentro e o valor de lambda
se aproxima de zero.

A transformacdo do valor de Wilks lambda para o valor de F ¢ dada por meio das
equacdes apresentadas na Tabela 6.3.

Tabela 6.3: Transformacdo do valor de Wilks lambda para o valor de F.

p g Distribui¢des amostrais

p=1 g>2 Ton—g\/l—a

g _ 1 A ~Fg—1,n—g
p=2 g=2 Tm—g—1\(1—-+Va*

7—1 7 ) Femnam-g-n
p>1 g=2 Jon—p—1\/1-4a"
p ( A* )~Fp_1’"_p_1

p=1 g=3 g n—p—2\[1-+a"

- T ~Fap2m-p-2)

Em que: p é o nimero de varidveis; g € o numero de grupos; n ¢ dado por
n(i=12,..,9),emquen =Y/  n;, sendo F o valor tabelado de F.

Quando se deseja transformar o valor de Wilks lambda para a distribuicao de Qui-
quadrado (para amostras em que n ¢ grande), utiliza-se a equacao:

—<n—1—T)lTlA =—<n—1— 5 )ln<|B+W|)~XP(g—1)

As matrizes W e B sdo as definidas anteriormente.

Além do teste descrito, existem os testes estatisticos Maior Raiz de Roy, Pillai e
Lawley-Hotelling. Os quatros testes sdo comparados em termos dos autovalores 4; >
Ay >+ > A, da matriz W™1B, em que s ¢ o valor minimo entre graus de liberdade de
tratamento e o nimero de variaveis. Os testes sdo calculados pelas seguintes equagdes:

. A
Pillai; VS = Y5_. —
=1 1+li

Lawley-Hotelling: US = Y}7_; A;
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A
1+A1

Lambda de Wilks: o = [[5_, —

=1 1+

Maior raiz de Roy: 8 =

6.5 Exemplo de MANOVA com variaveis energéticas

A seguir estd apresentado um exemplo de MANOVA, na qual se comparou quatro
idades de acécia-negra (grupos/tratamentos), cada idade com cinco varidveis energéticas
usualmente utilizadas em analises de qualidade da biomassa para energia. O experimento
foi conduzido na regido de Piratini (RS), sendo os dados apresentados na Tabela 6.4.

Tabela 6.4: Resultados obtidos para quatro idades (anos) e cinco variaveis energéticas,
com 4 repetigdes cada.

IDADE REP Yl Y2 Y3 Y4 Y5
1 1 0,50 69,33 27,43 3,24 5113,53
1 2 0,53 69,01 27,81 3,18 5115,39
1 3 0,51 68,94 27,88 3,19 5043,65
1 4 0,50 69,07 27,61 3,32 5081,57
3 1 0,51 75,24 22,58 2,18 4708,60
3 2 0,51 73,24 24,28 2,49 4553,28
3 3 0,51 73,89 23,89 2,21 4479,64
3 4 0,48 73,93 23,75 2,33 4664,67
5 1 0,52 73,44 23,91 2,65 4754,10
5 2 0,54 72,15 24,97 2,88 4909,00
5 3 0,50 73,81 23,48 2,71 4704,58
5 4 0,49 73,80 23,71 2,49 4690,54
10 1 0,55 74,63 23,50 1,88 4620,83
10 2 0,61 73,63 24,13 2,24 4647,88
10 3 0,60 72,24 25,23 2,53 4657,54
10 4 0,59 72,69 24,87 2,45 4693,50

Em que: Y1 = densidade basica (kg/m?®); Y2 = teor de materiais volateis (%); Y3 = teor
de carbono fixo (%); Y4 = teor de cinzas (%); Y5 = poder calorifico superior (kcal/g).

Uma analise de varidncia multivariada (MANOVA) foi efetuada com o objetivo
de avaliar a existéncia de diferencas estatisticamente significantes entre os quatro
tratamentos (idades), considerando simultaneamente cinco variaveis resposta, com quatro
repetigdes por tratamento. A MANOVA testou a hipdtese de igualdade dos vetores de
médias multivariadas entre os tratamentos, isto €, assume-se inicialmente que os
tratamentos ndo diferem quando as variaveis sdo analisadas em conjunto.

A avaliacdo multivariada foi conduzida por meio das estatisticas classicas de
Wilks, Pillai, Hotelling-Lawley e Roy. Na area florestal comumente ¢ utilizado a
estatistica de Lambda de Wilks, a qual quantifica a propor¢ao da variabilidade total nao
explicada pelos tratamentos, sendo que valores proximos de zero indicam maior diferenca
entre os grupos. No presente caso, o valor de Lambda de Wilks foi de 0,00149, o qual foi
comparado com o valor de tabela de Qui-quadrado, ao nivel de 1% de significancia. O
valor de Lambda de Wilks corrigido foi de 68,34 e o valor de tabela de Qui-quadrado foi
de 30,58. Quando o valor calculado supera o valor critico, rejeita-se a hipdtese nula,
indicando que os tratamentos apresentam diferengas multivariadas significantes,
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considerando o conjunto das cinco varidveis avaliadas. As estatisticas obtidas também
podem ser comparadas utilizando a distribuicdo de F de Fischer. Para tal ¢ necessario
converter os valores das estatisticas para os valores de F.

Diante da significincia multivariada observada, recomenda-se a realiza¢dao de
andlises complementares, como a andlise de discriminante, com o objetivo de identificar
quais variaveis e quais tratamentos sao responsaveis pelas diferencas observadas entre os
grupos.

6.6 Exemplo de MANOVA com variaveis de producio e de tecnologia da madeira
Em um experimento com acéacia-negra foram testados trés tipos de adubag@o, com
quatro repeticdes cada, em delineamento de simples classificacdo. Foram medidas as
varidveis biomassa do fuste (BF, em t.ha'!), biomassa da copa (BC, em t/ha), volume (V,
em m’ha!), massa especifica da copa (MEC, em g.cm™) e massa especifica do fuste
(MEF, em g.cm™) e os dados estio apresentados na Tabela 6.5. Deseja-se saber se existem
diferengas entre os tipos de adubacgdo para todas as variaveis avaliadas simultaneamente.

Tabela 6.5: Valores das varidveis mensuradas em um experimento com trés tipos de

adubagao.

Tratamento Rep BF BC \ MEC MEF
1 1 43,48 8,42 73,70 0,56 0,49
1 2 67,96 12,79 121,04 0,56 0,50
1 3 65,19 11,61 114,27 0,54 0,47
1 4 70,50 14,36 119,43 0,59 0,50
1 5 47,40 8,53 78,21 0,59 0,51
1 6 52,90 10,58 95,22 0,57 0,49
1 7 61,30 12,87 109,73 0,53 0,46
1 8 59,70 11,04 98,51 0,57 0,48
2 1 72,10 17,46 143,16 0,52 0,53
2 2 70,87 20,93 138,80 0,51 0,50
2 3 85,31 22,18 197,15 0,51 0,50
2 4 66,04 20,70 124,67 0,52 0,54
2 5 74,06 17,77 216,39 0,51 0,51
2 6 89,53 18,80 222,53 0,54 0,54
2 7 69,15 18,58 119,72 0,58 0,55
2 8 87,99 21,13 146,65 0,58 0,56
3 1 110,08 19,43 178,07 0,58 0,58
3 2 159,37 33,56 278,88 0,58 0,57
3 3 127,09 17,30 222,87 0,60 0,56
3 4 111,52 14,38 201,16 0,58 0,54
3 5 143,13 24,24 257,03 0,56 0,56
3 6 137,43 27,21 236,47 0,58 0,58
3 7 115,42 20,30 190,76 0,58 0,57
3 8 152,91 24,84 246,90 0,58 0,53
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As hipoteses testadas sao:

( U] [H21] [Ms1]

Hy: #:12 _ #?2 _ “:32
) p] zp] |y, {H(,: Wy =y = i3
U111 [H21] [H31] H1?E1 * U # U3

H,: .“:12 ~ #:22 - :“:32

N 17271 I V72 I

A andlise de variancia multivariada revelou existirem diferencas significantes
entre os tipos de adubacdo, ao nivel de 5% de significncia. A analise de discriminantes
pode ser efetuada visando identificar a separacdo dos tratamentos testados, bem como a
variavel mais importante.

6.7 SOLUCAO DO EXEMPLO 6.5 DE ANALISE DE VARIANCIA
MULTIVARIADA (MANOVA) NO MATLAB

METODO 1: OBTENCAO DA MANOVA POR MEIO DO CALCULO DOS

DESVIOS

$ MATRIZ DAS VARIAVEIS RESPOSTAS

X =
0.5 69.33 27.43 3.24 5113.5
0.53 69.01 27.81 3.18 5115.4
0.51 68.94 27.88 3.19 5043.6
0.5 69.07 27.61 3.32 5081.6
0.51 75.24 22.58 2.18 4708.6
0.51 73.24 24.28 2.49 4553.3
0.51 73.89 23.89 2.21 4479.6
0.48 73.93 23.75 2.33 4664.7
0.52 73.44 23.91 2.65 4754.1
0.54 72.15 24.97 2.88 4909
0.5 73.81 23.48 2.71 4704.6
0.49 73.8 23.71 2.49 4690.5
0.55 74.63 23.5 1.88 4620.8
0.61 73.63 24.13 2.24 4647.9
0.6 72 .24 25.23 2.53 4657.5
0.59 72.69 24.87 2.45 4693.5

$ MATRIZ DE DADOS PARA O GRUPO 1 (TRATAMENTO 1)

X1=X(1:4,:)

X1l =
0.5 69.33 27.43 3.24 5113.5
0.53 69.01 27.81 3.18 5115.4
0.51 68.94 27.88 3.19 5043.6
0.5 69.07 27.61 3.32 5081.6

$ MATRIZ DE DADOS PARA O GRUPO 2 (TRATAMENTO 2)

X2=X(5:8, )

X2 =
0.51 75.24 22.58 2.18 4708.6
0.51 73.24 24.28 2.49 4553.3
0.51 73.89 23.89 2.21 4479.6
0.48 73.93 23.75 2.33 4664.7
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% MATRIZ DE DADOS PARA O GRUPO 3 (TRATAMENTO 3)

X3=X(9:12,:)

X3 =
0.52 73.44 23.91 2.65 4754.1
0.54 72.15 24.97 2.88 4909
0.5 73.81 23.48 2.71 4704.6
0.49 73.8 23.71 2.49 4690.5

$ MATRIZ DE DADOS PARA O GRUPO 4 (TRATAMENTO 4)

X4=X(13:16,:)

X4 =
0.55 74.63 23.5 1.88 4620.8
0.61 73.63 24.13 2.24 4647.9
0.6 72 .24 25.23 2.53 4657.5
0.59 72.69 24.87 2.45 4693.5

$ TAMANHO DA AMOSTRA DO GRUPO 1 (nl)E NUMERO DE VARIAVEIS (p)
[nl,pl=size (X1)
nl =
4
p =
5

$ TAMANHO DA AMOSTRA DO GRUPO 2 (n2)E NUMERO DE VARIAVEIS (p)
[n2,pl=size (X2)
n2 =
4
p =
5

$ TAMANHO DA AMOSTRA DO GRUPO 3 (n3)E NUMERO DE VARIAVEIS (p)
[n3,pl=size (X3)
n3 =
4
p =
5

$ TAMANHO DA AMOSTRA DO GRUPO 4 (n4)E NUMERO DE VARIAVEIS (p)
[nd,pl=size (X4)
nd =
4
p =
5

$ TAMANHO TOTAL DAS AMOTRAS
n=nl+n2+n3
n =

12

$ VETOR DO TAMANHO DAS AMOSTRAS DOS GRUPOS
ng=[nl;n2;n3]
ng =

4
4
4
nl

ng=[nl;n2;n3;n4]



ng

DO B D

$ TAMANHO TOTAL DAS AMOTRAS
n=nl+n2+n3+n4
n:

16

% VETOR DO TAMANHO DAS AMOSTRAS DOS GRUPOS

ng=[nl;n2;n3;n4]
ng =

I N A Y

$ NUMERO DE GRUPOS
g=size(ng, 1)
g:

4

$ VETOR DE MEDIAS PARA O GRUPO 1
MEDIAX1=mean (X1)
MEDIAX]1 =

0.51 69.088 27.

$ VETOR DE MEDIAS PARA O GRUPO 2
MEDIAX2=mean (X2)
MEDIAX2 =

0.5025 74.075 23.

% VETOR DE MEDIAS PARA O GRUPO 3
MEDIAX3=mean (X3)
MEDIAX3 =

0.5125 73.3 24.

$ VETOR DE MEDIAS PARA O GRUPO 4
MEDIAX4=mean (X4)
MEDIAX4 =

0.5875 73.297 24.

% VETOR DE MEDIAS DOS GRUPOS

MEDIAS=[MEDIAX1;MEDIAX2;MEDIAX3;MEDIAX4]

MEDIAS =
0.51 69.088 27.
0.5025 74.075 23.
0.5125 73.3 24.
0.5875 73.297 24.

$ VETOR DE MEDIAS PARA GERAL
MEDIAGERAL=mean (X)
MEDIAGERAL =

0.52812 72.44 24.

682

625

017

433

682
625
017
433

939

3.2325

2.3025

2.6825

2.275

3.2325
2.3025
2.6825

2.275

2.6231

5088.

4601.

4764.

4654.

5088.
4601.
4764.
4654.

4777.

O o U1 Ul
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% MATRIZ DE DIFERENCAS DAS MEDIAS DOS GRUPOS E A MEDIA GERAL
DIFMEDIA=MEDIAS-MEDIAGERAL

DIFMEDIA =
-0.018125
-0.025625
-0.015625

0.059375

$ MATRIZ DE DIFERENCAS DAS MEDIAS DOS GRUPOS E A MEDIA

-3.3525
1.635
0.86
0.8575

2.7431
-1.3144
-0.92188
-0.50688

CORRIGIDAS PELO TAMANHO DOS GRUPOS
DIFMEDIACOR=DIFMEDIA. *ng

DIFMEDIACOR =
-0.0725
-0.1025
-0.0625

0.2375

% MATRIZ DE SOMA DOS QUADRADOS DOS GRUPOS
* DIFMEDIA

B=DIFMEDIACOR'
B =
0.019019
0.22537
-0.12692
-0.097706
-32.814

-13.41
6.54
3.44
3.43

0.22537

61.55
-50.291
-11.258
-5786.6

10.972
-5.2575
-3.6875
-2.0275

-0.12692
-50.291
41.436
8.8589
4634.1

0.60937
-0.32063
0.059375
-0.34813

2.4375
-1.2825
0.2375
-1.3925

-0.097706
-11.258
8.8589
2.3954
1151.4

311.14
-175.85
-12.839
-122.46

GERAL

1244.6
-703.38
-51.355
-489.82

-32.814
-5786.6
4634.1
1151.4
5.7156e+05

$ MATRIZ DE DIFERENCAS DOS VALORES DE CADA GRUPO E A MEDIA DE SEU

RESPECTIVO GRUPO
DIFX1=X1-MEDIAX1

DIFX1 =
-0.01
0.02
0
-0.01

DIFX2=X2-MEDIAX2

DIFX2 =
0.0075
0.0075
0.0075
-0.0225

DIFX3=X3-MEDIAX3

DIFX3 =
0.0075
0.0275
-0.0125
-0.0225

DIFX4=X4-MEDIAX4

DIFX4 =
-0.0375
0.0225
0.0125
0.0025

DIF=[DIFX1;DIFX2;DIFX3;DIFX4]

DIF =
-0.01
0.02
0

0.2425
-0.0775
-0.1475
-0.0175

1.165
-0.835
-0.185
-0.145

0.14
-1.15
0.51
0.5

1.3325
0.3325
-1.0575
-0.6075

0.2425
-0.0775
-0.1475

-0.2525
0.1275
0.1975

-0.0725

1.045
0.655
0.265
0.125

-0.1075

0.9525
-0.5375
-0.3075

-0.9325
-0.3025
0.7975
0.4375

-0.2525
0.1275
0.1975

0.0075
-0.0525
-0.0425

0.0875

-0.1225
0.1875
-0.0925
0.0275

-0.0325
0.1975
0.0275

-0.1925

-0.395
-0.035
0.255
0.175

0.0075
-0.0525
-0.0425

24.995
26.855
-44.885
-6.965

107.05
-48.268
-121.91

63.122

-10.455

144.44
-59.975
-74.015

-34.108
-7.0575
2.6025
38.563

24.995
26.855
-44.885
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-0.01
0.0075
0.0075
0.0075
0.0225
0.0075
0.0275
-0.0125
-0.0225
-0.0375

0.0225

0.0125

0.0025

% MATRIZ DE SOMAS
W=DIF' * DIF
W =
0.004825
-0.10487
0.0803
0.024
6.0212

$ CALCULO DO VALOR DE

L=det (W) / det (B+W)
L =
0.0014901

% COMPARAGCAO DO VALOR

% QUI-QUDRADO

$ CALCULO DO VALOR DE

-0.0175
1.165
-0.835
-0.185
-0.145
0.14
-1.15
0.51
0.5
1.3325
0.3325
-1.0575
-0.6075

-0.0725
-1.045
0.655
0.265
0.125
-0.1075
0.9525
-0.5375
-0.3075
-0.9325
-0.3025
0.7975
0.4375

DE QUADRADOS DOS RESIDUOS

-0.10487
7.4222
-5.921

-1.5034
-120

0.0803
-5.921
4.8219
1.1013
67.443

LAMBDA DE WILKS

LCORRIGIDO = - (n-1-((p+g)/2))* log(L)

LCORRIGIDO =
68.343

$ VALOR CRITICO DE QUI-QUADRADO
QUI2=chi2inv(0.99, (p* (g-1)))

QUI2 =
30.578

$ CALCULO DA ESTATISTICA DE PILLAI
PILLAI=trace (B* (inv (B+W)))

PILLATI =
2.321

$ CALCULO DA ESTATISTICA DE HOTELLING
HOTELLING=trace (inv (W) *B)

HOTELLING =
49.787

$ CALCULO DA ESTATISTICA DE ROY
$ CALCULO DOS AUTO VALORES DA MATRIZ INVERSA DE W * B

INVWB=1inv (W) *B;

[VETOR, VALOR]=eig (INVWB) ;
[VALORAC, IND]=sort (diag (VALOR) , 'descend’
ROY=VALORAC (1,1)/ (1+VALORAC (1,1))

0.0875
-0.1225
0.1875
-0.0925
0.0275
-0.0325
0.1975
0.0275
-0.1925
-0.395
-0.035
0.255
0.175

0.024
-1.5034
1.1013
0.40252
53.522

LAMBDA DE WILKS CORRIGIDO

-6.965
107.05
-48.268
-121.91
63.122
-10.455
144.44
-59.975
-74.015
-34.108
-7.0575
2.6025
38.563

6.0212
-120
67.443
53.522
68801
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ROY =
0.97643

METODO 2: MANOVA POR MEIO DE MODELOS DE REGRESSAO LINEARES
MULTIPLOS. ALTERNATIVA PARA A INVERSA DE X’X

o°

MATRIZ DAS VARIAVEIS RESPOSTAS

Y=[0.50 69.33 27.43 3.24 5113.53
0.53 69.0127.81 3.18 5115.39
0.51 68.9427.88 3.19 5043.65
0.50 69.07 27.61 3.32 5081.57
0.51 75.24 22.582.18 4708.60
0.51 73.2424.28 2.49 4553.28
0.51 73.8923.892.21 4479.64
0.48 73.93 23.752.33 4664.67
0.52 73.44 23.912.65 4754.10
0.54 72.1524.97 2.88 4909.00
0.50 73.8123.482.71 4704.58
0.49 73.8023.712.49 4690.54
0.55 74.63 23.501.88 4620.83
0.61 73.6324.132.24 4647.88
0.60 72.2425.232.53 4657.54
0.59 72.6924.87 2.45 4693.50
]

$ MATRIZ DE VARIAVEIS CATEGORICAS PARA REPRESENTAR OS TRATAMENTOS
X=[1 1 0 0 0

1 1 0 0 0

1 1 0 0 0

1 1 0 0 0

1 0 1 0 0

1 0 1 0 0

1 0 1 0 0

1 0 1 0 0

1 0 0 1 0

1 0 0 1 0

1 0 0 1 0

1 0 0 1 0

1 0 0 0 1

1 0 0 0 1

1 0 0 0 1

1 0 0 0 1]

% SOMAS DE QUADRADOS E PRODUTOS NAO CORRIGIDAS

S=X"'*X
S =
16 4 4 4 4
4 4 0 0 0
4 0 4 0 0
4 0 0 4 0
4 0 0 0 4

% DETERMINACAO DO NUMERO DE REPETICOES
T=sum (X (:,2:end))
T =



T =
0 4 4
[m,n]=size (X)
m =
16
n =
5

% MATRIZ NULA
NULA=zeros ((n-1),n)
NULA

0 0 0
0 0 0
0 0 0
0 0 0
% FATOR DE CORRECAO
A=[T;NULA]
A =
0 4 4
0 0 0
0 0 0
0 0 0
0 0 0

% CORREGAO DA MATRIZ S PARA ADMITIR INVERSA

=S-A

1

[ N N N )
o oo KN O
oo N OO

O O O O O O OO

O b O O O

% MATRIZ DOS COEFICIENTES

B=inv (M) * (X' *Y)

B =
0.52812 72.44
-0.018125 -3.3525
-0.025625 1.635
-0.015625 0.86
0.059375 0.8575

$ MATRIZ DE SOMAS DE QUADRADOS DOS RESIDUOS

SQRES=(Y'*Y) - (B'*(X'*Y))
SQRES =

0.004825 -0.10487

-0.10487 7.4222

0.0803 -5.9211

0.024 -1.5034

6.0212 -120

O O O O O O OO

S O O O O

24.939
2.7431
-1.3144
-0.92188
-0.50688

0.0803
-5.9211
4.8219
1.1013
67.443

2.6231

0.60937
-0.32063
0.059375
-0.34813

CORRIGIDA

0.024
-1.5034
1.1013
0.40252
53.522

4777 .4

311.14
-175.85
-12.839
-122.46

6.0212
-120
67.443
53.522
68801

$ MATRIZ DE SOMAS DE QUADRADOS DOS TRATAMENTOS NAO CORRIGIDA

SQTRATNC=B' * (X'*Y)
SQTRATNC =
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% MATRIZ DE SOMAS

SQTOTNC=Y'*Y
SQTOTNC =

4.4817

612.34

210.61

22.068

40336

612.34
84022
28855

3029
5.5314e+06

210.61
28855
9993
1055.6
1.911e+06

% SOMAS DE QUADRADOS CORRIGIDAS
% MATRIZ DE DESVIOS

UNS=ones (m) ;

a=Y- ( (UNS*Y) .*(1/m))

a =
-0.028125
0.001875
-0.018125
-0.028125
-0.018125
-0.018125
-0.018125
-0.048125
-0.008125
0.011875
-0.028125
-0.038125
0.021875
0.081875
0.071875
0.061875

-3.11
-3.43
-3.5
-3.37
2.8
0.8
1.45
1.49
1
-0.29
1.37
1.36
2.19
1.19
-0.2
0.25

.4906
.8706
.9406
.6706
-2.3594
-0.65938
-1.0494
-1.1894
-1.0294
0.030625
-1.4594
-1.2294
-1.4394
-0.80938
0.29062
-0.069375

DD DN

DE QUADRADOS TOTAIS NAO CORRIGIDA

22.068
3029
1055.6
112.49
2.0166e+05

0.61687
0.55687
0.56687
0.69687
-0.44313
-0.13313
-0.41313
-0.29313
0.026875
0.25687
0.086875
-0.13313
-0.74313
-0.38313
-0.093125
-0.17313

% MATRIZ DE SOMAS DE QUADRADOS TOTAIS CORRIGIDA

SQTOTCORR=a"'*a

SQTOTCORR =
0.023844
0.1205
-0.046619
-0.073706
-26.793

% MATRIZ DE SOMAS DE QUADRADOS DOS TRATAMENTOS CORRIGIDA

0.1205
68.972
-56.212
-12.762
-5906.6

SQTRATCORR=SQTOTCORR-SQRES

SQTRATCORR =
0.019019
0.22537
-0.12692
-0.097706
-32.814

0.22537

61.55
-50.291
-11.258
-5786.6

$ TESTES ESTATITICOS

B=SQTRATCORR;
W=SQRES;

$ CALCULO DE LAMBDA DE WILKS

L=det (W) / det (B+W)

L=
0.00149

-0.046619
-56.212
46.258
9.9602
4701.6

-0.12692
-50.291
41.436
8.8589
4634.1

-0.073706
-12.762
9.9602
2.7979
1204.9

-0.097706
-11.258
8.8589
2.3954
1151.4

5

2
3

6

5.

40336
.5314e+06
1.911e+06
.0166e+05
.6575e+08

336.14
338
266.26
304.18
-68.794
-224.11
-297.75
-112.72
-23.294
131.61
-72.814
-86.854
-156.56
-129.51
-119.85
-83.894

-26.793
-5906.6
4701.6
1204.9
.4037e+05

-32.814
-5786.6
4634.1
1151.4
7156e+05
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$ CALCULO DA ESTATISTICA DE PILLAI
PILLAI=trace (B* (inv (B+W)))
PILLAI =

2.32101

$ CALCULO DA ESTATISTICA DE HOTELLING
HOTELLING=trace (inv (W) *B)
HOTELLING =

49.78697

% CALCULO DA ESTATISTICA DE ROY

% CALCULO DOS AUTO VALORES DA MATRIZ INVERSA DE W * B
INVWB=1inv (W) *B;

[VETOR, VALOR] =eig (INVWB) ;

[VALORAC, IND]=sort (diag (VALOR), "descend’) ;
ROY=VALORAC (1,1)/ (1+VALORAC (1, 1))

ROY=
0.976443

6.8 SOLUCAO DO EXEMPLO 6.5 DE ANALISE DE VARIANCIA
MULTIVARIADA (MANOVA) NO JULIA

METODO 1: OBTENCAO DA MANOVA POR MEIO DO CALCULO DOS
DESVIOS

using DataFrames, CSV, Statistics, LinearAlgebra

#Matriz de dados geral

X=[0.50 69.33 27.43 3.24 5113.53
0.53 69.01 27.81 3.18 5115.39
0.51 68.94 27.88 3.19 5043.65
0.50 69.07 27.61 3.32 5081.57
0.51 75.24 22.58 2.18 4708.60
0.51 73.24  24.28 2.49 4553.28
0.51 73.89 23.89 2.21 4479.64
0.48 73.93 23.75 2.33 4664.67
0.52 73.44  23.91 2.65 4754.10
0.54 72.15 24.97 2.88 4909.00
0.50 73.81 23.48 2.71 4704.58
0.49 73.80 23.71 2.49 4690.54
0.55 74.63 23.50 1.88 4620.83
0.61 73.63 24.13 2.24 4647.88
0.60 72.24  25.23 2.53 4657.54
0.59 72.69 24.87 2.45 4693.50]

#Matriz de dados para o grupo 1 (Tratamento 1)
X1=X[1:4,:]

#Matriz de dados para o grupo 2 (Tratamento 2)
X2=X[5:8,:1]
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#Matriz de dados para o grupo 3 (Tratamento 3)
X3=X[9:12,:]

#Matriz de dados para o grupo 4 (Tratamento 4)
X4=X[13:16,:]

#Tamanho da amostra do grupo 1 (nl) e nimero de variaveis (p)
(n1,p)=size(X1)

#Tamanho da amostra do grupo 2 (n2) e nimero de variadveis (p)
(n2,p)=size(X2)

#Tamanho da amostra do grupo 3 (n3) e nimero de variadveis (p)
(n3,p)=size(X3)

#Tamanho da amostra do grupo 4 (n4) e nimero de variadveis (p)
(n4,p)=size(X4)

#Tamanho total das amostras
n=nl+n2+n3+n4

#Vetor do tamanho das amostras dos grupos
ng=[n1;n2;n3;n4]

#Namero de grupos
g=size(ng,1)

#Vetor de médias para o grupo 1
MEDIAX1=mean(X1,dims=1)

#Vetor de médias para o grupo 2
MEDIAX2=mean(X2,dims=1)

#Vetor de médias para o grupo 3
MEDIAX3=mean(X3,dims=1)

#Vetor de médias para o grupo 4
MEDIAX4=mean(X4,dims=1)

#Vetor de médias dos grupos
MEDIAS=[MEDIAX1;MEDIAX2;MEDIAX3;MEDIAX4]
#Vetor de médias geral
MEDIAGERAL=mean(X,dims=1)

#Matriz de diferencas das médias dos grupos e a média geral
DIFMEDIA=MEDIAS.-MEDIAGERAL

#Matriz de diferencas das médias dos grupos e a média geral corrigida pelo
tamanho dos grupos
DIFMEDIACOR=DIFMEDIA.*ng
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#Matriz de somas de quadrados dos grupos
B=DIFMEDIACOR'*DIFMEDIA

#Matriz de diferencas dos valores de cada grupo e a média de seu respectivo
grupo

DIFX1=X1.-MEDIAX1

DIFX2=X2.-MEDIAX2

DIFX3=X3.-MEDIAX3

DIFX4=X4.-MEDIAX4

DIF=[DIFX1;DIFX2;DIFX3;DIFX4]

#Matriz de somas de quadrados dos residuos
W=DIF'*DIF

#Calculo do valor de Lambda de Wilks
L=det(W)/det (B+W)

#Calculo da estatistica de Pillai
Pillai=tr(Bxinv(B+W))

#Calculo da estatistica de Hotteling
Hotteling=tr(inv(W)=B)

#Calculo da estatistica de Roy
#Autovalores da matriz inversa de W x B
INVWB=inv(W)*B

AV = eigen(INVWB)

#Autovalores ordenados
Valor = reverse(AV.values, dims=1)

ROY=Valor[1,1]/(1+Valor[1,1])

#Comparacdo do valor de Lambda de Wilks contra o valor critico de Qui—-quadrado
#Calculo do valor de Lambda de Wilks corrigido
Lcorrigido=-(n-1-((p+g)/2))*log(L)

#Valor critico de Qui-Quadrado
using Distributions
QUIQUADRAINV = quantile(Chisq(p * (g - 1)), 0.99)

METODO 2: MANOVA POR MEIO DE MODELOS DE REGRESSAO LINEARES
MULTIPLOS. ALTERNATIVA PARA A INVERSA DE X’X

using DataFrames, CSV, Statistics, LinearAlgebra

#Matriz das varidveis respostas

Y=[

0.50 69.33 27.43 3.24 5113.53
0.53 69.01 27.81 3.18 5115.39
0.51 68.94 27.88 3.19 5043.65



.50
.51
.51
.51
.48
.52
.54
.50
.49
.55
.61
.60
.59

(SIS I RS B GRS TGS IS B GS I G T S IS IS

#Matriz
[

P P RPRRPRPRPRPRRPRPLPRPLRERRRE R
© 0 0O 0 00000000 R R R R

#Somas de quadrados e produtos nao corrigidas

S=X"'X

#Determinacdo do numero de repeticées

69.
75.
73.
73.
73.
73.
72.
73.
73.
74.
73.
72.
72.

(SIS SIS NG IS I I S I I S IS

07
24
24
89
93
44
15
81
80
63
63
24
69

varidveis categdricas para representar os tratamentos

o o000 rRr P FRPFPOOOOOOOOOOSOOS

27.
22.
24,
23.
23.
23.
24,
23.
23.
23.
24,
25.
24,

L T B S TS I S G IGSII SS BIGSTI S BGS II S BG I S

=
—

61
58
28
89
75
91
97
48
71
50
13
23
87

N NN EFP NNNMNMNNMNMNNNDNDDNDW

T=sum(X[:,2:end], dims=1)

T=[0 TI

(m,n)=size(X)

#Matriz nula

Nula=zeros((n-1),n)

#Fator de correcao

A=[
T
Nulal

#Correcdo da matriz S para admitir inversa

M=S-A

.32
.18
.49
.21
.33
.65
.88
W71
.49
.88
.24
.53
.45

5081.
4708.
4553.
4479.
4664.
4754.
4909.
4704.
4690.
4620.
4647.
4657.
4693.

57
60
28
64
67
10
00
58
54
83
88
54
501
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#Matriz dos coeficientes
B=inv(M)X'Y

#Matriz de somas de quadrados dos residuos corrigida
SQRes=Y'Y-B'X'Y

#Matriz de somas de quadrados dos tratamentos ndo corrigida
SQTrat_NC=B'X'Y

#Matriz de soma de quadrados totais ndo corrigida
SQTot_NC=Y'Y

#Somas de quadrados corrigidas
#Matriz de desvios
a=Y-( (ones(m)*ones(m) ' )*Y).*x(1/m)

#Matriz de somas de quadrados totais corrigida
SQTot_Corr=a‘'*a

#Matriz de somas de quadrados dos tratamentos corrigida
SQTrat_Corr=SQTot_Corr-SQRes

#Testes estatisticos
B=SQTrat_Corr
W=SQRes

#Calculo de Lambda de Wilks
L=det(W)/det (B+W)

#Calculo da estatistica de Pillai
Pillai=tr(Bxinv(B+W))

#Calculo da estatistica de Hotteling
Hotteling=tr(inv(W)=B)

#Calculo da estatistica de Roy
#Autovalores da matriz inversa de W x B
INVWB=inv(W)*B

AV = eigen(INVWB)

#Autovalores ordenados

Valor = reverse(AV.values, dims=1)

ROY=Valor[1,1]/(1+Valor[1,1])



% SOLUGCAO DO EXEMPLO 6.6 NO MATLAB

o°

MATRIZ DE DADOS

% A PRIMEIRA COLUNA DA MATRRIZ DEVE

DADOS
1

WWWWWWWWRONRNNNNNNDN R R R e

.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000
.0000

43.
67.
65.
70.
47
52.
61.
59.
72
70.
85.
66.
74
89.
69.
87.
110.
159.
127.
111.
143.
137.
115.
152.

% MATRIZ COM OS

43.
67.
65.
70.
47.
52.
61.
59.
2.
70.
85.
66.
74.
89.
69.
87.
110.
159.
127.
111.
143.

4800
9600
1900
5000
4000
9000
3000
7000
1000
8700
3100
0400
0600
5300
1500
93900
0800
3700
0900
5200
1300

Y=DADOS (:, 2:end)
Y

8.
12
11.
14

8.
10.
12.
11
17.
20.
22.
20.
17.
18.
18.
21.
19.
33.
17.
14.
24.

4800
9600
1900
5000

.4000

9000
3000
7000

.1000

8700
3100
0400

.0600

5300
1500
9900
0800
3700
0900
5200
1300
4300
4200
9100

8.
12.

11

14.
8.
10.

12

11.

17

20.

22

20.

17

18.
18.
21.
19.
33.
17.
14.
24.
27.
20.
24.

4200
7900
.6100
3600
5300
5800
.8700
0400
.4600
9300
.1800
7000
.7700
8000
5800
1300
4300
5600
3000
3800
2400
2100
3000
8400

73

121.

114

1109.
78.
95.

109.
98.

143.

138.

197.

124.

216.

222.

1109.

146.

178.

278.

222.

201.

257.

236.

190.

246.

CONTER OS

.7000
0400
.2700
4300
2100
2200
7300
5100
1600
8000
1500
6700
3900
5300
7200
6500
0700
8800
8700
1600
0300
4700
7600
9000

oNoNoNoNoNoNoNoNoNoRoNoNolNoNoloNoNoNoNolololNoNe)

VALORES DAS VARIAVEIS RESPOSTAS

4200

.7900

6100

.3600

5300
5800
8700

.0400

4600
9300
1800
7000
7700
8000
5800
1300
4300
5600
3000
3800
2400

73
121

114.
1109.
78.
95.
109.
98.
143.
138.
197.

124

216.
222.
1109.
146.
178.
278.
222.
201.
257.

.7000
.0400
2700
4300
2100
2200
7300
5100
1600
8000
1500
.6700
3900
5300
7200
6500
0700
8800
8700
1600
0300

oNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNeNe)

.5600
.5600
.5400
.5900
.5900
.5700
.5300
.5700
.5200
.5100
.5100
.5200
.5100
.5400
.5800
.5800
.5800
.5800
.6000
.5800
.5600

oNoNoNoNoNoNoNoNoloRoNoNoNoNoloNoNoNeNeNo]

.4900
.5000
.4700
.5000
.5100
.4900
.4600
.4800
.5300
.5000
.5000
.5400
.5100
.5400
.5500
.5600
.5800
.5700
.5600
.5400
.5600

6.9 SOLUCAO DO EXEMPLO 6.6, MANOVA PELO METODO DE
REGRESSAO LINEAR, NO MATLAB E JULIA. USO DO METODO DE
MOORE PENROSE PARA A OBTENCAO DA INVERSA DE X’X.

TRATAMENTOS

.5600 0.4900
.5600 0.5000
.5400 0.4700
.5900 0.5000
.5900 0.5100
.5700 0.4900
.5300 0.4600
.5700 0.4800
.5200 0.5300
.5100 0.5000
.5100 0.5000
.5200 0.5400
.5100 0.5100
.5400 0.5400
.5800 0.5500
.5800 0.5600
.5800 0.5800
.5800 0.5700
.6000 0.5600
.5800 0.5400
.5600 0.5600
.5800 0.5800
.5800 0.5700
.5800 0.5300
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137.4300 27.2100 236.4700 0.5800
115.4200 20.3000 190.7600 0.5800
152.9100 24.8400 246.9000 0.5800

$ NUMERO DE OBSERVACOES E VARIAVEIS
[m,pl=size(Y)
m =
24
p =
5

$ NUMERO DE REPETICOES POR TRATAMENTOS

0.5800
0.5700
0.5300

[REP, TRAT]=hist (DADOS (:, 1) ,unique (DADOS (:,1)))

REP =
8 8
TRAT

w N~ | oo

$ NUMERO DE GRUPOS
g=size (TRAT,1)
g:

3

$ MATRIZ DE VARIAVEIS CATEGORICAS REPRESENTANDO OS GRUPOS

(TRAMENTOS)
X=[ones (m,1) dummyvar (DADOS(:,1))]
X =

PR R RRRPRPRRPRRRRPPRPRPRRERERRPRRRRRERE R
OO0 O0OOOOOOOOOR L I -k
OO0 ORRRPPEREPRERELOOODOOOOO
PR P RPRPRPRPRPRPOO00000000000000O0

$ SOMAS DE QUADRADOS E PRODUTOS NAO CORRIGIDAS

S=X'*X
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$ MATRIZ DOS COEFICIENTES/INVERSA DE X’X OBTIDA PELO METODO DE

MOORE PENROSE
B=pinv (X'*X) * (X' *Y)
B:

66.8884 13.4066
-8.3347 -2.1316

9.9928 6.2872
65.2303 9.2509

$ MATRIZ DE SOMAS DE QUADRADOS DOS RESIDUOS CORRIGIDA

o O O ©

122
-21

40
103

.8538
.5900
.7800
.6637

.7360
.1359
.2913
.0005

SQRES=(Y'*Y) - (B'*(X'*Y))
SQRES =
1.0e+04 *
0.3805 0.0859 0
0.0859 0.0312 0
0.7360 0.1359 2
-0.0000 -0.0000 -0
-0.0000 0.0000 -0

% MATRIZ DE SOMAS DE QUADRADOS DOS TRATAMENTOS NAO CORRIGIDA

SQTRATNC=B' * (X'*Y)

SQTRATNC =
1.0e+05 *
2.1436 0.4134
0.4134 0.0823
3.8750 0.7597
0.0121 0.0024
0.0115 0.0023

% MATRIZ DE SOMAS DE QUADRADOS TOTAIS NAO CORRIGIDA

SQTOTNC=Y'*Y

SQTOTNC =
1.0e+05 *
2.1816 0.4220
0.4220 0.0854
3.9486 0.7733
0.0121 0.0024
0.0115 0.0023

% SOMAS DE QUADRADOS CORRIGIDAS

% MATRIZ DE DESVIOS

-45.7046 -9.4554
-21.2246 -5.0854
-23.9946 -6.2654
-18.6846 -3.5154
-41.7846 -9.3454
-36.2846 -7.2954
-27.8846 -5.0054
-29.4846 -6.8354
-17.0846 -0.4154

=Y- (ones (m) *Y) .* (1/m)

OO 1O W

O O 1O W

-90.
-42.
-49.
-44.
-85.
-68.
-54.
-65.
-20.

.0004

.8750
L7597
.0672
.0221
.0210

.9486
L7733
.2964
.0220
.0210

1050
7650
5350
3750
5950
5850
0750
2950
6450

ocNoNoNoNoNoNoNeNe)

O O O O

OO OO O

O O O OO

.4194
.1444
.1144
.1606

.0000
.0000
.0005
.0000
.0000

.0121
.0024
.0221
.0001
.0001

.0121
.0024
.0220
.0001
.0001

.0008
.0008
.0192
.0308
.0308
.0108
.0292
.0108
.0392

0.
0.
0.
0.

OO OO o

O O O OO

-0.
-0.
.0558
-0.
-0.
-0.
.0658
-0.
.0042

3944
0931
1344
1669

.0000
.0000
.0004
.0000
.0000

.0115
.0023
.0210
.0001
.0001

.0115
.0023
.0210
.0001
.0001

0358
0258

0258
0158
0358

0458
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-18.3146 3.0546 -25.0050
-3.8746 4.3046 33.3450
-23.144¢6 2.8246 -39.1350
-15.124¢6 -0.1054 52.5850
0.3454 0.9246 58.7250
-20.0346 0.7046 -44.0850
-1.1946 3.2546 -17.1550
20.8954 1.5546 14.2650

70.1854 15.6846 115.0750
37.9054 -0.5754 59.0650
22.3354 -3.4954 37.3550
53.9454 6.3646 93.2250
48.2454 9.3346 72.6650
26.2354 2.4246 26.9550
63.7254 6.9646 83.0950

oNeoNoNoNoNoNoNeNe)

.0492
.0492
.0392
.0492
.0192
.0208
.0208
.0208
.0208
.0408
.0208
.0008
.0208
.0208
.0208

oNeoNoNoNoNoNoNeRGNG]

.0258
.0258
.0142
.0158
.0142
.0242
.0342
.0542
.0442
.0342
.0142
.0342
.0542
.0442
.0042

% MATRIZ DE SOMAS DE QUADRADOS TOTAIS CORRIGIDA

SQTOTCORR=a' *a

SQTOTCORR =
1.0e+04 *
2.7269 0.3940 4.4243
0.3940 0.0870 0.7058
4.4243 0.7058 8.5667
0.0008 -0.0000 0.0004
0.0021 0.0004 0.0033

% MATRIZ DE SOMAS DE QUADRADOS DOS TRATAMENTOS CORRIGIDA

% SQTRATCORR=SQTOTCORR-SQRES

SQTRATCORR =

1.0e+04 *
2.3464 0.3081 3.6882
0.3081 0.0558 0.5699
3.6882 0.5699 6.2754
0.0009 0.0000 0.0008
0.0021 0.0003 0.0037

$ CALCULO DE LAMBDA DE WILKS

L=det (SQRES) /det (SQTRATCORR+SQRES)
L:

0.0110
% CALCULO DO VALOR DE LAMDA DE WILKS CORRIGIDO
LCORRIGIDO = - (m-1-((p+g)/2))*log (L)
LCORRIGIDO =

85.7637

$ VALOR CRITICO DE CHI-QUADRADO
QUI2=chi2inv (0.99, (p*(g-1)))
QUI2 =

23.20093

# SOLUCAO DO EXEMPLO 6.6 NO JULIA
#Matriz das varidveis respostas
Y=[
43.48 8.42 73.70  0.56
67.96 12.79 121.04 0.56
65.19 11.61 114.27 0.54

OO OO O

O O O OO

0.49
0.50
0.47

.0008
.0000
.0004
.0000
.0000

.0009
.0000
.0008
.0000
.0000

OO OO O

O O O OO

.0021
.0004
.0033
.0000
.0000

.0021
.0003
.0037
.0000
.0000
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70.
47.
52.
61.
59.
72.
70.
85.
66.
74.
89.
69.
87.

110.
159.
127.
111.
143.
137.
115.
152.

#Matriz
X=[

R R R R R RRRRPRRRPRRARRRPERRARRRRRRBERR

50
40
90
30
70
10
87
31
04
06
53
15
99
08
37
09
52
13
43
42
91

14.

36

8.53

10.
12.
11.
17.
20.
22.
20.
17.
18.
18.
21.
19.
33.
17.
14.
24.
27.
20.
24.

58
87
04
46
93
18
70
77
80
58
13
43
56
30
38
24
21
30
84

119.

43

78.21
95.22

109.

73

98.51

143.
138.
197.
124.
216.
222.
119.
146.
178.
278.
222.
201.
257.
236.
190.
246.

16
80
15
67
39
53
72
65
o7
88
87
16
03
47
76
90

(SIS I RIS IR S B IS B B I S A S S S S S S SR SR S

.59
.59
.57
.53
.57
.52
.51
.51
.52
.51
.54
.58
.58
.58
.58
.60
.58
.56
.58
.58
.58

O © 0O 0O 0O OO0 OO Oe S

de varidveis categdéricas para

© O 0 0 0 0 OO0 OO0 OO0 OO OO RRRPRERERREPRP P

0O 0O 0000000 RFRPFFRPRRFRPRPRPRRPRRPRPOOOOOOOOS

P R R RPRRPREPPFPOOOOO0 00000000 S

=
—

#Determinacdo do tamanho da matriz X
(m,n)=size(X)

.50
.51
.49
.46
.48
.53
.50
.50
.54
.51
.54
.55
.56
.58
.57
.56
.54
.56
.58
.57
.53]

representar os grupos (tratamentos)
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#Somas de quadrados e produtos nao corrigidas
S=X"'X

#Matriz dos coeficientes / inversa de X'X obtida pelo método de moore penrose
B=pinv(X'X)X'Y

#Matriz de somas de quadrados dos residuos corrigida
SQRes=Y'Y-B'X'Y

#Matriz de somas de quadrados dos tratamentos ndo corrigida
SQTrat_NC=B'X'Y

#Matriz de soma de quadrados totais ndo corrigida
SQTot_NC=Y'Y

#Somas de quadrados corrigidas
#Matriz de desvios
a=Y-( (ones(m)*ones(m) ' )*Y).*x(1/m)

#Matriz de somas de quadrados totais corrigida
SQTot_Corr=a‘'*a

#Matriz de somas de quadrados dos tratamentos corrigida
SQTrat_Corr=SQTot_Corr-SQRes

#Calculo de Lambda de Wilks
L=det(SQRes) /det(SQTrat_Corr+SQRes)

#Numero de varidveis
p=size(Y,2)

#Namero de grupos
g=n-1

#Calculo do valor de Lambda de Wilks corrigido
Lcorrigido=-(m-1-((p+g)/2))*log(L)

#Valor critico de Qui-Quadrado
QUIQUADRAINV = quantile(Chisq(p * (g — 1)), 0.99)

6.10 SOLUCAO DO EXEMPLO 6.6, MANOVA PELO METODO DOS
DESVIOS, NO MATLAB E JULIA

% SOLUCAO NO MATLAB
$ MATRIZ DE DADOS GERAL (VARIAVEIS RESPOSTAS)

X =
43.4800 8.4200 73.7000 0.5600 0.4900
67.9600 12.7900 121.0400 0.5600 0.5000
65.1900 11.6100 114.2700 0.5400 0.4700
70.5000 14.3600 119.4300 0.5900 0.5000



47.4000 8.5300 78.2100
52.9000 10.5800 95.2200
61.3000 12.8700 109.7300
59.7000 11.0400 98.5100
72.1000 17.4600 143.1600
70.8700 20.9300 138.8000
85.3100 22.1800 197.1500
66.0400 20.7000 124.6700
74.0600 17.7700 216.3900
89.5300 18.8000 222.5300
69.1500 18.5800 119.7200
87.9900 21.1300 146.6500
110.0800 19.4300 178.0700
159.3700 33.5600 278.8800
127.0900 17.3000 222.8700
111.5200 14.3800 201.1600
143.1300 24.2400 257.0300
137.4300 27.2100 236.4700
115.4200 20.3000 190.7600
152.9100 24.8400 246.9000

o

X1=X(1:8,:)

X1l =
43.4800 8.4200 73.7000
67.9600 12.7900 121.0400
65.1900 11.6100 114.2700
70.5000 14.3600 119.4300
47.4000 8.5300 78.2100
52.9000 10.5800 95.2200
61.3000 12.8700 109.7300
59.7000 11.0400 98.5100

o

X2=X(9:16, :)

X2 =
72.1000 17.4600 143.1600
70.8700 20.9300 138.8000
85.3100 22.1800 197.1500
66.0400 20.7000 124.6700
74.0600 17.7700 216.3900
89.5300 18.8000 222.5300
69.1500 18.5800 119.7200
87.9900 21.1300 146.6500

ocNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNoNeNe]

[oNoNoNoNoNoNoNe]

[cNoNoNoNoNoNoNe]

.5900
.5700
.5300
.5700
.5200
.5100
.5100
.5200
.5100
.5400
.5800
.5800
.5800
.5800
.6000
.5800
.5600
.5800
.5800
.5800

.5600
.5600
.5400
.5900
.5900
.5700
.5300
.5700

.5200
.5100
.5100
.5200
.5100
.5400
.5800
.5800

oNoNoNoNoNoNoNoRoNoRoNoNoNoNoloNoNoNG RG]

[oNoNoNoNoNoNGNG]

O OO OO OO o

.5100
.4900
.4600
.4800
.5300
.5000
.5000
.5400
.5100
.5400
.5500
.5600
.5800
.5700
.5600
.5400
.5600
.5800
.5700
.5300

% MATRIZ DE DADOS PARA O GRUPO 1 (TRATAMENTO 1)

.4900
.5000
.4700
.5000
.5100
.4900
.4600
.4800

% MATRIZ DE DADOS PARA O GRUPO 2 (TRATAMENTO 2)

.5300
.5000
.5000
.5400
.5100
.5400
.5500
.5600

% MATRIZ DE DADOS PARA O GRUPO 3 (TRATAMENTO 3)

X3=X(17:24,:)

X3 =
110.0800 19.4300 178.0700
159.3700 33.5600 278.8800
127.0900 17.3000 222.8700
111.5200 14.3800 201.1600
143.1300 24.2400 257.0300
137.4300 27.2100 236.4700
115.4200 20.3000 190.7600
152.9100 24.8400 246.9000

[ocNoNoNoNoNoNeNe]

.5800
.5800
.6000
.5800
.5600
.5800
.5800
.5800

[oNeoNoNoNoNoNGNG]

.5800
.5700
.5600
.5400
.5600
.5800
.5700
.5300
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$ TAMANHO DA AMOSTRA DO GRUPO 1 (nl)E NUMERO DE VARIAVEIS (p)

[nl,pl=size (X1)
nl =

8
p =

5

$ TAMANHO DA AMOSTRA DO GRUPO 2 (n2)E NUMERO DE VARIAVEIS (p)

[n2,pl=size (X2)
n2 =

8
p =

5

$ TAMANHO DA AMOSTRA DO GRUPO 3 (n3)E NUMERO DE VARIAVEIS (p)

[n3,pl=size (X3)
n3 =

8
p =

5

$ TAMANHO TOTAL DAS AMOTRAS
n=nl+n2+n3
n =

24

% VETOR DO TAMANHO DAS AMOSTRAS DOS GRUPOS
ng=[nl;n2;n3]
ng =

8

8

8

$ NUMERO DE GRUPOS
g=size(ng, 1)
g:

3

$ VETOR DE MEDIAS PARA O GRUPO 1
MEDIAX1=mean (X1)
MEDIAX]1 =

58.5537 11.2750 101.2638 0.5637

$ VETOR DE MEDIAS PARA O GRUPO 2
MEDIAX2=mean (X2)
MEDIAX2 =

76.8812 19.6937 163.6338 0.5338

$ VETOR DE MEDIAS PARA O GRUPO 3
MEDIAX3=mean (X3)
MEDIAX3 =

132.1187  22.6575 226.5175 0.5800
$ VETOR DE MEDIAS DOS GRUPOS
MEDIAS=[MEDIAX1;MEDIAX2;MEDIAX3]
MEDIAS =

58.5537 11.2750 101.2638 0.5637
76.8812 19.6937 163.6338 0.5338
132.1187 22.6575 226.5175 0.5800

o

.4875

.5288

.5613

.4875
.5288
.5613
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$ VETOR DE MEDIAS PARA GERAL
MEDIAGERAL=mean (X)
MEDIAGERAL =
89.1846 17.8754 163.8050 0.5592 0.5258

$ MATRIZ DE DIFERENGCAS DAS MEDIAS DOS GRUPOS E A MEDIA GERAL
DIFMEDIA=MEDIAS-MEDIAGERAL
DIFMEDIA =
-30.6308 -6.6004 -62.5413 0.0046 -0.0383
-12.3033 1.8183 -0.1712 -0.0254 0.0029
42.9342 4.7821 62.7125 0.0208 0.0354

$ MATRIZ DE DIFERENGCAS DAS MEDIAS DOS GRUPOS E A MEDIA GERAL
CORRIGIDAS PELO TAMANHO DOS GRUPOS
DIFMEDIACOR=DIFMEDIA. *ng
DIFMEDIACOR =
-245.0467 -52.8033 -500.3300 0.0367 -0.3067
-98.4267 14.5467 -1.3700 -0.2033 0.0233
343.4733 38.2567 501.7000 0.1667 0.2833

% MATRIZ DE SOMA DOS QUADRADOS DOS GRUPOS
B=DIFMEDIACOR' * DIFMEDIA

B =
1.0e+04 *
2.3464 0.3081 3.6882 0.0009 0.0021
0.3081 0.0558 0.5699 0.0000 0.0003
3.6882 0.5699 6.2754 0.0008 0.0037
0.0009 0.0000 0.0008 0.0000 0.0000
0.0021 0.0003 0.0037 0.0000 0.0000

$ MATRIZ DE DIFERENCAS DOS VALORES DE CADA GRUPO E A MEDIA DE SEU
RESPECTIVO GRUPO

DIFX1=X1-MEDIAX1

DIFX1 =

-15.0737 -2.8550 -27.5637 -0.0037 0.0025
9.4063 1.5150 19.7763 -0.0037 0.0125
6.6363 0.3350 13.0062 -0.0237 -0.0175

11.9463 3.0850 18.1663 0.0262 0.0125
-11.1537 -2.7450 -23.0538 0.0262 0.0225
-5.6537 -0.6950 -6.0438 0.0062 0.0025
2.7463 1.5950 8.4663 -0.0337 -0.0275
1.1463 -0.2350 -2.7537 0.0062 -0.0075

DIFX2=X2-MEDIAX2
DIFX2 =

-4.7813 -2.2337 -20.4738 -0.0138 0.0012
-6.0112 1.2363 -24.8338 -0.0238 -0.0288
8.4288 2.4863 33.5162 -0.0238 -0.0288
-10.8412 1.0063 -38.9638 -0.0138 0.0112
-2.8212 -1.9237 52.7562 -0.0238 -0.0188
12.6488 -0.8937 58.8962 0.0062 0.0112
-7.7312 -1.1137 -43.9138 0.0462 0.0212
11.1088 1.4363 -16.9838 0.0462 0.0313

DIFX3=X3-MEDIAX3

DIFX3 =
-22.0387 -3.2275 -48.4475 0 0.0187
27.2513 10.9025 52.3625 0 0.0087

-5.0287 -5.3575 -3.6475 0.0200 -0.0012
-20.5987 -8.2775 -25.3575 0 -0.0212



11.0113
5.3113
-16.6987
20.7913

1.
4.
-2.
2.

5825
5525
3575
1825

30.
9.
-35.
20.

DIF=[DIFX1;DIFX2;DIFX3]

DIF =
-15.0737
9.4063
6.6363
11.9463
-11.1537
-5.6537
2.7463
1.1463
-4.7813
-6.0112
8.4288
-10.8412
-2.8212
12.6488
-7.7312
11.1088
-22.0387
27.2513
-5.0287
-20.5987
11.0113
5.3113
-16.6987
20.7913

$ MATRIZ DE SOMAS DE QUADRADOS DOS RESIDUOS

W=DIF' * DIF

W =

1.0e+04 *
0.3805
0.0859
0.7360
-0.0000

-0.0000

-2.
.5150
.3350
.0850
.7450
.6950
.5950
.2350
.2337
.2363
.4863
.0063
.9237
.8937
L1137
.4363
.2275
.9025
.3575
L2775
.5825
.5525
.3575
.1825

O OO OO

8550

.0859
.0312
.1359
.0000
.0000

-27.
19.
13.
18.

-23.
-6.

8.
-2.

-20.

-24.
33.

-38.
52.
58.

-43.

-16.

-48.
52.
-3.

-25.
30.

9.

-35.

20.

O OoON OO

5125
9525
7575
3825

5637
7763
0062
1663
0538
0438
4663
7537
4738
8338
5162
9638
7562
8962
9138
9838
4475
3625
6475
3575
5125
9525
7575
3825

.7360
.1359
.2913
.0005
.0004

-0.

-0.

0200

.0037
.0037
.0237
.0262
.0262
.0062
.0337
.0062
.0138
.0238
.0238
.0138
.0238
.0062
.0462
.0462

0
0

.0200

0
0200
0
0
0

.0000
.0000
.0005
.0000
.0000

$ CALCULO DO VALOR DE LAMBDA DE WILKS

0.0110

o

LCORRIGIDO =
LCORRIGIDO
85.7637

o

=det (W) / det (B+W)

- (n-1-((ptg)/2))* log(L)

$ VALOR CRITICO DE QUI-QUADRADO

QUI2=chi2inv (0.99, (p* (g-1)))

QUI2 =
23.2093

O O O O

.0012
.0187
.0087
.0313

.0025
.0125
.0175
.0125
.0225
.0025
.0275
.0075
.0012
.0288
.0288
.0112
.0188
.0112
.0212
.0313
.0187
.0087
-0.
-0.
-0.

0.

0.
-0.

0012
0212
0012
0187
0087
0313

.0000
.0000
.0004
.0000
.0000

$ CALCULO DO VALOR DE LAMBDA DE WILKS CORRIGIDO
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# SOLUCAO NO JULIA
#Matriz de dados geral (varidveis
73.70

8.42

121.
114.
119.

04
27
43

78.21
95.22

109.

73

98.51

143.
138.
197.
124.
216.
222.
119.
146.
178.
278.
222.
201.
257.
236.
190.
246.

16
80
15
67
39
53
72
65
o7
88
87
16
03
47
76
90

O © 0O 0O OO0 0O OO 0000000000 S

.56
.54
.59
.59
.57
.53
.57
.52
.51
.51
.52
.51
.54
.58
.58
.58
.58
.60
.58
.56
.58
.58
.58

0.56

S © ©0© 0O 000 0000000000 S
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respostas)
0.49

.50
.47
.50
.51
.49
.46
.48
.53
.50
.50
.54
.51
.54
.55
.56
.58
.57
.56
.54
.56
.58
.57
.531]

dados para o grupo 1 (Tratamento 1)

X=[43.48
67.96 12.79
65.19 11.61
70.50 14.36
47.40 8.53
52.90 10.58
61.30 12.87
59.70 11.04
72.10 17.46
70.87 20.93
85.31 22.18
66.04 20.70
74.06  17.77
89.53 18.80
69.15 18.58
87.99 21.13
110.08 19.43
159.37 33.56
127.09 17.30
111.52 14.38
143.13 24.24
137.43 27.21
115.42 20.30
152.91 24.84
#Matriz de
X1=X[1:8,:1]

#Matriz de dados para o grupo 2 (Tratamento 2)
X2=X[9:16,:1]

#Matriz de dados para o grupo 3 (Tratamento 3)
X3=X[17:24,:]

#Tamanho da amostra do grupo 1 (nl) e nimero de variadveis (p)

(n1,p)=size(X1)

#Tamanho da amostra do grupo 2 (n2) e nimero de variadveis (p)

(n2,p)=size(X2)

#Tamanho da amostra do grupo 3 (n3) e nimero de variadveis (p)

(n3,p)=size(X3)

#Tamanho total das amostras
n=nl+n2+n3

#Vetor do tamanho das amostras dos grupos
ng=[n1;n2;n3]
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#Namero de grupos
g=size(ng,1)

#Vetor de médias para o grupo 1
MEDIAX1=mean(X1,dims=1)

#Vetor de médias para o grupo 2
MEDIAX2=mean(X2,dims=1)

#Vetor de médias para o grupo 3
MEDIAX3=mean(X3,dims=1)

#Vetor de médias dos grupos
MEDIAS=[MEDIAX1;MEDIAX2;MEDIAX3]

#Vetor de médias geral
MEDIAGERAL=mean(X,dims=1)

#Matriz de diferencas das médias dos grupos e a média geral
DIFMEDIA=MEDIAS.-MEDIAGERAL

#Matriz de diferencas das médias dos grupos e a média geral corrigida pelo
tamanho dos grupos
DIFMEDIACOR=DIFMEDIA.*ng

#Matriz de somas de quadrados dos grupos
B=DIFMEDIACOR'*DIFMEDIA

#Matriz de diferencas dos valores de cada grupo e a média de seu respectivo
grupo

DIFX1=X1.-MEDIAX1

DIFX2=X2.-MEDIAX2

DIFX3=X3.-MEDIAX3

DIF=[DIFX1;DIFX2;DIFX3]

#Matriz de somas de quadrados dos residuos
W=DIF'*DIF

#Calculo do valor de Lambda de Wilks
L=det(W)/det (B+W)

#Calculo do valor de Lambda de Wilks corrigido
Lcorrigido=-(n-1-((p+g)/2))*log(L)

#Valor critico de Qui-Quadrado
QUIQUADRAINV= quantile(Chisq(p * (g — 1)), 0.99)
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7 ANALISE DE DISCRIMINANTES

7.1 INTRODUCAO

Andlise discriminante, principalmente em problemas taxonémicos, comegou com
Fisher (1936) que afirmou: “quando duas ou mais populacdes foram medidas em varias
caracteristicas, Xy, X, ..., Xs, €Xiste especial interesse em obter fungdes lineares das
medigdes por meio das quais as populacdes sdo mais bem discriminadas”. Sneath e Sokal
(1973), ressaltaram que o propdsito de uma fungdo discriminante € minimizar a
probabilidade de uma classificagdo errada de individuos desconhecidos em seu respectivo
grupo.

O principal objetivo da analise discriminante ¢ classificar um objeto em uma de
k = 2 populagdes com base em um vetor de observagdes multivariada x desse objeto. O
termo grupo ¢ usado para representar uma populagdo ou uma amostra da populagdo. Os
dois maiores objetivos da separagdo em grupos sdo a descricdo da separacdao dos grupos,
nas quais fungdes lineares das varidveis (fungdes discriminantes) sdo usadas para
descrever a diferenga entre dois ou mais grupos, identificando a contribuicdo relativa das
p variaveis na separagdo dos grupos. O segundo objetivo ¢ a predi¢do ou alocagdo de
observagdes aos grupos nas quais funcdes lineares ou quadraticas das variaveis (funcgdes
de classificagdo) sdo empregadas para alocar uma unidade de amostra individual a um
dos grupos.

O principal problema ¢ que os métodos tradicionais de analise discriminante
assumem que as matrizes de dispersdo dos grupos sejam homogéneas (isto ¢, que todos
os conglomerados possuam o mesmo tamanho, forma e orientacdo no espago fenético), e
que os conglomerados ou grupos sigam distribuicdes normais multivariadas. Se o grupo
das matrizes de dispersdo forem iguais, entdo procedimentos de classifica¢do lineares
devem ser usados, caso contrario, procedimentos quadraticos devem ser empregados
(Sneath e Sokal, 1973).

Em andlise de discriminante o objetivo ¢ examinar o quanto € possivel distinguir
entre membros de varios grupos (ex.: tipos florestais, variedades de plantas, qualidade de
um produto etc.) baseando-se em observagdes feitas sobre eles. Andlise de discriminante
¢ entdo uma extensao de observagdes multivariadas de uma analise de varidncia comum
dentro e entre grupos. A obtencdo das variaveis discriminantes ¢ selecionada formando-
se uma ou mais combinagdes lineares na seguinte forma:

Di = dilzl + diZZZ + -+ dipr
Em que: D; é o valor (score) da fungio discriminante i; d's sdo os pesos dos coeficientes;
e z's sdo os valores padronizados das p variaveis discriminantes usadas na analise.

A possivel ordem n da fungdo discriminante (subespago) depende dos tamanhos
relativos de g, do nimero de grupos, € p, o nimero de varidveis discriminantes. Assim,
o nimero maximo possivel de fungdes ¢ uma a menos do que o numero de grupos ou
igual ao nimero de variaveis discriminantes, se houver mais grupos do que variaveis.

A andlise de discriminantes algumas vezes falha, pois o resultado da fung¢do
discriminante ndo separa muito bem os grupos, devido a dois fatores, quais sejam, os
grupos se sobrepdoem no espago de medicao escolhido, ou os grupos ndo podem ser
separados por meio da func¢ao da forma adaptada para a analise.

Se a analise de discriminantes fornece resultados insatisfatorios, devido ao
conjunto de dados conterem menos grupos identificaveis do que o conhecimento anterior
sugere, entdo a andlise de conglomerados (cluster) devera estar em primeiro lugar das
ferramentas de diagnostico.

A andlise discriminante pode ser usada para dois ou mais grupos. Exemplos de
cada situagdo estdo apresentados a seguir.
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7.2 ANALISE DE DISCRIMINANTE PARA DOIS GRUPOS

Partindo do pressuposto que as duas populagdes a serem comparadas tem a mesma
matriz variancia-covariancia (3;), mas distintos vetores de médias uq,, € Uy, em que cada
vetor y;; consiste em medidas em p varidveis, a fungdo discriminante € a combinagdo
linear dessas p variaveis que maximizam a distancia entre os dois grupos (transformados)
de vetores de médias. A combinacao linear transforma cada vetor de observagao em um
escalar.

O objetivo, entdo, ¢ desenvolver as combinagdes lineares dos X's (observagdes
multivariadas originais), criando os Y's (observagdes univariadas transformadas). Seja
considerada p;,, a média dos Y's obtidos dos X's pertencentes a populagdo m; € up, a
média dos Y's obtidos dos X's pertencentes a populagdo m,, entdo Fisher selecionou a
combinagdo linear que maximiza a distdncia quadratica entre py,, € U5, relativamente a
variabilidade dos Y's.

Proposta por Fisher, a ideia ¢ transformar as observagdes multivariadas X em
observagdes univariadas Y, tal que os Y's nas populagdes 7, e 1, sejam separadas tanto
quanto possivel. Nao é necessario assumir normalidade das populagdes, mas considera-
se que elas possuem mesma matriz de variancia-covariancia. A melhor combinag¢ao linear
vem da razdo entre o quadrado da distancia entre as médias e a variancia de Y, ou seja:

2
(ray = b2y)” _ (gﬁl ~ QIEZ)
o  C3C
Em que: y;, ¢ a media univariada da populagdo 1, obtida a partir da combinagéo linear;
Hzy € a média univariada da populagdo 2, obtida a partir da combinagéo linear; of éa
variancia univariada, obtida a partir da combinagdo linear; C’ € o vetor da combinago
linear; pu, € o vetor de médias das variaveis originais da populagdo 1; u, ¢ o vetor de

médias das varidveis originais da populagdo 2; ), ¢ a matriz varidncia-covariancia das
variaveis originais.
A funcdo discriminante linear de Fisher serd dada por:
!
Y=0X= (.U1 - #2) XX
Em que: Y ¢ a funcdo discriminante linear de Fisher; X ¢ a matriz das varaveis originais.
A F.D.L. de Fisher transforma populagdes multivariadas m; e m, em populagdes
univariadas, tais que as médias das populagdes univariadas sejam separadas, tanto o
quanto possivel, relativamente a variancia populacional considerada comum.
Para o caso de amostras, a F.D.L. de Fisher ¢ dada por:
5 A T — \/ -1
7=CX=(X,-X,)5,7'X
> 1 n . S 1 n .

Em que: X;= n—lZiil Xin (estima py); X, = n—ZZiﬁlXiz (estima H2); Sp =
(n1—1)51+(n2—1)52
nit+n,—2
v A e 1l o Ve —ifo o\ Ti4T
C'Y.C; Ponto médio: i = 5(§1 + Kz) Sy 1()_(1 +)_(2) = %

Dada uma nova observacao multivariada (X)), esta pode ser classificada obtendo-

(estima Y); Médias: X, y=C'X, e X,y =C'X,; Variancia: S2 =

se:
?o = Q'X = (Xl - )_?z)lsp_l)_(o
Em que: ¥, é um escalar obtido a partir da F.D.L.
Com o valor da F.D.L. de Fisher para uma nova observagdo X, considerando o
ponto médio (M) entre as duas populagdes univariadas, tem-se que:
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m = %(X1 + Xz)lsp_l()_?1 + )_?2) = %
As regras de alocagdo para classificagdo de uma nova observacao sao:
Yy = m alocar X, em m,
Y, < m alocar X, em 7,

Na Figura 7.1 esta ilustradra a separagdo de dois grupos bivariados normais com
duas varidveis (p = 2) em uma dimensao simples representada pela fungdo discriminante
(Y). Nesta ilustracdo as matrizes de variancia-covariancia sio iguais. A combinag¢ao linear
projeta os pontos multivariados das observacdes das duas varidveis originais para a linha
6tima de separacdo univariada dos dois grupos. Como as duas varidveis originais sao
consideradas bivariadas normais, a combinacao linear serd uma normal univariada.

)/

X

Figura 7. 1: Analise discriminante para dois grupos e duas variaveis originais. Dois
conjuntos de elipses concéntricas representando a sobreposi¢do bivariada para os dois
grupos.

Exemplo 7.1

A seguir estd apresentado um exemplo de andlise de discriminante onde se
comparou dois componentes da biomassa de arvores de acdcia-negra (grupos),
denominados de biomassa do fuste (madeira e casca) e copa (galhos e folhas). Cinco
variaveis energéticas, usualmente utilizadas em andlises de qualidade da biomassa para
energia, foram avaliadas. O experimento foi conduzido na regido de Piratini (RS), cujos
dados apresentados na Tabela 7.1.

Uma nova observagio X;=1[045 683 264 3,2 510041] sera
classificada no exemplo se pertencente a amostra da copa ou do fuste.

A andlise discriminante linear de Fisher foi aplicada com o objetivo de avaliar a
separag¢ao entre duas populagdes multivariadas descritas por cinco varidveis quantitativas.
Inicialmente, estimaram-se os vetores de médias das populacdes, obtendo-se para a
Populagio 1 (copa) o vetor médio X; =[0,50 69,33 27,43 3,24 5113,53] e,
para a Populacio 2 (fuste), X, =[0,45 7598 22,80 1,22 4499,58]. Esses
valores evidenciam diferencas claras entre os grupos, sobretudo nas variaveis 2, 3,4 e 5,
indicando perfis médios distintos.

Assumindo-se igualdade das matrizes de varidncia-covariancia, foi calculada a
matriz de varidncia-covaridncia (S,) comum e, a partir dela, construiu-se a fungdo
discriminante linear de Fisher. A fun¢ao obtida foi dada pelo vetor de coeficientes
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Y=[216 -21,25 -21,16 —20,30 0,00206], revelando que as variaveis 2, 3 e
4 exercem maior influéncia na discriminag¢do entre as populacdes, todas com pesos
negativos e de magnitude relativa.

A projecdo dos vetores médios das populacdes nessa dimensdo discriminante
resultou em médias univariadas iguais a Y; = —2108,01 para a Populagio 1 ¢ Y, =
—2111,79 para a Populagdo 2. A varidncia comum associada a essa proje¢do foi S5 =
3,78, indicando uma dispersdo consideravel em torno das médias projetadas. O ponto de
corte Otimo para classificagdo, definido como o ponto médio entre as médias
discriminantes, foi m = —2109,90.

Tabela 7.1: Resultados obtidos para a biomassa do fuste e copa e cinco variaveis
energéticas, com 21 repeti¢des cada.

COMPONENTE COPA COMPONENTE FUSTE

! YI Y2 Y3 Y4 Y5 Yl Y2 Y3 Y4 Y5

I 047 68,62 28,10 3,29 5433,00 0,40 7598 23,08 0,94 4563,00
2 047 69,02 27,85 3,14 523500 0,44 77,52 21,45 1,04 4601,00
3 048 69,10 27,67 3,23 5092,24 0,40 7594 22,69 137 4568,00
4 051 69,10 27,67 3,23 509224 0,43 7521 23,40 1,40 4518,57
5 053 69,13 28,23 2,64 5312,00 0,45 7597 23,14 0,89 4659,00
6 0,55 69,10 27,67 3,23 5092,24 0,45 75,85 22,89 1,25 4552,00
7 045 69,10 27,67 3,23 5092,24 0,46 7542 23,44 1,14 4508,00
& 050 69,10 27,67 3,23 5092,24 0,48 77,08 21,93 0,99 4481,00
9 054 71,19 25,52 3,29 4991,00 0,44 77,53 21,37 1,10 4522,00
10 0,57 70,68 27,19 2,13 5018,00 0,41 77,07 22,05 0,88 4412,00
11 0,50 69,17 27,44 3,39 5157,00 0,42 76,05 22,47 1,47 4449,00
120,51 69,10 27,67 3,23 5092,24 0,43 7521 23,40 1,40 451857
13 0,66 69,10 27,67 3,23 5092,24 0,44 75,07 23,59 1,35 4549,00
14 0,50 67,48 29,47 3,05 5121,00 0,57 7521 23,40 1,40 4620,00
15 0,44 69,10 27,67 3,23 5092,24 0,32 73,64 24,73 1,63 4541,00
16 0,48 68,63 27,51 3,86 5168,00 0,35 75,02 23,58 1,40 4469,00
17 0,58 69,10 27,67 3,23 5092,24 0,44 75,66 2292 1,42 4411,00
18 0,40 69,75 2633 3,92 5112,00 0,39 75,64 2338 0,98 4487,00
19 041 70,67 2599 3,34 4945,00 0,34 7520 23,32 1,49 4406,00
20 042 70,30 26,14 3,57 5059,00 0,47 77,08 21,88 1,03 4386,00

21 0,56 6941 27,19 3,40 5003,00 0,40 78,15 20,71 1,14 4270,00
Em que: Y1 = densidade basica (kg/m?), Y2 = teor de materiais volateis (%), Y3 = teor
de carbono fixo (%), Y4 = teor de cinzas (%) e Y5 = poder calorifico superior (kcal/g).

Com base nesses valores, estimou-se a probabilidade de classifica¢do
incorreta a partir da distribui¢do normal padrdo, resultando em uma probabilidade total
de erro de aproximadamente 33,11%. Esse valor relativamente elevado indica a
sobreposi¢ao das distribui¢des univariadas das duas populagdes no eixo discriminante, o
que foi confirmado pela analise grafica das densidades normais associadas a cada grupo
(Figura 7.2).

A funcdo discriminante foi utilizada para a classificacdo de uma nova observacao
X} O valor discriminante obtido foi ¥y = —2063,63, o qual se mostrou maior no ponto
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de corte m = —2109,90. Dessa forma, a nova observacdo foi classificada como
pertencente a Populacdo 1 (copa). Esse resultado € consistente com o perfil multivariado
da observacdo, que apresenta maior proximidade com as médias dessa populagdo. A
analise discriminante linear evidenciou diferengas multivariadas relevantes entre os
grupos e forneceu um critério objetivo de classificagdo, ainda que com uma taxa de erro
moderada decorrente da sobreposi¢do entre as populacdes.

0.10

0.00

-2130 -2120 -2110 -2100 -2090

Figura 7.2: Densidades normais associadas a cada grupo (Copa — populagao 1 e Fuste —
populacao 2).

7.3 ANALISE DE DISCRIMINANTE PARA VARIOS GRUPOS

Na andlise discriminante para varios grupos (tratamentos) o objetivo ¢ encontrar
combinagdes lineares das varidveis que melhor separam os grupos com observacdes
multivariadas. A analise de discriminante para varios grupos pode servir a varios
propdsitos, quais sejam examinar a separagdo de grupos em um grafico bidimensional;
encontrar um subconjunto das variaveis originais que separam os grupos tao bem quanto
o conjunto original de dados; ordenar as varidveis em termos de sua relativa contribui¢do
na separagdo dos grupos; interpretar as novas dimensdes representadas pelas fungdes
discriminantes; classificar uma nova observacdo ou complementar uma MANOVA dos
efeitos dos grupos.

O método de discriminacdo anteriormente discutido pode ser estendido para
diversas populacdes. Para varios grupos com n observacdes em cada um deles, cada vetor
de observagao multivariado ¢ transformado para se obter um novo vetor e suas respectivas
médias transformadas. Nesse caso, a generalizacdo multi-grupal no caso de duas
populagdes pode ser obtida por:

!
¢ (i -B)(-B)]c cBc
DY YA
Em que: C ¢ o vetor da combinag¢do linear, que correspondem aos autovetores; B, ¢ a
matriz varidncia-covariancia entre os grupos (sem considerar o nimero de observagdes);
Y. ¢ a matriz variancia-covariancia dentro dos grupos.

Para varios grupos ¢ utilizada a razdo matriz B, e W, que correspondem as
matrizes de matriz varidncia-covariancia entre e dentro dos grupos. Esta razdo mede a
variabilidade entre os grupos de valores Y concernente a variabilidade comum dentro dos
grupos. Este método ndo necessita da suposi¢do de que as diversas populacdes sejam
normais, entretanto, ¢ assumido que as matrizes de covariancias populacionais ). sejam
iguais, ou seja, Y31 = Xp = = ).

O numero de fungdes (s) sera dado por s < min(g — 1, p), em que g € o nimero
de grupos € p é o nimero de varidveis. A partir da matriz Y, "1B, sdo extraidos os
autovalores A; > A, >, ...,= Ay = 0. Os autovetores eq, €,, ..., € que correspondem aos
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autovalores, sdo escalonados, tal que e'Y.e = 1, gerando as combinagdes lineares de Y
(fungdes discriminantes).
A primeira combinagdo linear e; X ¢ denominada primeira discriminante. O vetor
.. . C'ByC
€, que maximiza a razdo ‘-
combinacdo linear e;X, que gera a segunda discriminante ¢ assim sucessivamente,
obtém-se as demais funcdes. Essas fungdes discriminantes ndo sdo correlacionadas e,
também, ndo sdo ortogonais, porque Y. ~'B, ndo é uma matriz simétrica. Importante
salientar que as fung¢des discriminantes sdo correspondentes aos autovalores e ndo aos
grupos.
As estimativas de ), e y; sdo obtidas a partir de amostras aleatorias de tamanhos

com a condi¢do de que cov(CiX,C;X) =0, é a

n; das populagdes m;(i = 1,2, ..., g), sendo que:
= 1 @n; .
X; = n_iZ;;lXif estima y;

— g n;
YLonX, i XL Xy
Zkiq=1nl' Z‘iq=1nl'
A matriz soma de produtos cruzados (variacdo entre grupos amostrais), sem

considerar o tamanho das amostras, ¢ dada por:
g

Bo=) (%,-%)(X,-%)
i=1
O estimador da matriz ), ¢ obtido com base na matriz W (variacdo dentro dos

grupos amostrais):
g
=)
i=1

Consequentemente:
w (= DS+ (ny = DS, + -+ (ng — 1), g
n+n,+o+n,—g n AN+ +n,—g o

X = estima u, média geral

ni

()_(ij - Xl) (&j - Xi)’
=1

J

W = (n1 +n,+-+ny —g)Sp
Uma vez obtida a matriz W ~1 B, nos passos seguintes sio obtidos os autovalores
e autovetores. Para se obter as fungdes discriminantes deve-se escalonar os autovetores,
multiplicando-se por uma constante k:
e'Se=1

(ke')Sp(ke) =1
k?(e'Spe) =1
1

V€'Spe

O novo autovetor escalonado ¢ dado por:

Cesc = ke

Os vetores escalonados obtidos correspondem aos coeficientes das fungdes
discriminantes nao padronizadas.

No procedimento anterior (duas populagdes) a contribuicao relativa da funcao
discriminante na separagao dos grupos era avaliada pela comparagdo dos coeficientes na
funcdo discriminante. Tais compara¢des sdo meramente informativas, quando as

k =
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variaveis foram medidas na mesma escala. Se esse ndo for o caso, deve-se obter
coeficientes que sdo aplicaveis a varidveis padronizadas.

Importante salientar que os autovalores e autovetores da matriz W =1 B, podem ser
obtidos a partir dos dados originais padronizados. A funcdo discriminante padronizada é
dada por:

Cose = (diagonal Sp)o'5 €esc

Para a obtengdo da importancia relativa de cada funcdo discriminante deve-se
calcular novamente a matriz W~1B, s6 que, neste caso, B serd multiplicado pelos
tamanhos das amostras n;, o que corresponde ao mesmo procedimento utilizado na
aplicagdo da MANOVA. A importancia relativa de cada funcdo (IR;) pode ser obtida
considerando cada autovalor como parte do total, ou seja:

Ai
IR, = &3 100
i=1Ai

Por esse critério, duas ou trés fungdes discriminantes serdo suficientes para
descrever a diferenga entre os grupos. As func¢des discriminantes associadas a pequenos
autovalores podem ser desconsideradas. Testes de significancia e correlagdes canonicas
para cada funcdo discriminante podem ser obtidos, para auxiliar na escolha das func¢des a
serem utilizadas.

A pergunta que se apresenta agora ¢: quao bem as variaveis separam os grupos?
Anteriormente na MANOVA foi calculado o teste de Roy. A raiz quadrada da estatistica
de Roy serve como uma medida de associagdo. Essa estatistica ¢ a correlagdo méaxima
entre a primeira fun¢do discriminante e a melhor combinagdo das varidveis medidas,
podendo ser estendida para as demais fungdes. A estatistica de Roy corresponde a razdo

A

. Entdo, a correlagdo candnica para cada fun¢do discriminante ¢ dada por:

N\ 05
1
’r‘. =
' <1+M)
Outra questdo que surge ¢ o calculo da significancia das fungdes, que pode ser
obtida por meio do teste de Wilks lambda. O critério de discriminagdo L = % ¢

maximizado por A;, o maior autovalor de W ~1B, sendo que os autovalores remanescentes
correspondem as demais dimensdes discriminantes. Estes autovalores sdo os mesmos que
os obtidos quando da ralizagdo da MANOVA, e permitem avaliar as diferencas entre os
vetores de médias dos grupos.

Para cada fun¢do discriminante, o calculo de Wilks lambda ¢ dado por:

1
— S
Ll - =1 1+7\i’
s 1 ~ . .
L, =1l;=, T baraa segunda fungdo, e assim sucessivamente.
i
Ap6s o célculo de Wilks — L;, ¢ efetuado o teste de significAncia por meio do teste
x? (Qui-quadrado) aproximado de Bartlett, baseado no critério de Wilk’s, para cada

funcao.

para a primeira fung¢ao.

1
Xi=- n—1-3 @+q|nk

Em que: n ¢ o nimero total de observagdes; p ¢ o numero de variaveis; g ¢ o numero de
grupos —1; In L; ¢ o logaritmo neperiano de L;.

O Qui-quadrado calculado é entdo comparado com a distribui¢do de y? a um
determinado nivel de probabilidade estabelecido. Os graus de liberdade para cada fungao
sdo dados por:
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gi=(@-m+1)(q—m)
Em que: m corresponde a ordem da aplicacio do teste de y? para cada funcdo
discriminante (fun¢do 1 m = 1, funcdo 2 m = 2, e sucessivamente).
Outra questdo refere-se a avaliacdo da contribuicao de cada variavel na separagao
dos grupos, sem considerar a dependéncia conjunta das variaveis. Para tanto, a matriz de
estruturas (me) pode ser utilizada. Esta matriz pode ser calculada como:

R, = [(diagonal S,,)O'S]_1 Sp [(diagonal Sp)OIS]_l

C = €pqc (diagonal Sp)o'5
me =R, c’

Como etapa final, pode-se calcular os escores das fungdes padronizadas, que sdo
obtidos pela multiplicag¢do dos coeficientes pela matriz de dados padronizada. Com esses
valores € possivel obter graficos que representam os grupos com seus respectivos
centrdides em um espago bidimensional.

Uma sintese da andlise discriminante esta descrita a seguir:

- Organizagao e defini¢cdo dos dados

- Padronizacdo das variaveis

- Vetores médios dos grupos e média geral

- Matrizes de variancia—covariancia

- Matrizes de variagao entre e dentro dos grupos

- Numero de fungdes discriminantes

- Autovalores das func¢des discriminantes

- Importancia das fungdes discriminantes

Variancia explicada
Correlagdo canonica
Teste de significancia — Lambda de Wilks
- Coeficientes das fung¢des discriminantes
- Autovetores escalonados
- Coeficientes Nao padronizados
- Coeficientes padronizados
- Matriz de estruturas
- Escores discriminantes e centroides, representacao grafica

Exemplo 7.2

A seguir esta apresentado um exemplo de andlise de discriminante, no qual se
comparou trés idades de acacia-negra (grupos/tratamentos), cada idade com quatro
variaveis energéticas usualmente utilizadas em analises de qualidade da biomassa da copa
para energia. O experimento foi conduzido na regido de Piratini (RS), sendo os dados
apresentados na Tabela 7.2.

A andlise discriminante linear foi conduzida com o objetivo de avaliar a
capacidade de separacdo entre trés grupos, cada um composto por dez observagdes,
considerando quatro variaveis explicativas. O numero maximo de fun¢des discriminantes
possiveis ¢ dado pelo menor valor entre o nimero de variaveis € o numero de grupos
menos um. Assim, foram extraidas duas func¢des discriminantes canonicas.

Inicialmente, os dados foram padronizados, de modo que cada varidvel
apresentasse média zero e desvio-padrdo unitario no conjunto total de observagoes. Esse
procedimento garante que todas as varidveis contribuam de forma equivalente para a
andlise, evitando que as diferencas de escala influenciem os resultados.

Em seguida, foram calculados os vetores médios padronizados de cada grupo, os
quais representam os centrdides no espaco multivariado. A andlise desses centroides



201

revelou padrdes claros de diferenciacdo entre os grupos, indicando que o primeiro grupo
se associa a valores relativamente mais elevados de determinadas varidveis, enquanto o
terceiro grupo apresenta comportamento oposto, com o segundo grupo ocupando uma
posi¢do intermedidria. Esses resultados iniciais ja sugerem a existéncia de separacdo
multivariada consistente entre os grupos.

Tabela 7.2: Resultados obtidos para trés idades (anos) e quatro varidveis energéticas,
com 10 repeticdes cada.

Grupo Rep Y1 Y2 Y3 Y4
1 1 0,47 68,62 28,10 5433,00
1 2 0,47 69,02 27,85 5235,00
1 3 0,48 69,10 27,67 5092,24
1 4 0,51 69,10 27,67 5092,24
1 5 0,53 69,13 28,23 5312,00
1 6 0,55 69,10 27,67 5092,24
1 7 0,45 69,10 27,67 5092,24
1 8 0,50 69,10 27,67 5092,24
1 9 0,54 71,19 25,52 4991,00
1 10 0,57 70,68 27,19 5018,00
2 1 0,49 73,44 24,92 4694,00
2 2 0,51 74,27 23,93 4759,00
2 3 0,49 74,46 23,53 4870,00
2 4 0,57 72,28 24,97 4691,00
2 5 0,56 72,37 25,12 4776,00
2 6 0,55 70,23 26,77 4878,00
2 7 0,52 73,49 23,83 4724,00
2 8 0,56 72,39 24,89 4815,00
2 9 0,54 73,16 24,37 4705,00
2 10 0,51 72,62 23,95 4855,00
3 1 0,56 80,99 18,50 4434,00
3 2 0,58 74,21 23,69 4442.,00
3 3 0,51 73,77 24,34 4705,00
3 4 0,64 76,84 21,61 4613,00
3 5 0,54 74,01 23,99 4682,00
3 6 0,52 72,19 25,79 4708,00
3 7 0,34 71,55 25,49 4683,00
3 8 0,59 73,32 24,41 4653,83
3 9 0,52 77,53 21,59 4607,00
3 10 0,58 74,73 23,30 4607,00

Em que: Y1 = densidade basica (kg/m?), Y2 = teor de materiais volateis (%), Y3 = teor
de carbono fixo (%) e Y4 = poder calorifico superior (kcal/g)

A variabilidade interna dos grupos foi sintetizada por meio da matriz de
covariancia combinada, calculada a partir das matrizes de covariancia individuais de cada
grupo. Na sequéncia foi calculada a matriz de dispersdo entre grupos, que quantifica o
grau de afastamento entre os centrdides dos grupos no espago padronizado. A comparagio
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entre essas duas fontes de variabilidade indicou que a separagdo entre grupos ¢ expressiva
quando comparada a variabilidade dentro dos grupos.

A partir da matriz W ~!B foram obtidos quatro autovalores, dos quais apenas dois
foram utilizados. O primeiro autovalor (5,12) foi maior que o segundo (0,10), indicando
que a maior parte da discriminacdo entre os grupos ¢ explicada por uma unica fungao
discriminante, pois a primeira funcdo foi responsavel por aproximadamente 98% da
variancia discriminante total, enquanto a segunda explicou 2% do total.

A correlag@o canonica associada a primeira fungdo discriminante apresentou valor
de 0,92 e a segunda func¢do apresentou correlagcdo canonica de 0,31. O teste Lambda de
Wilks indicou significancia estatistica apenas para a primeira fun¢ao discriminante.

Na etapa seguinte, foram obtidos os coeficientes das fun¢des discriminantes, tanto
em sua forma ndo padronizada quanto padronizada. Os coeficientes ndo padronizados sao
uteis para fins de classificacdo de novas observagdes, ao passo que os coeficientes
padronizados permitem comparar a importancia relativa das variaveis na formagao das
funcdes discriminantes.

A interpretacdo das fungdes discriminantes foi efetuada com base na matriz de
estrutura, que expressa as correlagdes entre as variaveis originais e as funcdes
discriminantes. Essa matriz revelou que a primeira fun¢ao discriminante absorve todas as
variaveis, em especial a varidvel Y4 (poder calorifico superior). A segunda fung¢do, por
sua vez, apresentou correlagdes menores, absorvendo variagcdes secunddrias entre os
grupos, sem relevancia estatistica significativa.

Os escores discriminantes foram obtidos a partir das fun¢des padronizadas e
utilizados na construcao do grafico. Este grafico revelou uma separagado visual clara entre
os grupos ao longo da primeira fun¢do discriminante, com centrdides bem afastados e
minima sobreposi¢cdo. Considerando que a varidvel Y4 (poder calorifico superior) foi a
de maior importancia, cumpre salientar que o grupo 1 foi o que apresentou a maior média
para esta variavel (5.145,1 kcal/g).

De forma geral, os resultados indicam que a analise discriminante linear foi eficaz
na separa¢do dos grupos avaliados. A discriminagdo entre os grupos ¢ efetuada por uma
unica funcdo discriminante, estatisticamente significante e responsavel pela quase
totalidade da variancia explicada.

7.4 CLASSIFICACAO DE UMA NOVA OBSERVACAO E AVALIACAO DAS
TAXAS DE ACERTO

Os aspectos descritivos na analise discriminante envolvem a separagdo entre
grupos por meio das fungdes discriminantes. A alocagdo de observagdes aos grupos, que
representa o aspecto preditivo da andlise discriminante ¢ chamada de analise de
classifica¢do, para distinguir dos aspectos descritivos. Alguns autores usam o termo
analise de classificagdo para descrever andlise de agrupamentos (Cluster), na qual as
observacgdes sdo agrupadas de acordo com os valores das variaveis, ao invés de em grupos
pré-definidos.

A classificacdo de uma nova observagdo (X)) pode ser feita por meio da avaliacao
dos valores discriminantes gerados pelas fungdes obtidas, que propiciam a menor
distancia euclidiana entre os centroides de cada grupo. Para tanto, calcula-se as distancias
euclidianas entre todos os centroides dos grupos e a menor distancia serd a que define o
grupo ao qual a nova observagao pertence. As distancias podem ser obtidas por:
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d(xy) =

Em que: x ¢ o vetor da observagdo a ser classificada; y ¢ o vetor do centrdide de cada
grupo.

A efetividade da avaliacdo das fungdes discriminantes na separacao em grupos ¢
avaliada pelo uso de testes de significancia ou pela importancia de cada autovalor. Para
julgar a habilidade dos procedimentos de classificacdo para predizer a classificacdo em
grupos normalmente ¢ usado a probabilidade de classificagdo errada, que é conhecida
como taxa de erro. Também ¢ possivel utilizar seu complemento, a taxa de acerto.

Uma simples estimativa da taxa de erro pode ser obtida aplicando-se o
procedimento de classificacdo nos mesmos dados que foram utilizados para calcular as
funcdes. Cada observagdo ¢ submetida as fungdes de classificagdo e alocadas a um grupo.
As classificagdes corretas e incorretas sao contadas. A proporcao de classificacdo erradas
¢ chamada de taxa aparente de erro. Os resultados s3o convenientemente mostrados em
uma tabela de classificagdo ou matriz de confusao.

Supondo que existem dois grupos (G1 e G2), dentro das n,; observagdes do grupo
1 (G1), ny; ¢ o numero de classificacdes corretas em G1 e ny; € o nimero de
classificagdes erradas em G2, em que ny; = ny; + ny,. De modo similar, dentro das n,
observagoes de G2, n,, ¢ o numero de classifica¢des erradas em G1 ¢ n,, ¢ o nimero de
classificagdes corretas em G2, em que n, = n,; + Nn,,. Desta forma tem-se a taxa
aparente de erro (TE), dada por:

Ny + Ny,

TE = ——
n, +n,
Ny + Ny,

TE =
Ny + Ny +Nyp + 1y,

Os resultados das classificagdes podem ser sumarizados em uma tabela,
denominada de Matriz de Confusao (Tabela 7.3).

Tabela 7.3: Matriz de confusdo para dois grupos.

Grupo original Nimero de Grupo predito
observagoes Grupo 1 Grupo 2
Grupo 1 n - ey
Grupo 2 n, Ty o

Este procedimento pode ser estendido para mais do que dois grupos.

Exemplo 7.3
Para os dados apresentados na Tabela 7.2 a matriz de confusao ¢ a seguinte:
Grupo original Numero de Grupo predito
observagdes Grupo 1 Grupo 2 Grupo 3
Grupo 1 10 10 0 0
Grupo 2 10 0 8 2
Grupo 3 10 0 2 8

A matriz de confusdo resultou em uma taxa aparente de erro de 13,33%.
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A classificacdo de uma nova observagcdo com os valores das varidveis X, =
[0,62 76,78 21,62 4614,11] resultou como sendo do grupo 2.

7.5 ANALISE DISCRIMINANTE PARA DUAS POPULACOES NO MATLAB

#Solugédo do exemplo 7.1
% MATRIZ DE DADOS DA POPULACAO 1

X1l =
0.47 68.62 28.1 3.29 5433
0.47 69.02 27.85 3.14 5235
0.48 69.1 27.67 3.23 5092.2
0.51 69.1 27.67 3.23 5092.2
0.53 69.13 28.23 2.64 5312
0.55 69.1 27.67 3.23 5092.2
0.45 69.1 27.67 3.23 5092.2
0.5 69.1 27.67 3.23 5092.2
0.54 71.19 25.52 3.29 4991
0.57 70.68 27.19 2.13 5018
0.5 69.17 27.44 3.39 5157
0.51 69.1 27.67 3.23 5092.2
0.66 69.1 27.67 3.23 5092.2
0.5 67.48 29.47 3.05 5121
0.44 69.1 27.67 3.23 5092.2
0.48 68.63 27.51 3.86 5168
0.58 69.1 27.67 3.23 5092.2
0.4 69.75 26.33 3.92 5112
0.41 70.67 25.99 3.34 4945
0.42 70.3 26.14 3.57 5059
0.56 69.41 27.19 3.4 5003

$ MATRIZ DE DADOS DA POPULAGCAO 2

X2 =
0.4 75.98 23.08 0.94 4563
0.44 77.52 21.45 1.04 4601
0.4 75.94 22.69 1.37 4568
0.43 75.21 23.4 1.4 4518.6
0.45 75.97 23.14 0.89 4659
0.45 75.85 22.89 1.25 4552
0.46 75.42 23.44 1.14 4508
0.48 77.08 21.93 0.99 4481
0.44 77.53 21.37 1.1 4522
0.41 77.07 22.05 0.88 4412
0.42 76.05 22.47 1.47 4449
0.43 75.21 23.4 1.4 4518.6
0.44 75.07 23.59 1.35 4549
0.57 75.21 23.4 1.4 4620
0.32 73.64 24.73 1.63 4541
0.35 75.02 23.58 1.4 4469
0.44 75.66 22.92 1.42 4411
0.39 75.64 23.38 0.98 4487
0.34 75.2 23.32 1.49 4406
0.47 77.08 21.88 1.03 4386
0.4 78.15 20.71 1.14 4270



% MATRIZ DE DADOS GERAL

X=[X1;X2]
X =

.47
.47
.48
.51
.53
.55
.45
0.5
0.54
0.57

0.5
0.51
0.66

0.5
0.44
0.48
0.58

0.4
0.41
0.42
0.56

0.4
0.44
0.4
.43
.45
.45
.46
.48
.44
.41
.42
.43
.44
.57
.32
.35
.44
.39
.34
.47
0.4

O OO OO oo

[oNoNoNoNoNoNoNoBoloNoNoNoNoloNoNe]

o

MIl=mean (X1)
MI1 =

0.50143
MI2=mean (X2)
MI2 =

0.42524

$ MATRIZ VARIANCIA COVARIANCIA

S=cov (X)

68.
69.

62
02

69.1
69.1

69.

13

69.1
69.1
69.1

71.
70.
69.

19
68
17

69.1
69.1

67.

48

69.1

68.

63

69.1

69.
70.

75
67

70.3

69.
75.
7.
75.
75.
75.
75.
75.
7.
7.
7.
76.
75.
75.
75.
73.
75.
75.
75.

41
98
52
94
21
97
85
42
08
53
07
05
21
07
21
64
02
66
64

75.2

7.
78.

% MEDIAS DAS POPULACOES

08
15

69.331

75.976

28.1

27.
27.
27.
28.
27.
27.
27.
25.
27.
27.
.67
27.
29.
27.

27

27

22

85
67
67
23
67
67
67
52
19
44

67
47
67

.51
27.
26.
25.
26.
27.
23.
21.

67
33
99
14
19
08
45

.69

23.4

23.
22.
23.
21.
21.
22.
22.

14
89
44
93
37
05
47

23.4

23.

59

23.4

24.
23.
22.
23.
23.
.88
20.

21

73
58
92
38
32

71

27.428

22.801

.29
.14
.23
.23
.64
.23
.23
.23
.29
.13
.39
.23
.23
.05
.23
.86
.23
.92
.34
.57
3.4
0.94
1.04
1.37

1.4
0.89
1.25
1.14
0.99

1.1
0.88
1.47

1.4
1.35

1.4
1.63
1.4
.42
.98
.49
.03
.14

WWWWwWwWwWwWwwwwdDwwwwhhwwww
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3.2424

1.2243

5433
5235
5092.2
5092.2
5312
5092.2
5092.2
5092.2
4991
5018
5157
5092.2
5092.2
5121
5092.2
5168
5092.2
5112
4945
5059
5003
4563
4601
4568
4518.6
4659
4552
4508
4481
4522
4412
4449
4518.6
4549
4620
4541
4469
4411
4487
4406
4386
4270

5113.5

4499.6
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S =
0.0047935 -0.12351 0.090585 0.032903
-0.12351 12.2 -8.671 -3.5295
0.090585 -8.671 6.2748 2.3969
0.032903 -3.5295 2.3969 1.1328
12.418 -1085.3 769.2 316.32
$ FUNGAO DISCRIMINANTE LINEAR DE FISHER
Y=(MI1-MI2) *inv (S)
Y =
2.1621 -21.252 -21.161 -20.297

% MEDIA DAS POPULACOES UNIVARIADAS
MI1Y=Y*MI1'
MIlY =
-2108
MI2Y=Y*MI2'
MI2Y =
-2111.8

206

12.418
-1085.3
769.2
316.32
1.0614e+05

0.0020578

$ MATRIZ VARIANCIA COVARIANCIA DAS POPULAGOES UNIVARIADAS

VY=Y*S*y'
VY =
3.7783

% PONTO MEDIO ENTRE AS POPULACOES UNIVARIADAS
m= (MI1Y+MI2Y) /2
m:

-2109.9

$ GRAFICO DAS FUNCOES UNIVARIADAS

x = -2130 : 0.1 : -2090;

yl = (1/((sqrt(VY))* (sqrt(2*pi))))*exp(-0.5% (((x-
MI1Y)/ (sqrt(VY)))."2));

y2 = (1/((sqrt(VY))* (sqrt(2*pi))))*exp (-0.5% (((x-
MI2Y)/ (sqrt(VY)))."2));

plot(x,yl, x,y2)

0.25

o2 f\ f\
J| 1
/

0.15 ﬁ \
01} | \
0.05 / \

0 . . R .
2130 2125 -2120 -2115 -2110 -2105 -2100 -2095 -2090

$ PROBABILIDADE DE CLASSIFICACAO ERRADA
z=(m- MI1Y)/sqgrt (VY)
Z:

-0.97189
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AREA=normcdf (z,0,1)
AREA =
0.16555
p=AREA*2
p =
0.3311

$ ALOCACAO DE UMA NOVA OBSERVACAO
X0=[0.45 68.3 26.4 3.2 5100.41]
X0 =

0.45 68.3 26.4 3.2 5100.4
YO=Y*X0"'

Y0 =
-2063.8

7.6 ANALISE DISCRIMINANTE PARA VARIAS POPULACOES NO MATLAB

VALORES DAS VARIAVEIS PARA CADA GRUPO

o°

X1l =
0.47 68.62 28.1 5433
0.47 69.02 27.85 5235
0.48 69.1 27.67 5092.2
0.51 69.1 27.67 5092.2
0.53 69.13 28.23 5312
0.55 69.1 27.67 5092.2
0.45 69.1 27.67 5092.2
0.5 69.1 27.67 5092.2
0.54 71.19 25.52 4991
0.57 70.68 27.19 5018

X2 =
0.49 73.44 24.92 4694
0.51 74.27 23.93 4759
0.49 74.46 23.53 4870
0.57 72.28 24.97 4691
0.56 72.37 25.12 4776
0.55 70.23 26.77 4878
0.52 73.49 23.83 4724
0.56 72.39 24.89 4815
0.54 73.16 24 .37 4705
0.51 72.62 23.95 4855

X3 =
0.56 80.99 18.5 4434
0.58 74.21 23.69 4442
0.51 73.77 24.34 4705
0.64 76.84 21.61 4613
0.54 74.01 23.99 4682
0.52 72.19 25.79 4708
0.34 71.55 25.49 4683
0.59 73.32 24.41 4653.8
0.52 77.53 21.59 4607
0.58 74.73 23.3 4607

% MATRIZ DE DADOS GERAL

X = [X1l; X2; X3]

X =
0.47 68.62 28.1 5433
0.47 69.02 27.85 5235

0.48 69.1 27.67 5092.2



0.51 69.1
0.53 69.13
0.55 69.1
0.45 69.1
0.5 69.1
0.54 71.19
0.57 70.68
0.49 73.44
0.51 74.27
0.49 74.46
0.57 72.28
0.56 72 .37
0.55 70.23
0.52 73.49
0.56 72.39
0.54 73.16
0.51 72.62
0.56 80.99
0.58 74.21
0.51 73.77
0.64 76.84
0.54 74.01
0.52 72.19
0.34 71.55
0.59 73.32
0.52 77.53
0.58 74.73
$ NUMERO DE GRUPOS
g=3;

o

]

mediaX = mean (X)
mediaX =
0.525 72.4
desvX = std (X)
desvX =
0.054187 2.908
7zl = (X1 - mediaX) ./ desvX
z1l =
-1.015 -1.2997
-1.015 -1.1622
-0.83046 -1.1347
-0.27682 -1.1347
0.092273 -1.1244
0.46137 -1.1347
-1.3841 -1.1347
-0.46137 -1.1347
0.27682 -0.41597
0.83046 -0.59135
72 = (X2 - mediaX) ./ desvX
722 =
-0.64591 0.35774
-0.27682 0.64316
-0.64591 0.7085
0.83046 -0.04115
0.64591 -0.010202

27.
28.
27.

27

27.
25.
27.
24.
23.
23.
24.
25.
26.
23.

24

24.
23.

1

23.
24.

21

23.
25.
25.
24.
21.

2

MATRIZ DE DADOS PADRONIZADOS

25.

2.2

1.2
1.1

I o N S S S =

0.1
0.90

-0.097
-0.
-0.70
-0.075
-0.0092

67
23
67
.67
67
52
19
92
93
53
97
12
77
83
.89
37
95
8.5
69
34
.61
99
79
49
41
59
3.3

141

763

999
901

111
111
.357
111
111

111
665
014

087
532
773
122
255

0
0

5092.2
5312
5092.2
5092.2
5092.2
4991
5018
4694
4759
4870
4691
4776
4878
4724
4815
4705
4855
4434
4442
4705
4613
4682
4708
4683
4653.8
4607
4607

4845.1

248.76

.3634
.5675
.9936
.9936
1.877
0.9936
0.9936
0.9936
.58663
.69517

OO N

.60727
.34598
.10023
.61933
.27764
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0.46137 -0.74609
-0.092273 0.37494
0.64591 -0.0033241
0.27682 0.26146
-0.27682 0.075767

73 = (X3 - mediaX) ./ desvX

723 =

0.64591 2.954
1.015 0.62253
-0.27682 0.47122
2.1223 1.5269
0.27682 0.55375
-0.092273 -0.072099
-3.4141 -0.29218
1.1996 0.31648
-0.092273 1.7642
1.015 0.80134

% VETORES MEDIOS DOS GRUPOS
MIX1 = mean (Z1)

MIX1 =
-0.33218
MIX2 = mean (Z2)
MIX2 =
0.092273
MIX3 = mean (Z3)
MIX3 =
0.23991

-1.0267

0.16208

0.864061

0.71563
-0.57593
-0.11027
-0.33871
-0.52322

-2.9175
-0.63744
-0.35189

-1.5512
-0.50564

0.28511

0.15332
-0.32113

-1.56
-0.80877

1.0469

-0.22537

-0.82151

% TAMANHO DAS AMOSTRAS DE CADA GRUPO
[nl,p] = size(X1)

nl =
10
p =
4
[n2,p] = size(X2)
n2 =
10
p =
4
[n3,p] = size(X3)
n3 =
10
p =
4

% VETOR MEDIO GERAL

MI
MI =
-2.6645e-16

-3.611%9e-15

-2.1316e-15

$ MATRIZES DE VARIANCIA-COVARIANCIA

S1 = cov(zl)
Sl =
0.53773
0.13392
-0.099882
-0.17189

0.13392
0.08036
-0.083883
-0.10183

-0.099882
-0.083883
0.11088
0.12276

0.13238
-0.48668
-0.12087
-0.56306
0.039927

-1.6524
-1.6203
-0.56306
-0.93288
-0.65551
-0.551
-0.65149
-0.76875
-0.957
-0.957

1.2058

-0.27483

-0.93094

(n1*MIX1 4+ n2*MIX2 + n3*MIX3) / (nl+n2+n3)

-6.5133e-16

-0.17189
-0.10183
0.12276
0.31007
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S2 = cov(z2)
S2 =
0.30273
-0.15407
0.12999
-0.01731

S3 = cov(Z3)
S3 =
2.1857
0.64038
-0.6119
-0.22378

$ MATRIZ VARIANCIA COVARIANCIA COMBINADA
Sp = ((nl-1)*s1 +

Sp =
1.0087
0.20674
-0.19393
-0.13766

-0.15407
0.17267
-0.15417
-0.035559

0.64038
0.93816
-0.92152
-0.26246

(n2-1)*S2 + (n3-1)*S3)
0.20674 -0.19393
0.39706 -0.38652
-0.38652 0.3994
-0.13328 0.1372

0.12999
-0.15417
0.17063
0.017776

-0.6119
-0.92152
0.91671
0.27105

-0.01731
-0.035559
0.017776
0.087944

-0.22378
-0.26246
0.27105
0.1619

(n1+n2+n3-qg)

-0.13766
-0.13328
0.1372
0.18664

% MATRIZ B REPRESENTA A VARIAGCAO ENTRE GRUPOS

B = nl* (MIX1-MI)'* (MIX1-MI) + n2* (MIX2-MI)'* (MIX2-MI)
MI) '* (MIX3-MI)
B
1.7642 5.6344 -5.6564 -6.4924
5.6344 18.279 -18.216 -20.874
-5.6564 -18.216 18.216 20.89
-6.4924 -20.874 20.89 23.961
% MATRIZ W REPRESENTA A VARIACAO ENTRE GRUPOS
W (nl+n2+n3-g) * Sp
W =
27.236 5.582 -5.2362 -3.7169
5.582 10.721 -10.436 -3.5986
-5.2362 -10.436 10.784 3.7043
-3.7169 -3.5986 3.7043 5.0392
% AUTOVALORES DE W'B
WINV = inv (W)
WINV =
0.042916 -0.03508 -0.020574 0.021727
-0.03508 1.6388 1.573 -0.011871
-0.020574 1.573 1.6379 -0.095917
0.021727 -0.011871 -0.095917 0.2765
WINVB = WINV * B
WINVB =
-0.14663 -0.47817 0.47537 0.54443
0.35133 1.352 -1.2487 -1.4052
0.18436 0.80192 -0.70438 -0.78253
-1.2812 -4.119 4.1222 4.7281

o°

= min(g-1,p)

n 0

2

NUMERO DE FUNCOES DISCRIMINANTES

+ n3* (MIX3-
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% AUTOVALORES E AUTOVETORES DE W!'B

[Vec,Val] = eig (WINVB)

Vec =
-0.10825 0.018901 -0.77176 -0.10275
0.28587 -0.7264 -0.28233 0.12018
0.16188 -0.68636 -0.56837 0.78106
-0.93827 -0.029965 0.040459 -0.60411

Val =
5.1241 0 0 0
0 0.10509 0 0
0 0 -8.4499e-19 0
0 0 0 4.0293e-15

% AUTOVALORES ORDENADOS

1 =diag(Val)
1 =
5.1241
0.10509
-8.4499%9e-19
4.0293e-15
1 = 1(1:s)
1 =
5.1241
0.10509

% AUTOVALORES ACUMULADOS
AVA = cumsum (1)
AVA =

5.1241

5.2292

$ VARIANCIA EXPLICADA ACUMULADA PELAS FUNGOES DISCRIMINANTES

VE = AVA / AVA(end) * 100
VE =
97.99
100

% CORRELAGCAO CANONICA
= sqgrt(abs(l) ./ (1 + abs(l)))
r =

-

0.91472
0.30838

$ TESTE LAMBDA DE WILKS PARA CADA FUNGAO DISCRIMINANTE

% WILKS PARA A PRIMEIRA FUNGCAO DISCRIMINANTE
Wilksl = (1/(1+1(1))) * (1/(1+1(2)))
Wilksl =

0.14776

$ WILKS PARA AS DEMAIS FUNC@ES DISCRIMINANTES
Wilks =1 ./ (1 + 1(2:end))
Wilks =

0.9049



$ VALORES DE QUI-QUADRADO PARA CADA FUNGAO DISCRIMINANTE

* log (Wilksl)

* log (Wilks)

% NUMERO DE GRUPOS
qa=49g
q =

3
% NUMERO DE OBSERVACOES TOTAL
n = nl+n2+n3
n =

30
Qui2Wl = =(n - 1 - 0.5* (p+q))
Qui2wWl =
48.76
Qui2w2 = -(n - 1 - 0.5* (p+q))
Qui2w2 =
2.5481

%
%
m=1
m =

1
gll = (p-m+l)* (g-m)
gll =

8
m= 2
m =

2
gl2 = (p-m+l)* (g-m)
gl2 =

3

$ VALORES DE ALFA CORRESPOMDENTE AO QUI-QUADRADO DE CADA FUNGAO

DISCRIMINANTE

Alphal = 1 - chi2cdf (Qui2wWil,

Alphal =
7.0683e-08

Alpha2 = 1 - chi2cdf (Qui2wW2,

Alpha2 =
0.46666

gll)

gl2)

GRAUS DE LIBERDADE PARA CADA FUNGAO DISCRIMINANTE
m CORRESPONDE A ORDEM DO TESTE DE QUI-QUADRADO

$ OBTENGAO DOS COEFICIENTES DAS FUNGOES DISCRIMINANTES

% CALCULO DE BO (SEM n)

B0 = (MIX1-MI)'* (MIX1-MI)
MI) '* (MIX3-MI)
BO =
0.057557 0.20743
0.20743 0.74756
-0.19709 -0.71029
-0.22334 -0.80491

% MATRIZ INVERSA DE W MULTIPLIACADA POR BO

WINVBO = WINV * BO

+

(MIX2-MI) '* (MIX2-MI) + (MIX3-

-0.
-0.
0.
0.

19709
71029
67487
76478

-0.22334
-0.80491
0.76478
0.86666
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WINVBO =

%
[eigVec,eigVal]
e

-0.014663
0.035133
0.018436
-0.12812

-0.047817
0.1352
0.080192
-0.4119

0.047537
-0.12487
-0.070438
0.41222

AUTOVALORES E AUTOVETORES DE WINVBO

igVec =

-0.10825
0.28587
0.16188

-0.93827

eigvVal =

o°

P

o°

® O

%

el
el

e?2
e?2

kl =

k1l

k2
k2

0.51241
0
0
0

= eig (WINVRO)

0.018901
-0.7264
-0.68636
-0.029965

0
0.010509
0
0

AUTO VALORES ORDENADOS

= diag(eigVal)

0.51241
0.010509
2.7337e-17
5.363e-16

AUTOVETORES

FATOR

eigVec

-0.10825
0.28587
0.16188

-0.93827

=e(:,1)

-0.10825
0.28587
0.16188

-0.93827

=e(:,2)

0.018901
-0.7264
-0.68636
-0.029965

2.3628

9.0802

1/sqgrt (el’

1/sqgrt (e2"

0.018901
-0.7264
-0.68636
-0.029965

* Sp * el)

* Sp * e2)

elescal = k1 * el

0.85135
0.17526
-0.11255
0.48148

0
0
2.7337e-17
0

0.85135
0.17526
-0.11255
0.48148

0.054443
-0.14052
-0.078253
0.47281

0.20852
-0.089098
-0.74448
0.62795

0
0
0
5.363e-16

CORRESPONDENTES AOS AUTOVALORES

0.20852
-0.089098
-0.74448
0.62795

DE ESCALONAMENTO E AUTOVETORES ESCALONADOS
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elescal =
-0.25577
0.67543
0.38248
-2.2169

e2escal = k2 * e2

e2escal =
0.17162
-6.5959
-6.2322
-0.27208

ee = [elescal e2escal];

% COEFICIENTES DAS FUNCOES DISCRIMINANTES NAO PADRONIZADAS

ee
-0.25577 0.17162
0.67543 -6.5959
0.38248 -6.2322
-2.2169 -0.27208

% COEFICIENTES DAS FUNCOES DISCRIMINANTES PADRONIZADAS

D = diag(Sp)
D =
1.0087
0.39706
0.3994
0.18664
DR = sqgrt (D)
DR =
1.0044
0.63013
0.63198

0.43202

eep = DR .* ee
eep =
-0.25689 0.17237
0.42561 -4.1562
0.24172 -3.9387
-0.95774 -0.11754

% MATRIZ DE ESTRUTURAS
Spd = diag (DR)

Spd =
1.0044 0
0 0.63013
0 0
0 0
Rp = inv(Spd) * Sp * inv(Spd)
Rp =
1 0.32667
0.32667 1
-0.30553 -0.9706

-0.31727 -0.489¢6

0
0
0.63198
0

-0.30553
-0.9706
1

0.5025

N O OO

0.4320

-0.31727
-0.4896
0.5025

1
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$ MATRIZ DE ESTRUTURA PARA A PRIMEIRA FUNCAO DISCRIMINANTE
cl = elescal' * Spd

cl =
-0.25689 0.42561 0.24172 -0.95774
mel = Rp * cl'
mel =
0.11215
0.57599
-0.57415
-0.96315

$ MATRIZ DE ESTRUTURA PARA A SEGUNDA FUNCAO DISCRIMINANTE
c2 = e2escal' * Spd

c2 =
0.17237 -4.1562 -3.9387 -0.11754

me2 = Rp * c2'
me2 =

0.055335

-0.21951

-0.01636

-0.11652
me = [mel me2]

% MATRIZ DE ESTRUTURA FINAL

me =
0.11215 0.055335
0.57599 -0.21951
-0.57415 -0.01636
-0.96315 -0.11652

% GRAFICO DAS FUNGOES DISCRIMINANTES PADRONIZADAS

% GRUPO 1
Glyl = 21 * eep(:,1)
Glyl =
-2.2418
-1.4475
-0.95265
-1.0949
-1.9719
-1.2845
-0.81043
-1.0475
-0.76975
-0.91322
Gly2 = Z1 * eep(:,2)
Gly2 =
-0.17072
-0.21627
0.080108
0.17554
-0.87652
0.30278
-0.015323
0.14373
1.0519
-1.0262
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o

G2yl =
G2yl =
0

0

0

0

0.

-0

0

-0.

0

-0.
G2y2
G2y2

-0.
-0.
0.

O OO OO

o

G3yl =

0
0
0
0

0

0

G3y2 = Z3 * eep(:,2)

G3y2 =
-0

0
scatter
scatter
scatter
figure;
scatter
scatter
scatter

% GRUPO 2
722 * eep(:,1)

.87633
.54761
.20041
.34415
093411
.38987
.51018
078236
.49756
061354

1.1444
58479
28029
68286
.22271
.34625
.75139
.57366
.36127
1.6935

$ GRUPO 3
G3yl = Z3 * eep(:,1)

1.9687
1.4019
.72587
.62318
.67016
.58965
1.4137
.48519

1.314
.80138

.48105
0.2887
.55408
.23891
.18519
.77444
.09858
.24661
1.0915
.14235
(Glyl,
(G2y1,
(G3y1,

= 72 * eep(:,2)

Glyz,
G2y2,
G3vy2,

hold on

(Glyl,
(G2y1,
(G3y1,

Glyz,
G2vy2,
G3vy2,

'filled')
'filled')
'filled')

'filled')
'filled')
'filled')
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legend ('Grupo 1', 'Grupo 2', 'Grupo 3"')
xlabel ('Funcdo discriminante 1')
ylabel ('Funcé&o discriminante 2")

grid on
o
g ® Grupo1t
| ® Grupo2
15 ¥ Grupo3
~ 1t »
L
& o®
£ 05 ®
5 - Y ®
2 s, 2 5
o 0 L
g L
e * ®
=
W o5 .
L ¢
1 ®
®
15 : : : ! : : B : '
-25 -2 -15 -1 0.5 0 0.5 1 15 2

Funcéo discriminante 1

% CENTROIDES DE CADA GRUPO

CGl = [mean (Glyl) mean (Gly2) ]
CGl =

-1.2534 -0.055097
CG2 = [mean (G2yl) mean (G2y2) ]
CG2 =

0.25402 0.26221
CG3 = [mean (G3yl) mean (G3y2) ]

CG3 =
0.99938 -0.20711

% SOLUCAO DO EXEMPLO 7.3
% OBTENGCAO DAS INFORMACOES PARA A MATRIZ DE CONFUSAO

$ DISTANCIA EUCLIDIANA DO GRUPO 1 AO CENTROIDE DO GRUPO 2
dG1Cl = sgrt( (Glyl - CG1l(l))."2 + (Gly2 - CGl(2))."72 )
dG1lCl =
0.99517
0.25233
0.3298
0.27989
1.0914
0.35921
0.44482
0.28629
1.208
1.0289

$ DISTANCIA EUCLIDIANA DO GRUPO 1 AO CENTROIDE DO GRUPO 2
dGlC2 = sqgrt( (Glyl - CG2(1l))."2 + (Gly2 - CG2(2))."72 )
dGlcz =

.5331

.7676

.2203

.3516

.5004

N =R RN



1.539
1.1
1.3068
1.293
1.7386
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$ DISTANCIA EUCLIDIANA DO GRUPO 1 AO CENTROIDE DO GRUPO 3
(Glyl - CG3(1)).”2 + (Gly2 - CG3(2))."2 )

[dG1C1 dG1C2 dG1C3]

dG1C3 = sqgrt(
dG1C3 =
3.2415
2.447
1.973
2.1289
3.0459
2.3401
1.8199
2.0767
2.1714
2.0807
$ MATRIZ
DGl =
DGl =

0.99517
0.25233
0.3298
0.27989
1.0914
0.35921
0.44482
0.28629
1.208
1.0289

.5331
.7676
.2203
.3516
.5004
1.539
1.1
1.3068
1.293
1.7386

NN

DE DISTANCIAS DO GRUPO 1 AOS CENTROIDES

3.2415
2.447
1.973
.1289
.0459
.3401
.8199
.0767
L1714
.0807

NN EDNDWN

% INDICE DO CENTROIDE MAIS PROXIMO (CLASSIFICACAO)
[ GrupoClassificadol]

DG1,
DGl =

0.99517
0.25233
0.3298
0.27989
1.0914
0.35921
0.44482
0.28629
1.208
1.0289

GrupoClassificadol =

1

PR R RRPR R

= min(DG1, [], 2)
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% CONTAGEM DE OCORRENCIAS

contageml = histcounts (GrupoClassificadol, 1:4)
contageml =
10 0 0

% DISTANCIAS EUCLIDIANAS DO GRUPO 2 EM RELACAO AOS CENTROIDES DE
CADA GRUPO
dG2C1 = sqgrt( (G2yl - CGL(1l)).”2 + (G2y2 - CGl(2))."2 )
dG2cl =
.3922
.8773
L4712
.7597
.3751
0.95216
1.9393
1.3328
1.7998
2.1163
dG2C2 = sqgrt( (G2yl - CG2(1l)).”2 + (G2y2 - CG2(2))."2 )
dG2c2 =

= N = = )

1.5382
0.89642
0.54506
0.43015
0.16541

0.6494
0.55222
0.45541
0.26291

1.4657

dG2C3 = sqgrt( (G2yl - CG3(1)).~2 + (G2y2 - CG3(2)).”2 )
dG2c3

.94544
.58886
.80232
.1052
.0028
.4955
.0761
.3308
0.75823
2.1766

o o o |l

I = = S =

$ MATRIZ DE DISTANCIAS

DG2 = [dG2Cl dG2C2 dG2C3]
DG2 =
2.3922 1.5382 0.94544
1.8773 0.89642 0.58886
1.4712 0.54506 0.80232
1.7597 0.43015 1.1052
1.3751 0.16541 1.0028
0.95216 0.6494 1.4955
1.93893 0.55222 1.0761
1.3328 0.45541 1.3308
1.7998 0.26291 0.75823
2.1163 1.4657 2.1766



CLASSIFICACAO
GrupoClassificado?2] = min (DG2,

%
[DG2,
DG2 =

.94544
.58886
.54506
.43015
.16541
0.6494
0.55222
0.45541
0.26291
1.4657

O OO OO

GrupoClassificado2 =

3

DD NDNDDNDDNDDNDW

% CONTAGEM

contagem?

contagem2 =

% DISTANCIAS EUCLIDIANAS DO GRUPO 3 EM RELAGAO AOS CENTROIDES DE

0

8

CADA GRUPO

dG3C1l
dG3C1l

dG3cC2

= sqgrt(

3.2503
2.6775
2.0412
1.8996
1.928
.9784
.6715
.7647
.7688
.0643
= sqgrt(

NN DN

dG3Cz2 =

1.869
1.1482
0.94287
0.37
0.61103
1.0897
1.1711
0.23181
1.7194
0.56037

2

(G3yl - CG1(1))."2 +

(G3yl - CG2(1))."2 +

(1, 2)

= histcounts (GrupoClassificado2, 1:4)

(G3y2 - CG1(2)) .72

(G3y2 - CG2(2)) .72

)

)
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dG3C3 =
dG3C3 =

o

DG3 =
DG3 =

[oNoNoNoNoNoNoNeNe)

sgrt (

1.0074
.63858
.44186
.58354
.32999
.69996
.51473
.68569
.93867
.40167

(G3yl - CG3(1))."2 +

$ MATRIZ DE DISTANCIAS

[dG3C1l dG3C2 dG3C3]

.2503
.6775
.0412
.8996
1.928
.9784
.6715
L7647
.7688
.0643

=N N W

NN DN

% Classificacédo
[ GrupoClassificado3]

DG3,
DG3 =
1.0074
0.63858
0.44186
0.37
0.32999
0.69996
0.51473
0.23181
0.93867
0.40167
GrupoClassificado3
3
3
3
2
3
3
3
2
3
3
% CONTAGEM
contagem3 =
contagem3 =

0

8

1.869
1.1482
0.94287
0.37
0.61103
1.0897
1.1711
0.23181
1.7194
0.56037

1.0074
.63858
.44186
.58354
.32999
.69996
.51473
.68569
.93867
.40167

O OO OO OO oo

min (DG3, [],

2)

histcounts (GrupoClassificado3,

1:

(G3y2 - CG3(2

4)

)) .72

)
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% NOVA OBSERVAGAO
% CLASSIFICACAO DE UMA NOVA OBSERVACAO
Xnovo = [0.62 76.78 21.62 4614.11]
Xnovo =

0.62 76.78 21.62

% DADOS PADRONIZADOS DA NOVA OBSERVACAO
Znovo = (Xnovo - mediaX) ./ desvX
Znovo =

1.7532 1.5063 -1.5468

4614.1

-0.92841

$ ESCORES DAS FUNGOES DISCRIMINANTES PADRONIZADAS

Nyl = Znovo * eep(:,1)

Nyl =
-0.70609
Ny2 = Znovo * eep(:,2)
Ny2 =
0.24335

222

% DISTANCIAS DA NOVA OBSERVACAO EM RELACAO AOS CENTROIDES DE CADA

GRUPO
dNovoCl = sqgrt( (Nyl - CGl(l)).”2 + (Ny2 -
dNovoCl =
1.9821
dNovoC2 = sqgrt( (Nyl - CG2(1l))."”2 + (Ny2 -
dNovoC2 =
0.45249
dNovoC3 = sqgrt( (Nyl - CG3(1l))."”2 + (Ny2 -
dNovoC3 =
0.53752
$ MATRIZ DE DISTANCIAS
DNovo = [dNovoCl dNovoC2 dNovoC3]
DNovo =
1.9821 0.45249 0.53752
% CLASSIFICACAO DA NOVA OBSERVACAO
[DNovo, GrupoClassificadonovo] = min (DNovo,
DNovo =
0.45249
GrupoClassificadonovo =
2

CGl(2))."2

CG2(2)) ."2

CG3(2))."2
(1, 2)

)

)

)

7.7 ANALISE DISCRIMINANTE PARA DUAS POPULACOES NO JULIA

#Método 1. Andlise discriminante para duas populacles

#Solucao do exemplo 7.1

using DataFrames, CSV, Statistics, LinearAlgebra, Distributions, Plots;

#Matriz de dados da populacédo 1

X1=10.47 68.62 28.10 3.29 5433.00
0.47 69.02 27.85 3.14 5235.00
0.48 69.10 27.67 3.23 5092.24
0.51 69.10 27.67 3.23 5092.24
0.53 69.13 28.23 2.64 5312.00



0.55 69.
0.45 69.
0.50 69.
0.54 71.
0.57 70.
0.50 69.
0.51 69.
0.66 69.
0.50 67.
0.44 69.
0.48 68.
0.58 69.
0.40 69.
0.41 70.
0.42 70.
0.56 69.
#Matriz de
X2=[0.40
0.44 77.
0.40 75.
0.43 75.
0.45 75.
0.45 75.
0.46 75.
0.48 77.
0.44 77.
0.41 77.
0.42 76.
0.43 75.
0.44 75.
0.57 75.
0.32 73.
0.35 75.
0.44 75.
0.39 75.
0.34 75.
0.47 77.
0.40 78.
#Matriz de
X=[X1

X2]

# Médias das populacoes

67
67
67
52
19
44
67
67
47
67
51
67
33
99
14
19

W wwwwwwwwwwNhNwwww

.23
.23
.23
.29
.13
.39
.23
.23
.05
.23
.86
.23
.92
.34
.57
.40

dados da populacéao 2
23.08

10 27.
10 27.
10 27.
19 25,
68  27.
17  27.
10 27.
10 27.
48  29.
10 27.
63 27.
10 27.
75  26.
67  25.
30 26.
41 27.
75.98
52 21.
94  22.
21 23.
97  23.
85  22.
42  23.
08  21.
53 21.
07  22.
05  22.
21 23.
07  23.
21 23.
64  24.
02  23.
66  22.
64  23.
20  23.
08  21.
15 20.

dados geral

45
69
40
14
89
44
93
37
05
47
40
59
40
73
58
92
38
32
88
71

MI1 = mean(X1,dims=1)
MI2 = mean(X2,dims=1)

P P RPORPRRPRRPRRPRRPRRPRRPRORORRORRLLR

.04
.37
.40
.89
.25
.14
.99
.10
.88
.47
.40
.35
.40
.63
.40
.42
.98
.49
.03
.14

0.94

# Matriz varidncia-covariéncia
S = cov(X)

5092.
5092.
5092.
4991.
5018.
5157.
5092.
5092.
5121.
5092.
5168.
5092.
5112.
4945.
5059.
5003.

4563.00

4601.
4568.
4518.
4659.
4552.
4508.
4481.
4522.
4412.
4449,
4518.
4549.
4620.
4541.
4469.
4411.
4487.
4406.
4386.
4270.

24
24
24
00
00
00
24
24
00
24
00
24
00
00
00
00]

00
00
57
00
00
00
00
00
00
00
57
00
00
00
00
00
00
00
00
00]
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# Funcdo Discriminante Linear de Fisher
Y = (MI1 - MI2) * inv(S)

# Médias das populacbes univariadas
MI1Y = Y % MI1'
MI2Y =Y % MI2'

# Varidncia das populacdes univariadas
VY =Y %S x Y'

# Ponto médio entre as populacbes univariadas
m = (MI1lY + MI2Y) / 2

#Grafico das funcées univariadas
X = -2130:0.01:-2090

a=MI1Y[1,1]

b=MI2Y[1,1]

v=VY[1,1]

(1 / (sqrt(v) % sqrt(2xpi))) .*
exp.(-0.5 .x (((x .- (a)) ./ sqrt(v)).”2))

yl

(1 / (sqrt(v) % sqrt(2kpi))) .*
exp.(-0.5 .x (((x .- b) ./ sqrt(v)).”2))

y2

plot(x, yl, label="Populacdo 1")
plot!(x, y2, label="Populacado 2")

#Probabilidade da classificacao errada
z=(m- MI1Y)/sqrt(v)
AREA=cdf(Normal(Q,1),z)

p=AREA%2

#Alocacdo de uma nova observacao
X0=[0.45 68.3 26.4 3.2 5100.41]
YO=Y*X0Q'

7.8 ANALISE DISCRIMINANTE PARA VARIAS POPULACOES NO JULIA

#Método 2. Andlise discriminate para varias populacées
#Solucao do exemplo 7.2

using DataFrames, CSV, Statistics, LinearAlgebra, Distributions, Plots,
StatsBase;

#Valores das varidveis para cada grupo

X1=[0.47 68.62 28.10 5433.00

.47 69.02 27.85 5235.00

.48 69.10 27.67 5092.24

.51 69.10 27.67 5092.24

.53 69.13 28.23 5312.00

.55 69.10 27.67 5092.24

.45 69.10 27.67 5092.24

[SENSTI SR TS IS
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0.50 69.10 27.67 5092.24
0.54 71.19  25.52  4991.00
0.57 70.68 27.19 5018.00]

X2=[0.49 73.44  24.92  4694.00
.51 74.27  23.93  4759.00
.49 74.46  23.53  4870.00
.57 72.28 24.97 4691.00
.56 72.37 25.12 4776.00
.55 70.23  26.77 4878.00
.52 73.49  23.83 4724.00
.56 72.39 24.89 4815.00
.54 73.16  24.37 4705.00
.51 72.62 23.95  4855.00]

[SIS IS I G I S TS B S I S

X3=[0.56 80.99 18.50 4434.00
.58 74.21  23.69  4442.00
.51 73.77 24.34 4705.00
.64 76.84 21.61 4613.00
.54 74.01  23.99 4682.00
.52 72.19  25.79 4708.00
.34 71.55 25.49 4683.00
.59 73.32  24.41  4653.83
.52 77.53 21.59 4607.00
.58 74.73  23.30 4607.00]

[SIS IS RS R I S TS IS R S

#Matriz de dados geral
X=1

X1

X2

X3

#Namero de grupos
9=3

#Matriz de dados padronizados

Z1 = (X1 .- mean(X, dims=1)) ./ std(X, dims=1)
Z2 = (X2 .- mean(X, dims=1)) ./ std(X, dims=1)
Z3 = (X3 .- mean(X, dims=1)) ./ std(X, dims=1)

#Vetores médios dos grupos
MIX1l=mean(Z1, dims=1)
MIX2=mean(Z2, dims=1)
MIX3=mean(Z3,dims=1)

#Tamanho das amostras de cada grupo
(n1,p)=size(X1)
(n2,p)=size(X2)
(n3,p)=size(X3)



#Vetor médio geral
MI=(n1+xMIX1+n2*MIX2+n3+MIX3)/(n1+n2+n3)

#Matrizes de varidncia-covariéncia
S1l=cov(Z1)
S2=cov(Z2)
S3=cov(Z3)

#Matriz varidncia-covaridncia combinada
Sp=((n1-1)%S1+(n2-1)*S2+(n3-1)*S3) /(n1+n2+n3-g)

#Matriz B, representa a variag¢ao entre grupos
B=(n1x( (MIX1-MI) '*(MIX1-MI)))+(n2*((MIX2-MI) '*(MIX2-MI)))+(n3*((MIX3-
MI) '*(MIX3-MI)))

#Matriz W, representa a variacao dentro dos grupos
W=(n1+n2+n3-g) *Sp

#Autovalores e autovetores de WinvB
#Matriz inversa de W e WinvB
WINV=inv (W)

WINVB=WINV*B

#Numero de funcées discriminantes
s=min(g-1,p)

#Autovalores e autovetores de WINVB
AV = eigen(WINVB)

#Autovalores ordenados
1 = reverse(AV.values, dims=1)
1=1[1:5s]

#Autovalores acumulados
AVA = cumsum(1)

#Varidncia explicada acumulada pelas funcées discriminantes
VE = AVA ./ AVA[end]*100

#Correlacdo canénica para cada funcdo discriminante
r=(1./([1]1.41)).70.5

#Teste Lambda de Wilks para cada fung¢ado discriminante
#Wilks para a primeira funcdo discriminante
Wilks1=(1/(1+1[1,1]))*(1/(1+1[2,1]))

#Wilks para as demais funcbes discriminantes
Wilks=[1]./([1].+1[2,end])

#Namero de grupos
9=9
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#Numero de observacdes total
n=nl+n2+n3

#Valores de Qui—-quadrado para cada funcédo discriminante
Qui2Wl=-(n-1-0.5%(p+q))*log(Wilks1)
Qui2W2=-(n-1-0.5%(p+q) )*log. (Wilks)

#Graus de liberdade de cada funcdo discriminante
#m corresponde a ordem do teste de Qui-quadrado
m=1

gl1=(p-m+1)*(qg-m)

m=2

g12=(p-m+1)*(qg-m)

#Valores de alfa correspondentes ao Qui-quadrado de cada func¢do discriminante
Alphal = ccdf(Chisq(gl1l), Qui2w1)
Alpha2 = ccdf(Chisq(gl2), Qui2w2)

#0btencdo dos coeficientes das funcbes discriminantes

#Matriz BO, sem n
BO=( ( (MIX1-MI) '%(MIX1-MI)))+(((MIX2-MI) '*(MIX2-MI)))+(((MIX3-MI) " '*(MIX3-MI)))

#Matriz inversa de W multiplicada por B@
WINVBO=WINV*B@

#Autovalores e autovetores de WINVBO
AV = eigen(WINVBO)

#Autovalores ordenados
1 = reverse(AV.values, dims=1)

#Autovetores correspondentes aos autovalores
e = reverse(AV.vectors, dims=2)

#Fator de escalonamento e autovetores escalonados
el=e[:,1]

e2=e[:,2]

k1=1/sqrt((el) '*Spxel)

elescalonado=klxel

k2=1/sqrt((e2) 'xSpxe2)

e2escalonado=k2xe2

#Coeficientes das funcbes discriminantes ndo padronizadas
ee=[elescalonado e2escalonado]

#Coeficientes das funcbes discriminantes padronizados
Sp

ee

D=diag(Sp)

DR=sqrt. (D)



eep=DR.x*ee

#Matriz de estruturas
Spd=diagm(DR)
Rp=inv(Spd)*Sp*inv(Spd) #Matriz de correlacao

#Matriz de estruturas para a primeira funcdo discriminante
eel=eel[:,1]

cl=eel'*Spd

mel=Rp*cl’

#Matriz de estruturas para a segunda funcado discriminante
ee2=eel:,2]

c2=ee2"'*Spd

me2=Rp*c2"

#Matriz de estruturas final
me=[mel me2]

#Grafico das funcbes discriminantes padronizadas
#Grupo 1

Glyl= Z1 % eepl:,1]

Gly2= Z1 * eepl:,2]

scatter(Glyl, Gly2, label="Grupo 1")

#Grupo 2

G2yl= Z2 * eepl:,1]

G2y2= Z2 * eepl:,2]

scatter!(G2yl, G2y2, label="Grupo 2")

#Grupo 3

G3yl= Z3 * eepl:,1]

G3y2= Z3 * eepl:,2]

scatter!(G3yl, G3y2, label="Grupo 3")

#Centréide grupo 1
CGlyl=mean(Gly1l)
CGly2=mean(Gly2)
CG1=[CGlyl CG1ly2]

#Centréide grupo 2
CG2yl=mean(G2y1l)
CG2y2=mean(G2y2)
CG2=[CG2y1 CG2y2]

#Centréide grupo 3
CG3yl=mean(G3y1)
CG3y2=mean(G3y2)
CG3=[CG3yl CG3y2]
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#Solucao do exemplo 7.3
#0btencdo das informacbes para a matriz de confusao

#Distancia
dG1Cl=sqrt
#Distancia
dG1C2=sqrt
#Distancia
dG1C3=sqrt

#matriz de
DG1=[dG1C1

euclidiana do grupo 1 em relacdo ao centrdéide do grupo 1
. ((G1lyl.-CG1y1l) .”~2+(Gly2.-CG1ly2) .~2)
euclidiana do grupo 1 em relacdo ao centrdéide do grupo 2
. ((G1lyl.-CG2y1) .”~2+(Gly2.-CG2y2) .~2)
euclidiana do grupo 1 em relacdo ao centrdéide do grupo 3
. ((G1ly1l.-CG3y1) .”~2+(G1ly2.-CG3y2) .~2)

distancia do grupo 1 em relacdo aos centréides
dG1C2 dG1C3]

# Indice do centréide mais préximo

col_min_G1

= mapslices(DG1l -> argmin(DG1), DG1; dims = 2)

# Converter para vetor
GrupoClassificadol = vec(col_min_G1)

# Contagem

de ocorréncias para o grupo 1

contageml = countmap(col_min_G1)

#Disténcia

dG2Cl=sqrt.

#Disténcia

dG2C2=sqrt.

#Disténcia

dG2C3=sqrt.

#matriz de
DG2=[dG2C1
#Indice do
col_min_G2

euclidiana do grupo 2 em relacdo ao centrdéide do grupo 1
((G2y1.-CG1lyl) .”2+(G2y2.-CGly2) ."2)
euclidiana do grupo 2 em relacdo ao centrdéide do grupo 2
((G2y1.-CG2y1) ."2+(G2y2.-CG2y2) ."2)
euclidiana do grupo 2 em relacdo ao centrdéide do grupo 3
((G2y1.-CG3y1) .”2+(G2y2.-CG3y2) ."2)

distancia do grupo 2 em relacdo aos centréides
dG2C2 dG2C3]

centréide mais préximo

= mapslices(DG2 -> argmin(DG2), DG2; dims = 2)

# Converter para vetor
GrupoClassificado2 = vec(col_min_G2)

# Contagem

de ocorréncias para o grupo 2

contagem2 = countmap(col_min_G2)

#Disténcia

dG3Cl=sqrt.

#Disténcia

dG3C2=sqrt.

#Disténcia

dG3C3=sqrt.

#matriz de
DG3=[dG3C1
#Indice do
col_min_G3

euclidiana do grupo 3 em relacdo ao centréide do grupo 1
((G3y1.-CG1lyl) .”2+(G3y2.-CGly2) ."2)
euclidiana do grupo 3 em relacdo ao centrdéide do grupo 2
((G3y1.-CG2y1) .”2+(G3y2.-CG2y2) ."2)
euclidiana do grupo 3 em relacdo ao centrdéide do grupo 3
((G3y1.-CG3y1).”2+(G3y2.-CG3y2) ."2)

distancia do grupo 3 em relacdo aos centréides
dG3C2 dG3C3]

centréide mais préximo

= mapslices(DG3 -> argmin(DG3), DG3; dims = 2)

# Converter para vetor
GrupoClassificado3 = vec(col_min_G3)

# Contagem

de ocorréncias para o grupo 3

contagem3 = countmap(col_min_G3)
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#(Classificacdao de uma nova observacao

Xnovo=[0.62 76.78 21.62 4614.11]

#Dados padronizados da nova observacao

Znovo = (Xnovo .- mean(X, dims=1)) ./ std(X, dims=1)

#Escores das funcbes discriminantes padronizadas
Nyl= Znovo * eepl[:,1]
Ny2= Znovo * eepl:,2]

#Disténcia euclidiana da nova observacdo em relacdo ao
dNovoCl=sqrt. ((Nyl.-CG1ly1l).”2+(Ny2.-CGly2)."2)
#Disténcia euclidiana da nova observacdo em relacdo ao
dNovoC2=sqrt. ((Nyl.-CG2y1)."2+(Ny2.-CG2y2)."2)
#Disténcia euclidiana da nova observacdo em relacdo ao
dNovoC3=sqrt. ((Nyl.-CG3y1)."2+(Ny2.-CG3y2)."2)

#matriz de distédncia da nova observacdo em relacdo aos
DNovo=[dNovoC1 dNovoC2 dNovoC3]
# Indice do centréide mais préximo

col_min_novo = mapslices(DNovo -> argmin(DNovo), DNovo;

# Converter para vetor
GrupoClassificadonovo = vec(col_min_novo)

centréide do grupo 1
centréide do grupo 2

centréide do grupo 3

centrdéides

dims = 2)
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8 ANALISE DE CONGLOMERADOS

8.1 INTRODUCAO

A andlise discriminante ¢ uma técnica utilizada quando o nimero de grupos ¢
conhecido, tendo como principal objetivo alocar corretamente uma nova observa¢ao a um
desses grupos e determinar quais varidveis sdo importantes na separacdo dos grupos. A
analise de agrupamentos ¢ aplicada quando os grupos sdo desconhecidos, sendo uma
técnica voltada a identificacdo de grupos com base em medidas de similaridade ou
distancia entre as observacoes. Esse método busca identificar a estrutura natural existente
nos dados, permitindo a defini¢do de grupos homogéneos. A andlise de agrupamentos
retne individuos ou objetos de modo a maximizar a homogeneidade dentro dos grupos e
a heterogeneidade entre eles, sendo fundamentado nas caracteristicas que esses
individuos ou objetos possuem.

A andlise de conglomerados (cluster analysis) envolve diversas técnicas com o
objetivo de descobrir a estrutura dos dados (objetos, pessoas, casos), sendo cada
observagdo descrita por varidveis selecionadas representadas por nimeros (atributos,
caracteristicas, medi¢des). O objetivo ¢ agrupar tanto os dados quanto as varidveis em
conglomerados (grupos ou clusters), tal que os elementos dentro de um grupo tenham
muita associagdo natural entre eles, enquanto os grupos sdo distintos entre si. Os
procedimentos para a solu¢do do problema e os resultados alcancados dependem de como
o pesquisador escolhe o significado operacional para os conceitos associacdo natural e
relativamente distintos.

Quais seriam entdo as principais maneiras para a realizacdo de uma analise de
conglomerados? Pelo menos nove principais passos existem em agrupar um conjunto de
dados, sendo que todos podem mudar o resultado profundamente. Esses passos t€ém como
objetivo principal definir a estrutura dos dados, alocando-os em grupos mais semelhantes
entre si. A formagdo dos grupos ¢ efetuada com base em medidas de similaridade ou
dissimilaridade entre as observagdes, permitindo identificar padrdes e relagdes naturais
existentes nos dados.

8.1.1 Escolha das unidades dos dados

Os objetos das andlises podem ser pessoas, espécies florestais, comodities,
opinides ou outras entidades. As andlises sdo realizadas em um conjunto de amostras
destas entidades, cada membro sendo denominado como uma unidade de dados, objetos,
observagdes, casos, elementos ou eventos.

Na escolha das unidades de dados existem duas situagoes diferentes de interesse.
No primeiro caso a amostra ¢ o objeto completo da andlise, na qual nenhuma unidade de
dados sera omitida. No segundo caso, a amostra ¢ parte de uma populagdo maior e
processos estatisticos sdo necessarios, porém, em analise de conglomerados os testes de
hipoteses nao sdo envolvidos, mas os seus principios devem ser considerados.

8.1.2 Escolha das variaveis

As unidades de dados ndo podem ser dispostas de qualquer maneira. Elas precisam
ser consistentemente descritas em termos de suas caracteristicas ou atributos a que classe
pertence e constituem as variaveis do problema. A escolha das variaveis tem influéncia
no resultado da anélise de conglomerados.

Quando uma varidvel muito importante ndo ¢ considerada nas analises, alguns
conglomerados podem se juntar de forma erronea. Por outro lado, a inclusdo de variaveis
muito discriminantes, mas nao relevantes ao objetivo proposto, poderd gerar resultados
satisfatorios da andlise, mas sem utilidade pratica.
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8.1.3 Agrupamento de observagdes e/ou varidveis

Até este ponto o objetivo € agrupar unidades de dados (observacdes) por meio de
variaveis. Também ¢ razoavel agrupar varidveis de acordo com o seu mutuo
comportamento nas unidades de dados. Existem métodos (Fischer, 1936; Hartigan, 1972)
para simultaneamente agrupar (conglomerar) unidades de dados e varidveis. Ainda, ¢
possivel considerar um procedimento iterativo, em que o agrupamento ¢ alternado entre
variaveis e unidades de dados, até que classificagdes harmonicas mutuamente sejam
alcancadas para ambos.

Agrupar variaveis tem muito em comum com andlise fatorial (factor analysis). As
duas metodologias objetivam explorar as relagdes entre variaveis, apesar de usar técnicas
completamente diferentes. Devido a estas diferencas, espera-se encontrar resultados
divergentes que complementam as duas analises e propiciem uma excelente visdo quando
usadas juntamente.

8.1.4 Homogeneizagdo das variaveis

Um dos problemas encontrados entre as variaveis ¢ que elas ndo sio homogéneas.
Isto acontece devido ao fato de que as unidades se dispdem em diferentes tipos de escalas
na maioria das vezes e, isto, representa um sério problema para a analise de agrupamentos.
Se uma varidvel estd na sua forma linear e quadratica, a variavel na forma quadratica
assumira um peso maior. A solugdo para o efeito da escala ¢ a padronizag¢do dos valores
de todas as varidveis. A padronizagdo e normalizagdo sdo dois procedimentos
matematicos diferentes.

- Normalizagdo

Vetores sdo considerados normalizados se a soma dos elementos ao quadrado ¢
igual a 1, incluindo linhas ou colunas de vetores individuais das matrizes. Outro ponto a
ser ressaltado € que o termo normalizagdo ndo tem relacdo com o termo distribuicdo
normal.

A normalizacdo de um vetor € dito ser de comprimento unitario, em que o termo
comprimento se refere a representagdo geométrica do vetor e ndo ao niimero dos seus
elementos. Algebricamente, o comprimento de um vetor ¢ a raiz quadrada da soma de
seus elementos ao quadrado. Se A é o comprimento do vetor X, que contém n elementos,
entao:

1
A = (X;,X,,)2 (em termos matriciais)
Para normalizar o vetor de escores originais (X), cada um deles sera dividido por

A. O processo completo que produz um vetor normalizado Y ¢ descrito pela seguinte
formula:

1
Y, = Xn X)) 2 X, = A7 X,

X X, XX ! )3 X%
[6 8] [6] =100 [1/10] [6] :[0,6
8 8 0,8
i n Y
[0,6 0,8] [0,6 =1
0,8

A sequéncia da normalizagdo geral para todas as linhas ou todas as colunas de
uma matriz simultaneamente ¢ a seguinte:
- para normalizar as colunas de uma matriz:
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’ -1/2
Ynk = Xnk(an Xnk)Ak/

- para normalizar as linhas de uma matriz:

] -1/2
Yok = KnieXion dnn! Xk

- Padronizacao
Padronizacdo ¢ a conversao dos escores para a distribui¢do z pela férmula:
D)

o
Em que: u ¢ a média dos escores e g € o seu desvio padrao.

A conversdo de um vetor de escores originais para a forma de escores, z
(padronizados), muda o comprimento do vetor para a raiz quadrada do nimero de seus
elementos (N1/2) e, também, muda a soma dos elementos para zero. Assim, um conjunto
de dados padronizados ¢ normalmente distribuido com média zero e variancia igual a
1 (N~0,1). A aplicagao tanto da normalizagdo como a padronizagao serdo utilizadas em
quase todas as técnicas multivariadas.

8.1.5 Medidas de similaridade

A maioria dos métodos de andlise de agrupamentos exige uma medida de
similaridade, definida para cada par de combinagdes das observagdes a serem agrupadas.
Quando se agrupa unidades de dados, a proximidade dos individuos ¢ usualmente obtida,
utilizando a distancia Euclidiana.

Agrupar variaveis geralmente envolve o uso da correlagdo ou outras medidas de
associacdo. As medidas interagem com os critérios da analise de agrupamento, sendo que
algumas medidas produzem resultados idénticos com um critério e resultados
completamente diferentes com outros. A escolha combinada de varidveis, transformagdes
e medidas de similaridade resulta na obtencdo de significado operacional ao termo
associacao natural.

As medidas de similaridade e dissimilaridade sdo fundamentais na analise de
agrupamentos. No agrupamento de itens, como individuos ou objetos, a proximidade
entre eles ¢ geralmente indicada por uma medida de distancia. J4 no agrupamento de
variaveis, estas sao reunidas com base em medidas de correlagdo ou associagdo entre si.

A similaridade indica o quanto os elementos sdo similares, sendo que valores
maiores representam maior semelhanca, como ocorre no coeficiente de correlagdo. Por
outro lado, a dissimilaridade expressa o quanto os elementos sdo distintos, de modo que
valores mais elevados indicam maior diferenca entre eles, sendo a distancia euclidiana
um exemplo amplamente utilizado.

Embora a correlagdo possa representar uma forma de similaridade, ela ndo ¢ a
medida mais comumente empregada na andlise de agrupamentos. De modo geral, as
medidas de dissimilaridade baseadas em distancias sdo as mais utilizadas, pois valores de
distancia maiores indicam menor similaridade entre os elementos. Além disso, a distincia
pode ser convertida em uma medida de similaridade por meio do uso de sua relacdo
inversa.

Existem varios tipos de distancias. Estas sdo sensiveis a escala ou @ magnitude das
variaveis, o que torna necessaria a padronizacao dos dados antes da aplicagao da anélise
de agrupamentos. A padronizagdo consiste em converter cada varidvel em escores z,
garantindo que todas contribuam de forma equilibrada para o calculo das distancias.

Distancia euclidiana
Uma funcao de distancia comum ¢ a distancia euclidiana entre dois vetores x =
[¥1 X2 = Xpley=[Y1 Y2 * Yp] definida como:
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d(xy) =

A maioria das técnicas de analise de conglomerados comeg¢a com o céalculo da
matriz de similaridades ou distancias entre as entidades e, consequentemente, sdao
necessarias consideragdes sobre as possiveis maneiras de se definir estas quantidades. Por
exemplo, um coeficiente de similaridade comum ¢ o coeficiente de correlacdo e, talvez,
a medida de distancia mais comum ¢ a distancia Euclidiana.

Em termos mais simples, a distancia entre dois pontos, dada as suas coordenadas,
¢ uma aplicacdo do teorema de Pitagoras, que expressa: o comprimento da hipotenusa de
um tridngulo retangulo ¢ igual a raiz quadrada da soma dos quadrados dos outros dois
lados do tridngulo. Entdo, se as coordenadas dos dois pontos sdo (x1,y1) € (x2,V5)
(Figura 8.1), a distancia entre eles é:

di=1,j=2 = \/(xi - xj)z + (i — 3’1’)2

di—q,j=2 = \/(x1 —x3)% + (y1 — ¥2)?

(x1.y1)

Figura 8.1: A distancia entre dois pontos.

A distancia Euclidiana usada nos dados originais pode ser insatisfatoria, pois ¢
fortemente afetada pela mudanca de escala da varidvel. Por exemplo, suponha trés
entidades A, B e C, que foram cada uma medida em duas variaveis, sendo peso (em
quilos) e altura (em metros) com os seguintes resultados:

Entidade Peso em quilos Altura em metros Altura em centimetro
A 60 3,0 36
B 65 3,5 42
C 63 4,0 48
As distancias Euclidianas sdo:
D?, = 25,25
D2, = 10,00
D3, = 4,25
Contudo, se a altura é medida em centimetros estas distancias vem a ser:
Dz, =61
DZ. =153
D3, =40

A entidade A estd agora mais proxima da entidade B do que da entidade C. Desta
forma, mesmo quando todas as variaveis sdo exclusivamente determinadas, exceto para
mudangcas de escala, a distancia Euclidiana ndo preservara a ordem das distancias. Devido
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a isto, as varidveis sdo frequentemente padronizadas antes de se empregar a distancia
o g0 Xi , . ~ .7
Euclidiana em tomando-se z;;, = Ui‘, em que g, ¢ o desvio padrao da kth varidvel. A
k

distancia Euclidiana calculada para as varidveis padronizadas preservara as distancias
relativas.

Isto ¢é facilmente demonstrado calculando-se a média e os desvios das variaveis,
como segue:

Entidade Peso em quilos Altura em metros Altura em centimetro
X 62,67 3,50 42
S 2,52 0,50 6,0

. . ., . eqe , Xi
A seguir, padroniza-se as variaveis utilizando-se a formula z;;, = =%, em que:
) ik ok

Entidades Padronizadas

Entidade

Peso em quilos Altura em metros Altura em centimetro
A 23,81 6,0 6,0
B 25,79 7,0 7,0
C 25,00 8,0 8,0

As distancias Euclidianas, como se observa, ndo se alterardo, pois a altura em
metros e em centimetros na forma padronizada ndo se alteram e preservam as distancias
na forma original (dados nao padronizados). Desta forma, a mudanga de escala na forma
padronizada ndo altera o valor relativo da distancia Euclidiana.

Um outro ponto a ser considerado, refere-se ao uso de distancias como medida de
dissimilaridade.

Se coordenadas num diagrama p — dimensional representam os valores de p
variaveis medidas em N individuos, ¢ 6bvio, em termos gerais, que os pontos que estdo
bem proximos uns dos outros representam individuos que sdo similares nestes caracteres,
enquanto pontos que estdo distantes representam individuos que sdo dissimilares ou
diferentes. Entdo, distdncia num diagrama desta natureza ¢ uma medida de
dissimilaridade.

A distancia Euclidiana, como mostrado acima, ¢ usualmente usada como uma
medida de dissimilaridade, somente quando todas as médias sdo do mesmo tipo, ou
quando elas foram padronizadas de alguma maneira.

Marriot (1974) define a medida de similaridade como sendo uma quantidade nao-
negativa que aumenta com a similaridade entre dois individuos. A medida de similaridade
entre A ¢ B pode ser escrita s(AB). Do mesmo modo, a medida de dissimilaridade d(AB)

e C—
S(AB)
s(AB), em que C ndo ¢ menor do que qualquer valor de s(AB), sdo possiveis medidas de
dissimilaridade.
Se uma medida de dissimilaridade for considerada como distancia, entdo precisa
ter propriedades métricas, d(AB) < d(AC) + d(BC), para quaisquer itens A, B e C.

¢ uma medida ndo negativa que diminui quando s(AB) aumenta. Entdo,

Distancia de Mahalanobis
Para ajustar varidncias e covariancias diferentes entre as p varidveis, quando os
dados ndo sdo padronizados, pode se utilizar a distancia de Mahalanobis:

a(xy)=J(x-y) s (x-)

Em que: S ¢ a matriz de variancia-covariancia.
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A distAncia Mahalanobis em sua forma quadratica (D?) apresenta vantagem sobre
a distancia Euclidiana, pois permite obter as correlagdes entre as variaveis. Quando estas
sdo zero, ¢ equivalente a distancia Euclidiana medida usando variaveis padronizadas.

Para finalizar, deve-se tragar um paralelo, concernente as diferencas entre as
distancias de similaridade e distdncias mensuraveis.

A diferenca mais Obvia entre estes dois tipos de medias ¢ que, enquanto as
similaridades resultam em valores entre 0 e 1, as mensuraveis podem resultar em qualquer
valor positivo. Contudo, pode-se facilmente transformar o conjunto de valores da fun¢ado
distancia para um conjunto correspondente de valores da fungdo similaridade, aplicando-

se a seguinte transformacao:
1

T 1+ dy)

O processo reverso ¢ muito mais dificil, devido a necessidade de as distancias
atenderem a desigualdade do triangulo, e nisto reside a diferenga essencial entre os dois
tipos de medidas. Contudo, métodos foram propostos para obteng¢do da representagao
métrica das estruturas de similaridade.

Um dos métodos, proposto por Gower (1966, 1967), mostra que:

dij = ,fz (1-s;)

pode funcionar como distdncia Euclidiana, desde que a matriz de coeficientes de
similaridade, s, seja positiva e semi-definida. As coordenadas dos pontos com estas
distancias sdo elementos dos vetores latentes de s, escalonados, sendo que suas somas de
quadrados se igualam as raizes latentes. Gower também demonstra que ¢ possivel usar o
método dos componentes principais nestas coordenadas para encontrar o melhor ajuste
em menos dimensdes. Como ¢ usualmente observado nos componentes principais, uma
boa representacdo do conjunto de pontos pode ser obtida em um niimero reduzido de
dimensdes, quando algumas das raizes latentes sdo pequenas. Este método de analise ¢
conhecido como coordenadas principais.

Quadrado da distancia euclidiana
Algumas vezes a distancia euclidiana ¢ usada ao quadrado, resultando numa
matriz simétrica com elementos na diagonal iguais a zero. A distancia ¢ calculada como:

P
d (&X) = Z(xi - ¥)?

Métrica de Minkowski
Outra medida de distancia sugerida €, por exemplo, a métrica de Minkowski:

n

d(xy) =

Quando n = 2 essa distancia torna-se a distancia euclidiana.

Distdncia city-blok (Manhattan)
Quando p = 2 e n = 1, a distancia métrica de Minkowski torna-se a distancia
city-blok entre duas observagoes:
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D

d(z,z) = ZIxi = ¥il

i=1

8.1.6 Critério de agrupamento

Para encontrar grupos em dados reais com significado ¢ necessario ser claro e
objetivo. A escolha de um critério de agrupamento ¢ importante para definir um
conglomerado.

Muitos critérios de agrupamento foram propostos e usados. Em algumas situagdes
existe uma escolha natural, enquanto em outros varios critérios podem ser candidatos.
Nao ¢ necessario escolher somente um critério, pois conglomerar um conjunto de dados
varias vezes com diferentes critérios ¢ uma boa estratégia para revelar as varias faces da
estrutura.

8.1.7 Algoritmos e implementac¢do

Tendo sido feita a escolha das unidades de dados, varidveis, o que agrupar,
transformagodes, medida de similaridade e um critério para tanto, ainda permanece o
problema de se gerar o conjunto de conglomerados. Mesmo que estes critérios tenham
sido definidos antecipadamente, existem varios algoritmos que podem fornecer os
mesmos resultados.

A sequéncia das escolhas aparenta mostrar alguma logica. A escolha do algoritmo
que implementara os agrupamentos ¢ realizada a seguir e representa somente um passo
na conduc¢do da analise de agrupamentos.

8.1.8 Numero de conglomerados

Um problema pratico de grande importidncia, quando se realiza andlise de
agrupamentos, ¢ a decisdo quanto ao niimero de grupos a serem gerados. Métodos de
agrupamentos hierarquicos fornecem uma configuracdo para cada nimero de
conglomerados de um (todo o conjunto de dados) até o nimero de entidades (cada grupo
possui somente um membro). Outros algoritmos fornecem a melhor estrutura de
agrupamento para um nimero de grupos previamente definidos, que podem ser repetidos
para diferentes numeros de conglomerados, resultando em uma variedade de alternativas.

Alguns algoritmos iniciam com a escolha do nimero de grupos e, entdo, variam
este numero como indicado por meio critérios, com o objetivo de simultaneamente
determinar tanto o nimero de conglomerados como as suas configuracdes.

8.1.9 Interpretacao dos resultados

Uma vez que o conjunto de conglomerados ¢ encontrado, apresenta-se 0 momento
de se fazer uso dos resultados. Em nivel menos sofisticado os conglomerados sdo o
resumo estatistico descritivo, semelhante a média e a variancia.

Para uma dada medida de similaridade, critério e algoritmo, a obten¢do dos
conglomerados pode ser um procedimento mecanico direto. O foco principal dos
algoritmos e critérios de agrupamentos ¢ fornecer ao conjunto de unidades uma
diferenciagdo entre elas. Resultados significantes deverdo ocorrer com regularidade.
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8.2 METODOS DE AGRUPAMENTOS

8.2.1 Métodos de agrupamentos hierarquicos

As medidas de associagdo sdo ou podem ser usadas para construir a matriz de
similaridade, que descreve a associacao de todos os pares dentro de um conjunto de dados,
sejam variaveis ou unidades de dados.

Os métodos de andlise de agrupamentos hierarquicos usam a matriz de
similaridade para elaborar um dendrograma (arvore), que apresenta as relacdes
especificas entre as entidades. O tipo de algoritmo empregado ndo usa a estrutura interna
dos grupos formados em cada estdgio, mas simplesmente trata o conjunto de grupos como
um novo conjunto de objetos (Kirchner, 1980).

Os algoritmos de agrupamento hierarquico envolvem um processo sequencial. Em
cada passo deste procedimento uma observag¢do ou grupo de observagdes ¢ unido em
outro grupo. Neste processo o numero de grupos diminui e os proprios clusters tornam-
se maiores. O inicio se d4 a partir de n itens individuais e termina com um grupo contendo
todo o conjunto de dados. Uma abordagem alternativa, chamada de método divisivo,
comeg¢a com um Unico grupo contendo os n itens e o particiona em dois grupos a cada
passo. O resultado desta abordagem ¢ a obtencdo de n grupos de um item cada.

O método de agrupamento hierarquico inicia com tantos grupos quantos os itens
existentes, sejam individuos ou objetos, formando inicialmente grupos unitarios. A partir
desse ponto, os grupos sdo estabelecidos com base na similaridade entre os itens, € o
processo segue até que todos os elementos estejam reunidos em um inico grupo.

No procedimento inicial, considera-se a existéncia de n grupos, cada um formado
por um unico item. Em seguida, calcula-se a matriz simétrica de distancias n xn,
representada por D = (di j), na qual os elementos da diagonal principal sdo iguais a zero.

Cada elemento d;; corresponde a distancia ou similaridade entre o item i € o item j.

dip dip v dig
D= dyy dyz - dog
dpi dpz o dpn
Em que: dy; = dy; = - = dyy = 0; d;; € a distincia ou similaridade entre o item i €

objeto j.

A partir da matriz D, identifica-se o par de grupos mais proximos, isto ¢, aquele
que apresenta a menor distancia, e eles sdo entdo reunidos. O novo grupo formado ¢
denominado (AB), quando os grupos originais sdo A e B. Em seguida, constroi-se uma
nova matriz de distancias, eliminando-se as linhas e colunas correspondentes aos grupos
A e B e adicionando-se uma nova linha e coluna, que representam as distancias entre o
grupo (AB) e os grupos remanescentes. Os passos de identificagdo do par mais proximo
e atualizacdo da matriz de distancias sdo repetidos sucessivamente (n — 1) vezes,
registrando-se as identidades dos grupos formados ao longo do processo, até que todos os
itens estejam reunidos em um Unico grupo. Apds isso, as informagdes sdo resumidas em
um dendrograma (Figura 8.2).

CLUSTER

O0O00O0O0

Estagio da Combinagio (Distancia)

Figura 8.2: Exemplo de dendrograma.
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Entre os algoritmos aglomerativos para andlise hierarquica de conglomerados
destacam-se as apresentadas na sequéncia

- Ligagoes simples ou vizinho mais proximo (Single-Linkage)

Agrupa os dois objetos mais proximos para formar o primeiro grupo e em seguida
os objetos mais proximos a este grupo para formar um novo conglomerado, e assim
sucessivamente. Se os dois objetos a serem unidos caem em conglomerados diferentes
obtidos nos passos anteriores, os dois conglomerados sao entdo unidos. O termo unido-
simples (single-linkage) ¢ usado, porque dois conglomerados sdo unidos se qualquer das
distancias entre os objetos nos diferentes conglomerados ¢ suficientemente pequena, isto
¢, se houver uma simples unido entre os conglomerados.

No método de ligacao simples a distancia entre dois grupos A e B ¢ definida como
a distancia entre um ponto de A e um ponto de B:

deap) = minimo{d(yi,yj), paray; em A e y; em B}
Em que: d(yi, yj) ¢ a distancia euclidiana ou alguma outra distancia entre os vetores y; e

Y-

- Ligag¢do completa ou vizinho mais distante (Complete-Linkage)

Este algoritmo ¢ muito parecido com a Unido-Simples, na qual cada
conglomerado ¢ caracterizado pela unido mais separada necessaria para unir o0 membro
de um conglomerado para outro membro.

No método de ligagdo completa a distancia entre dois grupos A e B ¢ definida
como a maxima distancia entre um ponto em A e um ponto em B:

deap) = méximo{d(yi, yj), paray; em A e y; em B}

Destaca-se que uma vez obtidas as distdncias para cada par de grupos, os dois

grupos com a menor distancia sdo unidos.

- Ligag¢do média (Average-Linkage) — Dentro
Na abordagem pelo método de ligacdo média, a distancia entre dois grupos A ¢ B

¢ definida como a média das distancias nyng entre os pontos n, em A e ng pontos em B:
na np

D(A,B) = ﬁz Z()’i'}’j)

i=1 j=1
Em que: A soma ¢ em todos os valores de y; em A ¢ todos os valores de y; em B. A cada
passo sdo unidos os dois grupos com a menor distancia D (4, B).

- Centroide

Em anélises estatisticas a média ¢ geralmente a estatistica basica para um conjunto
de dados. O conhecido teste ¢ ¢ a técnica da andlise de variancia podem ser usados para
identificar diferencgas entre grupos, testando-se as diferencas entre suas médias. Isto,
entdo, devera ser um atrativo para unir hierarquicamente ao se agrupar em cada estagio
aqueles dois conglomerados com os vetores médias mais similares ou centrdides.

No método centrdide a distadncia entre dois grupos A e B ¢ definida como a
distancia euclidiana entre os vetores médios (centréides) dos dois grupos:

D(A,B)=d(y,.y,)

Em que: y, e ¥, sd0 os vetores de médias das observagdes em A e B.

Os dois grupos com a menor distdncia sdo unidos. Depois que os grupos sao
unidos o centréide do novo grupo AB ¢ dado pela média ponderada.



240

- Método de Ward

No método (algoritmo) de Ward as unides em cada estagio sdo escolhidas, visando
maximizar uma funcdo objetiva baseada na soma de quadrados do erro com o proposito
de encontrar em cada estagio aqueles dois conglomerados cuja unido resulta no minimo
de aumento na soma de quadrados do erro no grupo total dentro.

O método de Ward usa as distancias ao quadrado dentro dos grupos e as distancias
ao quadrado entre os grupos. Se AB ¢ um grupo obtido pela combinagdo dos grupos A e
B, entdo a soma das distancias dentro sao:

SQW, = ) (=7, (% = 7,)
i=1

np
SQWs = > (3 = 7,) (7~ 7,)
niA=Bl

SQWyp = Z(yi - yAB)’(yi - yAB)
i=1

Em que: y ,, € o vetor médio ponderado entre A ¢ B; ny, ng, nyp sdo o namero de pontos
em A, Be AB.
O método de Ward une os dois grupos A e B, que minimizam o aumento na soma
de quadrados das distancias dentro, definido como:
Ing = SQWyp — (SQW, + SQWp)

8.2.2 Determinagdo do numero de grupos e avaliacdo dos agrupamentos

A escolha do numero de grupos nos métodos hierarquicos pode ser feita
determinando um ponto da escala de distancias e cortando os ramos do dendrograma. O
ponto de corte determinara o nimero de grupo e a qualidade do agrupamento.

Um método usual e frequente que pode ser utilizado ¢ determinar o niimero de
grupos por meio do corte na metade da distancia obtida no dendrograma. Outro critério é
buscar a maior amplitude nas distancias nas jun¢des dos grupos. Pode-se, ainda,
determinar o nimero de grupos desejados a priori dos agrupamentos.

A validacdo da andlise de agrupamentos visa certificar que os grupos obtidos
realmente diferem entre si. Para tanto, pode-se utilizar uma MANOVA para verificar se
os grupos diferem ou andlise de discriminante com o mesmo intuito e, também, identificar
as varidveis mais importantes no agrupamento.

A avaliagdo da formagdo dos agrupamentos pelo método hierarquico pode ser
efetuada por meio da comparagdo entre a informacao gerada pela funcio de ligagdo e os
dados originais de distancia. Um agrupamento ¢ considerado valido quando a ligag¢ao dos
objetos no agrupamento apresenta forte correlacdo com as distancias entre os objetos no
vetor de distancias. Essa avalia¢do ¢ feita por meio da fungdo cofenética, que compara
esses dois conjuntos de valores e calcula a correlagdo entre eles. A melhor solucio de
agrupamento ocorre quando a correlagdo cofenética ¢ igual a 1, indicando perfeita
concordancia entre as distancias originais e as distancias representadas pelo agrupamento.
Quando o resultado obtido ndo ¢ satisfatério, pode-se recorrer a outro método de
agrupamento, como os métodos ndo hierarquicos.

8.2.3 Agrupamento ndo-hierarquico
Os métodos de agrupamento ndo hierarquicos ndo envolvem a construcdo de
dendrogramas. Existem trés técnicas de agrupamento ndo hierarquico: particionamento,



241

mistura de distribui¢des e estimagdo de densidades. Entre eles o particionamento € o mais
comumente utilizado.

Os métodos nao-hierarquicos sdo destinados a agrupar unidades de dados em
classificagdes individuais de q grupos, em que g ¢ tanto especificado a priori ou ¢
determinado como parte do método. Importante ressaltar que os métodos nao-
hierarquicos ndo sdo adequados para variaveis.

Na abordagem de particionamento, as observacdes sdo separadas em g grupos
sem a utilizacdo da abordagem hierarquica baseada na matriz de distancia ou similaridade
entre todos os pares de pontos. Estes métodos sdo algumas vezes chamados de métodos
de otimizagdo ao invés de particionamento.

Uma estratégia seria examinar todos os possiveis caminhos para particionar n
itens em g grupos e encontrar o agrupamento 6timo de acordo com algum critério.
Entretanto, o nimero de possiveis grupos € proibitivamente grande, mesmo para valores
pequenosden e q.

Considera-se como abordagem para particionar a que ¢ usualmente chamada de
método de k-médias. O método permite que itens sejam movidos de um grupo para outro,
realocac¢do esta que ndo ¢ disponivel nos métodos hierarquicos.

O procedimento inicia-se com uma parti¢do arbitraria dos itens em g grupos
iniciais (sementes). Estas sementes serdo substituidas mais tarde pelos centrdides dos
grupos. Depois que as sementes sdo escolhidas, cada ponto remanescente do conjunto de
dados ¢ alocado a grupo com a semente mais proxima baseada na distancia euclidiana.
Tao logo o grupo tenha mais que um membro, a semente ¢ substituida pelo centrdide.

Em seguida, cada item ¢ realocado para o grupo cujo centroide, isto ¢, a média do
grupo, esteja mais proximo, sendo a distancia euclidiana a medida mais comumente
empregada. Apds cada realocagdo, o centroide ¢ recalculado tanto para o grupo que
recebeu o0 novo item quanto para o grupo que perdeu algum item. Este processo ¢ repetido
até que ndo ocorram mais realocacdes, indicando a estabilizagdao dos grupos.

O método de k-médias ¢ de alguma forma sensivel a escolha das sementes iniciais.
E aconselhavel executar o procedimento novamente com sementes diferentes. Se as
escolhas das sementes iniciais produzem diferentes grupos no final, ou se existe uma
convergéncia extremamente lenta, pode ser que ndo existam grupos naturais nos dados.
O método de particionamento de k-médias pode ser usado como uma melhoria das
técnicas hierarquicas. Neste caso, os itens sdo agrupados com um método hierarquico e
os centroides desses grupos sdo utilizados como sementes na abordagem com k-médias,
permitindo que todos os pontos sejam realocados de um cluster para outro.

Exemplo 8.1

Os dados utilizados no exemplo de analise de agrupamento sdo os mesmos da
andlise de discriminante, com exce¢do da identificagdo do grupo. Importante mencionar
que o conjunto de dados originais ¢ composto de trés grupos com 10 observagdes cada.
O que se espera como resultado da andlise de agrupamentos seriam trés grupos, com o
grupo 1 com as unidades de um a dez, o grupo 2 com as unidades de 11 a 20 e o grupo 3
com as unidades de 21 a 30.

- Analise de agrupamento hierarquico com distancia euclidiana e ligacdo simples

Quanto ao numero de grupos, se aplicado um critério de metade da distancia total
(1,40), encontrou-se cinco grupos como mostra a linha do dendrograma. Os resultados
encontrados no agrupamento hierarquico com distancia euclidiana e ligagdo simples nao
revelaram a constitui¢do de trés grupos como se esperava.
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A correlagao cofenética de 0,6886 indica que o dendrograma obtido pelo método
de ligacdo simples representa apenas de forma moderada as distancias euclidianas
originais entre as observagdes, preservando parcialmente a estrutura dos dados, mas com
perda consideravel de informagdo métrica.

- Avaliagdo da andlise de agrupamento hierarquico com testes de distancias e tipos de
ligagdo

Com base na analise de correlacdo cofenética entre diferentes combinagdes de
métricas de distdncia e métodos de ligacdo, a melhor combinagdo encontrada foi para o
quadrado da distancia euclidiana e método de ligacdo centroide, resultando em uma
correlacdo cofenética de 0,8111, com o seguinte dendrograma:
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Destaca-se que as unidades de 1 a 10 foram bem agrupadas, resultando em um
unico grupo. As demais unidades, 11 a 30 foram misturadas, o que confirma o resultado
jé& percebido quando da andlise de discriminante, onde estas observagdes sao oriundas de
grupos com menores diferencas entre eles.

- Analise de agrupamento ndo hierdrquico

A andlise de agrupamento ndo hierarquico pelo método k-médias, com k = 3,
resultou na formacao de trés grupos distintos e internamente homogéneos, caracterizados
por centroides bem definidos. O procedimento resultou em nove unidades no grupo 1; 18
no grupo 2 e 3 no grupo 3, indicando que somente para o grupo 1 as unidades foram bem
agrupadas, enquanto para os grupos 2 e 3 houve transferéncia do grupo 3 para o grupo 2.
Isto confirma o agrupamento dos grupos 2 e 3 ja percebido, quando da andlise de
discriminante (Figura 8.3), em que esses dois grupos sdo bem proximos e, também,
quando da analise de agrupamentos hierarquicos com quadrado da distancia euclidiana e
método de ligacao centrdide.
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Figura 8.3: Grupos formados pela andlise discriminante.



8.3 EXEMPLO DE ANALISE DE CONGLOMERADOS (CLUSTER) NO

o°

% DADOS DE ENTRADA

X =1
-1.0200 -1.3000 1
-0.9500 -1.1600 1
-0.8900 -1.1300 1
-0.3100 -1.1300 1
0.1300 -1.1200 1
0.5300 -1.1300 1
-1.3500 -1.1300 1
-0.4700 -1.1300 1
0.2700 -0.4200 0
0.8200 -0.5900 0
-0.7300 0.3600 -0
-0.2000 0.6400 -0
-0.6100 0.7100 -0
0.7600 -0.0400 -0
0.6100 -0.0100 -0
0.4600 -0.7500 0
-0.1700 0.3800 -0
0.7500 0 -0
0.3600 0.2600 -0
-0.2100 0.0800 -0
0.7000 2.9500 -2
0.9500 0.6200 -0
-0.2900 0.4700 -0
2.1900 1.5300 -1
0.2400 0.5500 -0
-0.1400 -0.0700 0
-3.3900 -0.2900 0
1.1800 0.3200 -0
-0.1700 1.7600 -1
0.9700 0.8000 -0
1
$ NUMERO DE CASOS
numero casos = size(X,1);

o

MATLAB

.3000
.1900
.1100
.1100
.3600
.1100
.1100
.1100
.1700
.9000
.1000
.5300
.7100
.0700
.0100
.7200
.5800
.1100
.3400
.5200
.9200
.6400
.3500
.5500
.5100
.2800
.1500
.3200
.5600
.8100

matriz distancias = zeros(n);
for i = l:numero casos
for j = i+l:numero_ casos

matriz distancias (i, J)
matriz distancias(j,1)

end
end

% INICIALIZAGAO DOS CLUSTERS

conglomerados
distancias atuais

matriz ligacao

matriz cofenetica

num2cell (1:numero_casos) ;
matriz distancias;

[1;

|
OO O OO OO FrN

$ MATRIZ DE DISTANCIAS EUCLIDIANAS

.3600
.5700
.9900
.9900
.8800
.9900
.9900
.9900
.5900
.7000
.6100
.3500
.1000
.6200
.2800
.1300
.4900
.1200
.5600
.0400
.6500
.6200
.5600
.9300
.6600
.5500
.6500
.7700
.9600
.9600

= sqgrt(sum( (X (i, :
matriz distancias(i,J);

zeros (numero_casos) ;

- X(J,2)) .
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ANALISE DE AGRUPAMENTO COM DISTANCIA EUCLIDIANA E LIGACAO SIMPLES



% IDENTIFICAGAO DOS CONGLOMERADOS
identificador conglomerado = numero_ casos;

% ALGORITMO HIERARQUICO - LIGACAO SIMPLES
while numel (conglomerados) > 1

end

matriz temporaria = distancias atuais +
diag(inf (size(distancias_ atuais,1),1));

[distancia minima, indice] = min(matriz temporaria(:));
[i,]J] = ind2sub(size (matriz temporaria), indice);
conglomerado A = conglomerados{i};

conglomerado B = conglomerados{j};

$ ATUALIZAGCAO DA MATRIZ COFENETICA

for p = conglomerado A
for g = conglomerado B
if matriz cofenetica(p,q) == 0
matriz cofenetica(p,q) = distancia minima;
matriz cofenetica(qg,p) = distancia minima;
end
end
end

$ ATUALIZACAO DA MATRIZ DE LIGACAO

identificador conglomerado = identificador conglomerado + 1;

matriz ligacao = [matriz ligacao;

conglomerado A(l), conglomerado B(l), distancia minima];

novo_conglomerado = [conglomerado A, conglomerado B];

% REMOGAO DOS CONGLOMERADOS UNIFICADOS
indices remocao = sort([i j], 'descend');
conglomerados (indices remocao) = [];
distancias atuais (indices_ remocao, :)
distancias atuais(:,indices_remocao)

[1;
= [1;

% DISTANCIAS DO NOVO CONGLOMERADO

numero conglomerados = numel (conglomerados) ;
novas _distancias = zeros (l,numero conglomerados) ;
for k = l:numero conglomerados

lista distancias = [];
for a = novo_conglomerado
for b = conglomerados{k}

244

lista distancias(end+l) = matriz distancias(a,b);

end
end
novas distancias (k) = min(lista distancias);
end

distancias atuais = [distancias atuais, novas_distancias';

novas_distancias, 0];
conglomerados{end+l} = novo_conglomerado;

$ CALCULO DA CORRELACAO COFENETICA

$ VETOR DAS DISTANCIAS ORIGINAIS
distancias originais =

matriz distancias (triu(true (numero casos),1l));
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% VETOR DAS DISTANCIAS COFENETICAS
distancias cofeneticas =
matriz cofenetica (triu(true (numero casos),1));

% CORRELACAO COFENETICA DE PEARSON
correlacao_cofenetica =
corr (distancias originais, distancias cofeneticas);

% RESULTADOS
disp ('Correlacdo cofenética:');
disp(correlacao cofenetica)
Correlacdo cofenética:

0.6886

% DENDROGRAMA

figure;

dendrogram (matriz ligacao);

title ('Dendrograma - Ligacdo Simples');
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% MAIOR DISTANCIA NO DENDROGRAMA

maior distancia = max(matriz ligacao(:,3))

maior distancia
2.7499

% FUNCOES PARA TESTE DE DISTANCIAS E LIGACOES
$ MATRIZ DE DADOS

$ TIPOS DE DISTANCIA

dist types = {
'euclidean',
'seuclidean’,
'cityblock',
'mahalanobis’,
'minkowski'};

$ TIPOS DE LIGACAO

link types = {
'single’, % vizinho mais préximo
'complete', % vizinho mais distante
'average', $ média
'centroid', % centrdide
'ward'}; $ Ward

$ MATRIZ PARA ARMAZENAR RESULTADOS
R = zeros(length(dist types), length(link types));

<



$ LOOP PRINCIPAL PARA COMBINAR DISTANCIAS E METODOS

for 1 =

l:length(dist types)

% Vetor de disténcias
Y = pdist (X, dist types{i});
for j = l:length(link types)

Q

euclidiana

end

if strcmp(link types{j},
~strcmp (dist types{i},
~strcmp (dist types{i},
R(i,3j) = NaN;
continue

end

$ AGRUPAMENTO HIERARQUICO

Z = linkage (Y,

% Correlacdo cofenética

R(i,j) = cophenet(Z, Y);
end

'ward')

& &
'euclidean')
'seuclidean’')

&&

link types{j}):;

% Ward s6 é matematicamente consistente com disténcia
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% RESULTADOS DA CORRELACAO COFENETICA PARA COMBINACOES DE TIPOS DE
DISTANCIAS E METODOS DE LIGACAO

T = array2table(R
'RowNames', dist types,
'VariableNames', link types);
disp (T)
disp (T)
Simples Completa Média Centréide  Ward
Euclidiana 0.6886 0.68272 0.8072 0.81183 0.61977
Eucldiana? 0.6886 0.68273 0.8072 0.81185 0.61979
Cityblock 0.69932 0.76579 0.79895 0.79629 NaN
Mahalanobis 0.73581 0.51376 0.7603 0.77955 NaN
Minkowski 0.6886 0.68272 0.8072 0.81183 NaN

$ MELHOR COMBINAGCAO - DISTANCIA: QUADRADO DA DISTANCIA EUCLIDIANA,

COM LIGACAO CENTROIDE, R=0,81

$ DENDROGRAMA
>> 7 = linkage (Y,
dendrogram(Z, 0)

centroid');
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$RESULTADOS PARA VARIAVEIS ORIGINAIS (NAO-PADRONIZADAS)

disp (T)
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Simples Completa Média Centréide  Ward
Euclidiana 0.76845 0.79692 0.80457 0.80457 0.78525
Euclidiana? 0.66238 0.67923 0.78413 0.81108 0.63198
Cityblock 0.76809 0.79707 0.80465 0.80465 NaN
Mahalanobis 0.74122 0.52106 0.78411 0.77888 NaN
Minkowski 0.76845 0.79692 0.80457 0.80457 NaN
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8.4 ANALISE DE AGRUPAMENTO NAO HIERARQUICO UTILZIANDO COM

K-MEANS NO MATLAB

$ DADOS (30 x 4)

X = |

-1.0200 -1.3000 1.3000
-0.9500 -1.1600 1.1900
-0.8900 -1.1300 1.1100
-0.3100 -1.1300 1.1100

0.1300 -1.1200 1.3600

0.5300 -1.1300 1.1100
-1.3500 -1.1300 1.1100
-0.4700 -1.1300 1.1100

0.2700 -0.4200 0.1700

0.8200 -0.5900 0.9000
-0.7300 0.3600 -0.1000
-0.2000 0.6400 -0.5300
-0.6100 0.7100 -0.7100

0.7600 -0.0400 -0.0700

0.6100 -0.0100 -0.0100

0.4600 -0.7500 0.7200
-0.1700 0.3800 -0.5800

0.7500 0 -0.1100

0.3600 0.2600 -0.3400
-0.2100 0.0800 -0.5200
0.7000 2.9500 -2.9200
0.9500 0.6200 -0.6400
-0.2900 0.4700 -0.3500
2.1900 1.5300 -1.5500
0.2400 0.5500 -0.5100
-0.1400 -0.0700 0.2800
-3.3900 -0.2900 0.1500
1.1800 0.3200 -0.3200
-0.1700 1.7600 -1.5600
0.9700 0.8000 -0.8100

% Inicializagdo dos centroides
% Escolha manual de 3 observagdes
centroides = X([1 11 2171, :): %

% Paradmetros do algoritmo

maxiter = 100;
tol = le-6;

grupos = zeros(n,1l);
centroides_antigos = centroides;
% Algoritmo k-means (iterativo)

for iter = l:maxiter

.3600
.5700
.9900
.9900
.8800
.9900
.9900
.9900
.5900
.7000
.6100
-0.3500

0.1000
-0.6200
-0.2800

0.1300
-0.4900
-0.1200
-0.5600

0.0400
-1.6500
-1.6200
-0.5600
-0.9300
-0.6600
-0.5500
-0.6500
-0.7700
-0.9600
-0.9600

|
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3 x 4



% PASSO 1: Atribuicdo aos clusters
for 1 = 1:n

distancias = zeros(k,1);

for g = 1:k

distancias (g)=sgrt(sum((X (i, :) - centroides/(g,

end
[~, grupos(i)] = min(distancias);
end

% PASSO 2: Atualizacgdo dos centroides
for g = 1:k
idx = find(grupos == qg);

centroides (g, :) = mean(X(idx,:), 1);

end

% PASSO 3: Critério de parada
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$))."2))

deslocamento = max (max (abs (centroides - centroides antigos)));

if deslocamento < tol

fprintf ('Convergéncia atingida na iteracdo %d\n',

break
end
centroides antigos = centroides;
end

$Resultados finais

disp ('Grupo atribuido a cada observacédo:');
disp (grupos) ;
disp('Centroides finais:');

(

disp (centroides) ;

%Resultados finais

disp ('Grupo atribuido a cada observacédo:');
disp (grupos) ;
disp('Centroides finais:');

disp (centroides) ;
Convergéncia atingida na iteracgédo 3
Grupo atribuido a cada observacgéo:

DO NNDNDNNNMDNNNNRENMNRERRERRRRRRE

iter);
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2
Centroides finais:
-0.3900 -1.0911 1.1444 1.2733
0.0450 0.2006 -0.2378 -0.4411
0.9067 2.0800 -2.0100 -1.1800

% CONTAGEM DE OBSERVACOES POR GRUPO
disp ("'Numero de observacdes em cada grupo:');
for g = 1:k
fprintf ('Grupo %d: %d observacgdes\n', g, sum(grupos == g));
end
Numero de observacdes em cada grupo:
Grupo 1: 9 observacdes
Grupo 2: 18 observacdes
Grupo 3: 3 observacdes

8.5 EXEMPLO DE ANALISE DE CONGLOMERADOS (CLUSTER) NO JULIA
# ANALISE DE AGRUPAMENTO COM DISTANCIA EUCLIDIANA E LIGACAO SIMPLES
using LinearAlgebra; Statistics

# DADOS DE ENTRADA
X=1

-1.0200 -1.3000 1.3000 2.3600;
-0.9500 -1.1600 1.1900 1.5700;
-0.8900 -1.1300 1.1100 0.9900;
-0.3100 -1.1300 1.1100 0.9900;
0.1300 -1.1200 1.3600 1.8800;
0.5300 -1.1300 1.1100 0.9900;
-1.3500 -1.1300 1.1100 0.9900;
-0.4700 -1.1300 1.1100 0.9900;
0.2700 -0.4200 0.1700 0.5900;
0.8200 -0.5900 0.9000 0.7000;

-0.7300 0.3600 -0.1000 -0.6100;
-0.2000 0.6400 -0.5300 -0.3500;
-0.6100 0.7100 -0.7100 0.1000;
0.7600 -0.0400 -0.0700 -0.6200;
0.6100 -0.0100 -0.0100 -0.2800;
0.4600 -0.7500 0.7200 0.1300;
-0.1700 0.3800 -0.5800 -0.4900;
0.7500 0.0000 -0.1100 -0.1200;
0.3600 0.2600 -0.3400 -0.5600;
-0.2100 0.0800 -0.5200 0.0400;
0.7000 2.9500 -2.9200 -1.6500;
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0.9500 0.6200 -0.6400 -1.6200;
-0.2900 0.4700 -0.3500 -0.5600;
2.1900 1.5300 -1.5500 -0.9300;
0.2400 0.5500 -0.5100 -0.6600;
-0.1400 -0.0700 0.2800 -0.5500;
-3.3900 -0.2900 0.1500 -0.6500;
1.1800 0.3200 -0.3200 -0.7700;
-0.1700 1.7600 -1.5600 -0.9600;
0.9700 0.8000 -0.8100 -0.9600

]

numero_observacoes = size(X, 1)

# MATRIZ DE DISTANCIAS EUCLIDIANAS
matriz_distancias = zeros(numero_observacoes, numero_observacoes)
for i in 1:numero_observacoes
for j in i+l:numero_observacoes
matriz_distancias[i,j] = norm(X[i,:]1 - X[j,:])
matriz_distancias[j,i] = matriz_distanciasl(i,j]
end
end

# INICIALIZACAO

agrupamentos = [[i] for i in 1:numero_observacoes]
distancias_atuais = copy(matriz_distancias)

matriz_ligacao = zeros(numero_observacoes - 1, 3)
matriz_cofenetica = zeros(numero_observacoes, numero_observacoes)
etapa = 0

# ALGORITMO HIERARQUICO (LIGACAO SIMPLES)
while length(agrupamentos) > 1
etapa += 1
# IGNORAR A DIAGONAL
matriz_temporaria = copy(distancias_atuais)
for k in 1:size(matriz_temporaria, 1)
matriz_temporarialk,k] = Inf
end
# MENOR DISTANCIA
indice = argmin(matriz_temporaria)
i, j = Tuple(indice)
menor_distancia = matriz_temporariali,jl
agrupamento_A = agrupamentos[il]
agrupamento_B = agrupamentos[j]
# ATUALIZAR MATRIZ COFENETICA
for p in agrupamento_A
for g in agrupamento_B
if matriz_cofeneticalp,ql == 0.0
matriz_cofeneticalp,q] = menor_distancia
matriz_cofeneticalq, pl menor_distancia

end
end
end



# MATRIZ DE LIGACAO

matriz_ligacao[etapa, :] = [
agrupamento_A[1],
agrupamento_B[1],
menor_distancial

# NOVO AGRUPAMENTO
novo_agrupamento = vcat(agrupamento_A, agrupamento_B)

# REMOVER AGRUPAMENTOS ANTIGOS
# (ORDEM DECRESCENTE)

for indice_agrupamento in sort([i, j1, rev=true)
deleteat!(agrupamentos, indice_agrupamento)
distancias_atuais = distancias_atuais|
setdiff(1l:end, indice_agrupamento),
setdiff(1l:end, indice_agrupamento)]
end

# CALCULAR NOVAS DISTANCIAS
# (LIGACAO SIMPLES)
numero_agrupamentos = length(agrupamentos)
novas_distancias = zeros(numero_agrupamentos)
for k in 1:numero_agrupamentos
lista_distancias = Float64[]
for a in novo_agrupamento
for b in agrupamentos [K]
push! (
lista_distancias,
matriz_distanciasla,bl)
end
end
novas_distancias[k] = minimum(lista_distancias)
end

# ATUALIZAR MATRIZ DE DISTANCIAS
distancias_atuais = [
distancias_atuais novas_distancias;
novas_distancias' 0.01]
push!(agrupamentos, novo_agrupamento)
end

# CORRELACAO COFENETICA

mascara = triu(trues(numero_observacoes, numero_observacoes), 1)
distancias_originais = matriz_distancias[mascaral
distancias_cofeneticas = matriz_cofeneticalmascaral

correlacao_cofenetica = cor(distancias_originais, distancias_cofeneticas)

println("Correlacdo cofenética = ", correlacao_cofenetica)
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# MAIOR DISTANCIA NO DENDROGRAMA
maior_distancia = maximum(matriz_ligacaol:,3])
println("Maior distancia no dendrograma = ", maior_distancia)

# OBTENCAO DO DENDROGRAMA
using Clustering; Distances; StatsBase; StatsPlots; LinearAlgebra; Statistics

# MATRIZ DE DISTANCIAS EUCLIDIANAS
matriz_distancias = pairwise(Euclidean(), X; dims=)

# AGRUPAMENTO HIERARQUICO
# METODO DE LIGACAO SIMPLES
agrupamento_hierarquico = hclust(matriz_distancias, linkage=:single)

# REPRESENTACAO GRAFICA DO DENDROGRAMA
plot(agrupamento_hierarquico)

8.6 ANALISE DE AGRUPAMENTO NAO HIERARQUICO - METODO DO K-
MEANS NO JULIA

using LinearAlgebra; Statistics

# Dados de entrada
X=1

-1.0200 -1.3000 1.3000 2.3600
-0.9500 -1.1600 1.1900 1.5700
-0.8900 -1.1300 1.1100 0.9900
-0.3100 -1.1300 1.1100 0.9900
0.1300 -1.1200 1.3600 1.8800
0.5300 -1.1300 1.1100 0.9900
-1.3500 -1.1300 1.1100 0.9900
-0.4700 -1.1300 1.1100 0.9900
0.2700 -0.4200 0.1700 0.5900
0.8200 -0.5900 0.9000 0.7000

-0.7300 0.3600 -0.1000 -0.6100
-0.2000 0.6400 -0.5300 -0.3500
-0.6100 0.7100 -0.7100 0.1000
0.7600 -0.0400 -0.0700 -0.6200
0.6100 -0.0100 -0.0100 -0.2800
0.4600 -0.7500 0.7200 0.1300
-0.1700 0.3800 -0.5800 -0.4900
0.7500 0 -0.1100 -0.1200
0.3600 0.20600 -0.3400 -0.5600
-0.2100 0.0800 -0.5200 0.0400
0.7000 2.9500 -2.9200 -1.6500
0.9500 0.6200 -0.6400 -1.6200
-0.2900 0.4700 -0.3500 -0.5600
2.1900 1.5300 -1.5500 -0.9300
0.2400 0.5500 -0.5100 -0.6600
-0.1400 -0.0700 0.2800 -0.5500
-3.3900 -0.2900 0.1500 -0.6500



1.1800 0.3200 -0.3200 -0.7700
-0.1700 1.7600 -1.5600 -0.9600
0.9700 0.8000 -0.8100 -0.9600

n, p = size(X)

# Definicdo do numero de grupos
k =3

# Inicializacdo dos centroides
# Indices escolhidos arbitrariamente
centroides = X[[1, 11, 211, :]

# Funcdo disténcia euclidiana
function dist_euclidiana(x, c)

return sqrt(sum((x .- c).”2))
end

# IteracOes do k-means
maxiter = 100
tol = le-6
grupos = zeros(Int, n)
centroides_antigos = copy(centroides)
for iter in 1:maxiter

# PASSO 1: Atribuicdo aos grupos

for i in 1:n

distancias = zeros(k)

for g in 1:k
distancias[g] = dist_euclidiana(X[i, :], centroidesl|g,
end
grupos[i] = argmin(distancias)
end
# PASSO 2: Atualizacdo dos centroides
for g in 1:k
idx = findall(grupos .== g)
centroides[g, :]1 = mean(X[idx, :], dims=1)
end
# PASSO 3: Critério de parada
deslocamento = maximum(abs. (centroides .- centroides_antigos))
if deslocamento < tol
println("Convergéncia atingida na iteracao ", iter)
break
end
centroides_antigos = copy(centroides)
end

#Resultados finais

println("\nGrupos atribuidos a cada observacao:")
println(grupos)

println("\nCentroides finais:")

:1)
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println(centroides)

# Numero de observacbes em cada grupos
println("Ndmero de observacées em cada grupo:'")

for g in 1:k
println("Grupo $g:

, sum(grupos .== g), " observacdes")
end
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9 ANALISE DE CORRELACAO CANONICA

9.1 INTRODUCAO

A analise de correlacdo candnica consiste em um modelo estatistico multivariado
voltado a investigagdo das inter-relacdes existentes entre conjuntos de multiplas varidveis
dependentes e multiplas varidveis independentes. Sua aplicacdo resulta no
desenvolvimento de diversas fun¢des canonicas independentes, construidas de modo a
maximizar a correlagcdo entre composi¢des lineares das varidveis originais, denominadas
variaveis estatisticas candnicas. Cada uma dessas func¢des ¢ fundamentada na correlagao
entre um par de varidveis estatisticas canonicas, sendo uma associada ao conjunto de
variaveis dependentes e a outra ao conjunto de variaveis independentes, permitindo uma
compreensdo mais abrangente das relacdes simultaneas entre os dois conjuntos de dados.

Na andlise de correlagdo canodnica, as variaveis estatisticas canonicas sdo obtidas
de forma a maximizar a correlacdo entre si, permitindo identificar as relagdes mais fortes
entre os conjuntos de varidveis analisadas. Este procedimento ndo se limita a derivagdo
de uma unica relagdo entre os conjuntos de varidveis, pois possibilita a obtengdo de
diversas funcdes candnicas, cada uma composta por um par de varidveis estatisticas
candnicas mutuamente independentes. Dessa forma, as correlagdes canonicas constituem
um instrumento robusto para explicar e interpretar as relagdes existentes entre os
conjuntos de variaveis dependentes e independentes em um conjunto de dados
multivariado.

Frequentemente, em ajustamento de variaveis, o pesquisador tem dois conjuntos
de varidveis, y e x, disponiveis para uma amostra de elementos, cada variavel vetor
representando multiplas medidas de um espaco finito. O que pode acontecer € que y seja
um conjunto de medidas estimadas, ou medidas de varidveis dependentes em uma
pesquisa, € x seja um conjunto de medidas de varidveis obtidas segundo determinados
critérios, ou medidas independentes. Por exemplo, um conjunto de variaveis x formado
pelo didmetro e a altura da arvore e um conjunto y que representa a biomassa do fuste e
da copa.

Outra possibilidade ¢ que os dois dominios sejam conceitualmente diferentes,
apesar de terem sido observacdes medidas simultaneamente. Seja y um conjunto de testes
de habilidades para operar uma maquina florestal e x seja um conjunto de escalas de
produtividade. A questdo da pesquisa entdo sera mostrar as interrelagdes das habilidades
e a produtividade. E evidente, que as correlagdes bivariadas entre os pares de medicdes
tomadas em cada dominio sdo de interesse, mas existe uma grande quantidade deles.

Por exemplo, se existir 10 testes de habilidade de operacdo das maquinas e 10
escalas de produtividade, existirdo 100 correlagdes bivariadas entre pares de medidas de
produtividade e habilidades. Tentar entender todas estas correlagdes simultaneamente ¢
extremamente dificil se houver uma tentativa de generalizar sobre a extensao e a natureza
das interrelagcdes dos dominios. Se existirem p; elementos em y e g, elementos em x, €
p = p; + q1, a matriz correlagdo simétrica R de ordem p ¢ subdividida em:

R11 R12
R =
R21 RZZ
tal que Ry, contém as intercorrelagdes entre os elementos de y e ¢ de ordem p,, R,, sdo
as intercorrelagdes cruzadas entre os elementos de x € q; e de ordem p; - q;.
As interrelacdes entre dois conjuntos de medidas feitas nos mesmos objetos
podem ser estudadas por meio do método da correlagdo candnica. Originalmente
desenvolvido por Hotelling (1935,1936), a correlagdo candnica ¢ a méxima correlagdo
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entre fungdes lineares de duas varidveis vetores. Contudo, apds o par de fun¢des lineares
que correlaciona maximamente seja encontrado, entdo existe a oportunidade para se obter
pares de funcdes adicionais, que correlacionam maximamente, sujeitos a restricdo que s
funcdes e cada novo par precisa ser ndo correlacionada com todas as fungdes previamente
localizadas em ambos os dominios. Cada par de fungdes ¢ determinado para maximizar a
correlagcdo entre o novo par de varidveis candnicas, sujeito a restricdo que elas sejam
inteiramente ortogonais em relagdo a todas as combinagdes lineares derivadas.

O modelo da correlacdo candnica usa a mesma abordagem analitica para mostrar
a estrutura das relagdes por meio dos dominios de medig¢des, cujo modelo fatorial usa
para mostrar a estrutura de relacdo dentro de um dominio. O procedimento envolve
reduzir a dimensionalidade para poucas fungdes lineares de medigdes em estudo. O
modelo fatorial seleciona fungdes lineares de testes, que tém variancias maximas, sujeitas
as restrigdes de ortogonalidade. O modelo canodnico seleciona fungdes lineares, que tém
covariancias entre dominios, sujeitos novamente a restrigdes de ortogonalidade.
Geometricamente, 0 modelo canonico pode ser considerado uma exploragdo da extensao
em que individuos ocupem as mesmas posi¢des relativas em um espago de medigdo,
assim como também no outro. O que se procura, explicitamente, ¢ que a varidvel do vetor
y mapeie sob as mesmas condi¢des que a variavel vetor x.

9.2 DESENVOLVIMENTO

Na anélise de correlagdo candnica o objetivo ¢ dividir as variaveis em dois grupos
e encontrar as combinagdes lineares do primeiro e segundo grupo, tal que a correlagdo
das duas combinagdes lineares seja a maior possivel. Uma vez encontrando este melhor
conjunto de combinagdes lineares ¢ possivel continuar a investigar qual serd o proximo
melhor conjunto sujeito a limitagdo, que o segundo conjunto seja ndo correlacionado com
o primeiro. O processo pode continuar até que se tenha tantos pares de combinagdes
lineares quanto existem variaveis no conjunto menor. Isto pode ser visto como uma
extensdo da regressao multipla para o caso no qual existem muitas varidveis dependentes.

Inicia-se dividindo a matriz de dados originais em duas partes, correspondentes
para cada um dos dois conjuntos de variaveis. A partir de um conjunto inicial de dados
obtém-se Yy, € X4 E possivel calcular trés matrizes de variancia-covariancia:

Ap.p =CovY
Bg.g =Cov X
Ap.g =Cov XY

O que se procura ¢ a combinagao linear das varidveis Y:
Yamdopn = Ygm)
¢ a combinac¢ao linear das variaveis X:
Xangyhig1) = Xnmn)
tal que a correlagdo entre as duas combinagdes lineares seja tdo grande quanto possivel.
Assumindo vetores de média zero por conveniéncia, a covaridncia entre as
combinagdes lineares torna-se:
g'Y'Xh 'Y'Xh
Yy) (Xn) =
( ) h ( - 1)
Para obter a correlagdo, ¢ necessario dividir esta covariancia pelo produto dos
desvios padrdes. Assumindo vetores de média zero, as varidncias para as duas
combinagdes lineares sdo:

() () =42
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XY (X)) h'X'Xh
h h) — (n _ 1)
sendo que o quadrado da correlag@o entre as duas combinacdes lineares é:
. (gyxp)?
@'Y Y9 h'X'Xp)
Maximizar o quadrado da correlagdo maximizard a correlagdo e pode-se tomar
isto como o critério a ser maximizado concernente aos componentes de g e h.
Derivando-se a equacdo em relagdo aos componentes g ¢ h e igualando-a
parcialmente a zero, resulta:

{9'Ag}C, —{g'Cr3JAg =0

{W'Bh}Cg —{g'Cy}Br =0
em que as quantidades nos colchetes sdo escalares.
Ap6s simplificar as equagdes resultante e eliminar g e h, elas se reduzem a:
(C'A™*C—r?B)h=0
(CB~C"—124)g =0
Em que: 12 ¢ o valor maximo da correlagdo ao quadrado, sendo que 72 é um escalar,
r?B = Br?

r2A = Ar?
Assim, pode-se modificar o que foi acima mostrado, como:
(B~c’AIC - 2Dh =0
(A71CB¢'-ADg =0
Em que: 1 = r2.
Isto gera um conjunto de dois valores e vetores caracteristicos, resultante das
solucdes acima dispostas como matrizes G ¢ H em colunas, entdo:

G'AG = D,
H'BH = D,
G,CH S D3

Em que: D; ¢ matriz diagonal.

As combinagdes lineares definidas pelos vetores caracteristicos, apos a obtencao
do primeiro autovetor, sdo ndo correlacionadas dentro e entre o conjunto de varidveis.
Eles satisfazem o critério de valores imutaveis das correlagdes. As outras transformagoes
constituem os pares remanescentes das varidveis canonicas.

Existe também um procedimento alternativo para o calculo do segundo conjunto
de vetores caracteristicos. Para tanto, deve-se fazer o particionamento das variaveis de tal
maneira, que a matriz B corresponda ao menor conjunto. Entao,

G(p'g) = A_lC H
com o remanescente das colunas p — g de G sendo irrelevantes, pois elas correspondem
as correlagdes candnicas zero. Os vetores obtidos desta equacdo precisam entdo ser
normalizados.

As varidveis canonicas podem ser calculadas aplicando-se as matrizes de
transformagao para os dados originais.

Dado que as correlagdes ndo sdo alteradas pela escala das varidveis, o mesmo
valor para as correlagdes canonicas serd obtido usando-se as matrizes de correlagdo em
substitui¢do as matrizes variancia-covariancia. Neste caso, contudo, ¢ necessario
padronizar a matriz de dados antes de se calcular as variaveis candnicas, que ndo serdo as
mesmas que as variaveis calculadas da matriz varidncia-covariancia.
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Para as variaveis candnicas terem média zero, como descrito por Marriott (1974),
¢ necessario usar as matrizes de correlacdo e dados padronizados. Marriott (1974)
apresenta uma boa discussao para se testar as hipoteses na andlise de correlagdo canonica.

O célculo das correlagdes candnicas e varidveis candnicas nao exigem hipdteses
de distribui¢do, mas para testar hipoteses assume-se normalidade multivariada. Entdo,
pode-se utilizar os seguintes passos para a condugdo da correlagdo canonica:

- Obtenc¢do da matriz variancia-covaridncia dos dados originais

A primeira matriz a ser calculada ¢ a matriz variancia-covariancia a partir dos
dados originais, conforme o seguinte esquema:
App) | Coa)
C(’p-p) Bgq)
Em que: A é a matriz varidncia-covaridncia das variaveis X's (primeiro conjunto de
varidveis, que também pode ser denominado de X" ou X'); B é a matriz variincia-
covariancia das variaveis Y's (segundo conjunto de variaveis, que também pode ser
denominado de X® ou X?); C ¢ a matriz variancia-covariancia das variaveis X's e Y's;
C' é a matriz variancia-covariancia cruzada transposta entre as variaveis X's e Y's.

- Dividir as matrizes
Primeiro isolar a matriz A, em seguida a matriz B, depois a matriz C, a matriz C’
e encontrar a inversa da matriz A e B. A razdo deste procedimento ¢ encontrar as variaveis
canoOnicas para transformar os dados em um novo espago candnico e, também, encontrar
a correlagdo entre as duas combinagdes lineares.
Assim, para transformar as varidveis Y's para o novo espago candnico foi feito o
seguinte calculo:
e (B7'C'A'(): para se obter a matriz denominada de TRES.
e (A71CA™(C"): para transformar as varidveis X's no novo espago candnico,
denominada de QUATRO.
Com isto extrai-se os valores caracteristicos e vetores caracteristicos das matrizes
TRES ¢ QUATRO, nos quais os valores caracteristicos sdo os quadrados dos coeficientes
de correlagdo, que correspondem as correlagdes candnicas.
Os vetores caracteristicos sdo os correspondentes pares de combinagdes lineares
para transformar as variaveis X's e Y's no novo espago canénico.

- Verificar se os dois conjuntos ndo sdo correlacionados.
Se ndo existe correlacdo entre os dois conjuntos, entdo para a matriz A faz-se

D; = G'AG
para a matriz B

D, = H'BH
e para a matriz C

D; = G'CH

A ndo existéncia de correlacdo serd obtida quando as trés matrizes forem
diagonais.

- Encontrar as varidveis canénicas entre X e Y

Apbs encontrar as varidveis canoOnicas, calcula-se as matrizes variancia-
covariancia e as correlacdes. Este procedimento ¢ efetuado para verificar se estas matrizes
ndo sdo correlacionadas entre elas.



259

Para a covaridncia cruzada e para verificar se ambos os conjuntos nao sao
correlacionados entre si, sdo juntadas as variaveis canoOnicas para X e Y, extraida a
variancia-covariancia e a correlacdo das matrizes.

- Testes de significdancia

Apos realizados os passos acima, € possivel entdo aplicar os testes de significancia
para determinar se as relagdes entre os dois conjuntos de variaveis podem ser descritas
por um conjunto de S componentes. E importante notar que, para descrever
completamente as relagdes de p medidas de X; € ¢ medidas de Yy, correlagdes S =
min(p, q) sdo necessarias. Cada uma dessas ¢ uma correlagdo produto-momento de uma
combinagdo linear de X;. Os pesos que definem as fungdes lineares sdo escolhidos para
maximizar a medida de associagao.

Para o teste geral, pode-se utilizar o critério de Wilks. Para tanto, calcula-se a
matriz de residuos sobre a regressdo, usando-se X como estimadores para os Y's, ou seja:
Vi1 = Vi1 — V21V3; Vig

Em que: v;; € a matriz de residuos da regressao.

Em seguida, calcula-se a SQTotal e SQResiduo. O critério de Wilks passa a ser
calculado como:
_ Vil - SQResiduo
" |Vl — SQTotal

Para testar sua significancia, obtém-se o valor do Qui-quadrado a partir da
seguinte formula:

L

1
X2 ={—n+ E(p+q+1)}lnL

com (p —1)(q — 1) gruas de liberdade para um nivel de significancia a (Cooley e
Lohnes, 1971). Se o teste for significante conclui-se que variaveis X's sdo boas
estimadoras das variaveis Y's.

- Calculos realizados com a matriz de correlacdo
Outro ponto que dever ser levado em consideragdo ¢ que quando se usa a matriz
variancia-covariancia, existe o problema de escala (varidveis com unidades métricas
diferentes), o que ndo acontece com a matriz correlacdo. Assim, 0s mesmos
procedimentos apresentados anteriormente também podem ser efetuados usando a matriz
correlacdo. A tUnica diferenca é que as variaveis devem ser padronizadas antes da
obtencdo das varidveis candnicas e que também € necessario a padronizacdo dos dados
antes de se multiplicar pelas varidveis candnicas para se obter os coeficientes candnicos
(variates).
Observa-se as seguintes condicdes:
e A matriz varidncia-covaridncia ¢ normalmente distribuida com uma
determinada variancia, N~(u, o2)
e A matriz correlagdo ¢ normalmente distribuida com média zero e variancia
um, N~(0,1)
¢ Quando os dados sdo padronizados, eles seguem a distribui¢do Z. Isto &,

padroniza-se uma varidvel com a seguinte formula:
xX—Xx

X, =
P s
Em que: x,, ¢ varidvel padronizada, x ¢ a varidvel original; X ¢ a meédia e s € o desvio

padrdo do conjunto de dados amostrais.
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Outra abordagem da analise de correlagdo canonica ¢ apresentada a seguir.
Considere dois conjuntos de variaveis aleatorias. O primeiro conjunto ¢ composto
por p varidveis e representado pelo vetor aleatério X de dimensdo (p x 1). O segundo
conjunto é formado por q variaveis, representado pelo vetor aleatério X ?de dimensio g,
sendo assumido que p < q.
Para esses vetores aleatorios, t€m-se os seguintes parametros populacionais:
E(X®) =u®ecCov(X®) =y,
E(X®) = u®@ e Cov(XP) =¥,
¢ a matriz de covariancia cruzada entre os dois conjuntos ¢ dada por:
COV(X(l)'X(Z)) =Y12 = X1
Considerando os vetores X e X ®conjuntamente, define-se o vetor aleatorio

com vetor de médias

e matriz de variancia-covariancias

z [ | Y12 ]
=l-—-— | —-=-
221 I 222
A analise de correlagdao candnica baseia-se na defini¢do de combinagdes lineares dos
dois conjuntos de variaveis, dadas por
U=aXxW
V=5b'X®
Em que: a e b s3o vetores de coeficientes.
As variancias e covariancias dessas combinagdes lineares sio:
V(U) =a'¥a
V(V) = b'¥,,b
Cov(U,V) =a'Y,b
O objetivo do método ¢ determinar os vetores a € b que maximizam a correlagao
entre U e V, que seja a maior possivel e definida por:

!
Corr(U,V) = @ 212b
\/a’Zna \/b’ZZZb
O procedimento inicia-se com a determina¢do do primeiro par de variaveis
canonicas, U; e V;, constituido por combinagdes lineares com variancias unitrias, que
maximizam essa correlacdo. O segundo par de variaveis canonicas, U, e V,, ¢ obtido de
forma andloga, impondo-se adicionalmente que seja ndo correlacionado com o primeiro
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par. Este processo continua sucessivamente até que se encontre o p — ésimo par. A
correlagdo associada ao k — ésimo par ¢ denominada k-ésima correlagdo canonica.
A maximizacdo da correlagdo candnica resulta em:

a'Yi2b )
\/a'Zna \/b’ZZZb

Corr(U,V) = p;

Corr(U,V) =

max
a,b
sendo o primeiro par de varidveis candnicas expresso como
_ A y(1) — ,ryvy-05y(1
Uy =alX® =gy x®
— K v(@) — £v05y(2
Vi = biX® = 1222 x@
De modo geral, para k = 2,3, ..., p, 0 k — ésimo par de variaveis candnicas €
9 9
dado por:
— A4 yv(1) — ,ryv—05y(1
U = akX( ) = ex 11 x®
— hy(@) — £Iv-05y(2
Vi = biX ) = fxdia2 x®
maximizando a correlagdo candnica Corr(U,V) = p; entre todas as combinagdes
lineares ndo correlacionadas com as anteriores.
Os quadrados das correlagdes canonicas que satisfazem:
*2 *2 *2
p1° = P~ = = Py
sdo os autovalores de
-0,5 -1 -0,5
11 212222 2212011
com autovetores associados
€1, €., 8p

12,052, ., pp? sB0 também os p autovalores da matriz

As quantidades p
-0,5 - -0,5
7o Y i Y12, com os correspondentes autovetores fi, fa, wer Jp-
No caso de variaveis padronizadas, considera-se os vetores

z0 =z, zY, ..,z

!
7@ =z2,22, .., 27|
com matriz de correlagdes
P11 | P12
CovZ)=|—-——— | ———
P21 | P22
Nesse contexto, as variaveis candnicas assumem a forma:
U = ai 20 = eppr,° 7
Vie = biZ® = fip;;°2@
Em que: e ¢ fi sdo os autovetores de p1y"°p1207 P21011" © Py P21PiiP12P2
respectivamente.

A interpretagdo das variaveis canonicas Uy, e Vj, pode ser aprimorada por meio do
calculo das correlagdes entre as variaveis canoOnicas € as variaveis originais pertencentes
aos conjuntos XM e X (2 Essas correlagdes permitem identificar quais variaveis originais
contribuem de forma mais relevante para cada varidvel candnica e como se da a
associacgdo entre os dois conjuntos analisados.

Nesse contexto, distinguem-se dois tipos de correlagdes: as correlagdes dentro do
grupo e as correlagdes entre os grupos de varidveis. As correlagcdes dentro do grupo
avaliam o grau de associacdo entre uma varidvel candnica e as variaveis originais do
mesmo conjunto ao qual ela pertence. Assim, a correlagdo C orr(Uk,X (1)) representa a
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correlagdo de Uy, com XM, o que expressa a relagio entre a k — ésima variavel canonica
Uy e as variaveis do conjunto X, A correlagdo V, com X representa a correlagio
entre a k — ésima variavel candnica V, e as variaveis do conjunto X,

Por outro lado, as correlagdes entre os grupos permitem analisar como cada
variavel canoOnica se relaciona com o conjunto oposto de variaveis originais. Nesse caso,
a correlagdo U, com X3 mede o grau de associagdo entre a variavel canonica Uy, e as
variaveis do conjunto X ®, enquanto a correlagio de V}, com XV avalia a relacdo entre a
variavel candnica V}, e as variaveis do conjunto X,

Em resumo, tem-se as correlagdes dentro de cada grupo:

- corr(Ui, X!): Contribuigdo das variaveis de X' na sua propria variavel candnica

- corr(V1, X?): Contribuigdo das variaveis de X? na sua propria variavel candnica
e as correlagdes entre grupos de variaveis:

- corr(V1, X'): Como X' se relaciona com a variavel candnica de X2

- corr(U1, X?): Como X2 se relaciona com a variavel candnica de X!

Essas correlagdes sdo importantes para a interpretacdo da analise de correlagao
candnica, indicando quais variaveis originais sao mais fortemente associadas a cada par
de variaveis canonicas e, também, como cada conjunto de varidveis assimila a estrutura
de dependéncia absorvida pelas correlagcdes canonicas.

9.3 APLICACAO PRATICA
9.3.1 Introduc¢ao

Em regressao multipla mede-se o grau de relagdo entre um conjunto de variaveis
independentes (X's) e uma variavel dependente (Y), a qual é dita como variavel resposta.
A técnica conhecida como correlagdo candnica € a que procura avaliar o grau de relagdo
entre um conjunto p de variaveis estimadoras e um conjunto q de varidveis de saida
(estimadas). Na realidade, correlagdo candnica € uma técnica perfeitamente simétrica, em
que a distingdo entre o conjunto estimador ¢ o conjunto de saida (estimado) ndo ¢
espelhado por qualquer diferenca no tratamento estatistico dos dois conjuntos e a
distin¢do entdo ndo necessariamente deve ser feita.

O processo em regressdo multipla ¢ efetuado para se obter um estimador
combinado, ou seja, uma combina¢do linear de escores nas p varidveis originais
estimadoras Xq, Xy, ..., Xp, € correlaciona-la combinada com um unico escore Y. Na
correlacdo candnica obtém-se duas combinagdes lineares: uma combinacao de p variaveis
estimadoras e uma combinagdo de q varidveis de saida (estimadas), y1, Y3, ..., Vg-

Assim, conhecendo-se a matriz de dispersdo do conjunto completo das p e q
variaveis, é possivel calcular a correlagdo de qualquer combinag@o linear de variaveis x's
com uma dada combinagdo linear de varidveis y's. De todos os possiveis pares de
combinagdes lineares, uma resulta com maxima correlagdo, a qual ¢ denominada como a
primeira correlagdo canonica e os pares correspondentes das combinagdes lineares das
varidveis x's e as varidveis y's sdo denominadas de primeiras variaveis canonicas.

9.3.2 O conjunto de dados

O conjunto de dados ¢ composto por 20 arvores de acdcia-negra. Em cada uma
das arvores foram medidos dois conjuntos de variaveis. O primeiro conjunto foi composto
pelas variaveis biomassa do fuste, biomassa da copa e biomassa total. O segundo grupo
foi composto pelas varidveis didmetro, altura, comprimento de copa e massa especifica
do fuste. Assim, pode-se destacar que o primeiro conjunto € caracterizado por variaveis
de biomassa e o segundo de varidveis dendrométricas e tecnoldgicas. O objetivo de se
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efetuar uma andlise de correlacdo canoOnica ¢ avaliar a possibilidade de estimar as
variaveis do grupo 1 por meio das varidveis do grupo 2.

Tabela 9.1: Dados de 20 arvores de acacia-negra, onde foram medidas as variaveis
biomassa do fuste (BF, em kg), biomassa da copa (BC, em kg), biomassa total (BT, em
kg), didmetro (DAP, em cm), a altura (H, em m), comprimento de copa (CC, em m) e
massa especifica do fuste (MEF, g/cm?).

X(1) X(2)

BF BC BT DAP H cC MEF

1 174,45 31,64 206,09 1974 20,20 7,70 0,65
2 8441 876 93,17 15,12 19,10 4,90 0,50
3 60,97 491 65,88 12,89 17,30 3,00 0,57
4 4725 2,06 49,30 11,62 16,90 7,20 0,52
5 114,06 27,95 142,00 16,55 20,50 11,80 0,56
6
7
8
9

n

157,39 37,48 194,87 19,10 21,90 7,00 0,60
72,03 15,14 87,17 14,32 18,40 9,20 0,56
88,98 15,66 104,63 15,12 19,30 12,10 0,58
45,29 5,96 51,25 11,94 16,70 9,50 0,50

10 101,20 18,46 119,65 15,28 19,50 7,70 0,59
11 94,16 12,22 106,38 16,23 18,30 4,60 0,52
12 83,79 10,13 93,92 15,12 19,30 3,80 0,59
13 200,00 54,52 254,51 20,53 19,50 9,50 0,58
14 49,66 6,04 55,70 13,21 18,40 2,80 0,57
15 20,96 3,59 24,55 8,75 14,40 11,20 0,48
16 71,90 15,34 87,24 13,05 18,00 3,50 0,62
17 115,57 21,25 136,82 16,23 19,60 9,00 0,62
18 69,30 11,50 80,80 12,25 17,90 3,80 0,63
19 16,46 2,49 18,94 7,64 9,90 6,70 0,51
20 107,51 19,67 127,17 15,44 19,20 6,80 0,56

Os principais resultados obtidos estdo sumarizados na seguinte tabela.

Tabela 9.2: Resumo da analise de correlagdo candnica entre um grupo de variaveis de
biomassa e outro grupo de varidveis dendrométrica e tecnologicas.

L Variaveis
Varidves de Dendrométricas /
biomassa Ui Vi . Ui Vi
| Tecnoldgicas

X X2

BF 0,995 0,981 DAP 0,971 0,985

BC 0,907 0,894 H 0,767 0,777

BT 0,986 0,972 CC 0,140 0,142
ME 0,589 0,598

A andlise revelou uma correlagdo candnica elevada no primeiro par de variaveis
candnicas, com valor de 0,98, indicando uma associagdo linear muito forte entre o
conjunto de varidveis de biomassa e o conjunto de varidveis dendrométricas e
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tecnologicas. As correlagdes canoOnicas subsequentes apresentaram valores menores,
evidenciando que a maior parte da relagdo multivariada entre os conjuntos ¢ explicada
essencialmente pela primeira dimensdo candnica.

O teste de Wilks confirmou a significancia estatistica dessa associagdo. O valor
da estatistica Lambda de Wilks foi baixo, indicando pequena propor¢ao de variancia nao
explicada pela relagdo entre os conjuntos. O teste Qui-quadrado resultou em um valor
elevado, maior que o valor critico, resultando em rejei¢do da hipotese nula de
independéncia multivariada, ou seja, existe uma relacdo estatisticamente significante
entre biomassa (primeiro conjunto) e varidveis dendrométricas e tecnologicas (segundo
conjunto).

No conjunto de biomassa, as correlagdes entre as variaveis originais e a primeira
variavel candnica associada a esse conjunto (U:) foram altas e positivas. A biomassa do
fuste teve a maior associacao (r = 0,995), seguida da biomassa total (r = 0,986) e da
biomassa da copa (r = 0,907). Esse padrao indica que U: representa adequadamente um
indice global de biomassa, sendo fortemente dominado pela biomassa total e do fuste.
Ainda, concernente ao primeiro conjunto, as correlagdes dessas varidveis com a variavel
canodnica Vi (associada ao segundo conjunto) também foram elevadas, com valores de
0,981 para biomassa do fuste, 0,972 para biomassa total e 0,894 para biomassa da copa.
Isso indica que a biomassa estéd diretamente associada as caracteristicas dendrométricas e
tecnoldgicas das arvores.

No segundo conjunto (X?), composto por DAP, H, CC e ME, observou-se que o
DAP apresentou a maior correlagdo com a variavel candnica U: (r = 0,971), indicando
que ¢ a principal determinante estrutural da relacdo com a biomassa, seguido da Altura (r
= 0,767). Essas duas varidveis sdo as mais influentes na explicagdo da biomassa,
indicando que &rvores com maior didmetro e maior altura também detém os maiores
valores de biomassa.

A massa especifica do fuste apresentou uma correlacdo moderada (r = 0,589) com
Ui, sugerindo que, embora contribua para a biomassa, seu efeito ¢ menor quando
comparado com o DAP e H. O comprimento da copa apresentou correlacao baixa (r =
0,140), indicando que, neste conjunto de dados, exerce pouca influéncia sobre a biomassa,
sugerindo menor associac¢do direta com o fator de porte das arvores. As correlacdes com
a variavel candnica Vi confirmam esse padrdo: DAP (0,985) e H (0,777), que sdo
novamente as variaveis mais associadas, enquanto CC e ME contribuem pouco para
explicar a biomassa.

De forma geral, os resultados mostram que a biomassa das arvores ¢ fortemente
explicada por varidveis dimensionais, principalmente DAP e H, enquanto as demais tém
papel secundario nesse conjunto amostral. Esse resultado indica que arvores com maiores
valores de DAP e H também apresentam maiores valores de biomassa total, de fuste e de
copa, conforme o que se espera nessas relacdes. Por outro lado, a contribuicdo
relativamente menor da massa especifica do fuste evidencia que a densidade da madeira
varia de forma mais independente em relagdo ao porte da arvore, ndo acompanhando
necessariamente o aumento do tamanho das arvores e da biomassa, o que acontece
também para a altura de copa. Assim, para esse conjunto de dados, essas duas varidveis
tém pouca importancia para a modelagem, podendo-se sugerir um segundo conjunto de
dados apenas dendrométrico e composto por DAP e H.

A analise com varidveis padronizadas revelou as mesmas respostas. Mesmo apos
a remog¢do do efeito de escala, as correlagdes candnicas permaneceram elevadas e a
hierarquia das cargas candnicas se manteve praticamente inalterada, com o DAP e a
biomassa total permanecendo como as variaveis mais importantes.
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9.4 ANALISE DE CORRELACAO CANONICA NO MATLAB

% ANALISE DE CORRELACAO CANONICA

$ MATRIZ DE DADOS X (N x (P+Q))

X =

174.45 31.64 206.09 19.74 20.2 7.7 0.65
84.41 8.76 93.17 15.12 19.1 4.9 0.5
60.97 4.91 65.88 12.89 17.3 3 0.57
47.25 2.06 49.3 11.62 16.9 7.2 0.52
114.06 27.95 142 16.55 20.5 11.8 0.56
157.39 37.48 194.87 19.1 21.9 7 0.6
72.03 15.14 87.17 14.32 18.4 9.2 0.56
88.98 15.66 104.63 15.12 19.3 12.1 0.58
45.29 5.96 51.25 11.94 16.7 9.5 0.5
101.2 18.46 119.65 15.28 19.5 7.7 0.59
94.16 12.22 106.38 16.23 18.3 4.6 0.52
83.79 10.13 93.92 15.12 19.3 3.8 0.59
200 54.52 254.51 20.53 19.5 9.5 0.58
49.66 6.04 55.7 13.21 18.4 2.8 0.57
20.96 3.59 24.55 8.75 14.4 11.2 0.48
71.9 15.34 87.24 13.05 18 3.5 0.62
115.57 21.25 136.82 16.23 19.6 9 0.62
69.3 11.5 80.8 12.25 17.9 3.8 0.63
16.46 2.49 18.94 7.64 9.9 6.7 0.51
107.51 19.67 127.17 15.44 19.2 6.8 0.56

o°

X1: PRIMEIRO CONJUNTO (N x P)

% DEFINICAO DOS CONJUNTOS DE VARIAVEIS
1
= X(:,1:3)

1
1

X

174.4500 31.6400 206.0900
84.4100 8.7600 93.1700
60.9700 4.9100 65.8800
47.2500 2.0600 49.3000

114.0600 27.9500 142.0000

157.3900 37.4800 194.8700
72.0300 15.1400 87.1700
88.9800 15.6600 104.6300
45.2900 5.9600 51.2500

101.2000 18.4600 119.6500
94.1600 12.2200 106.3800
83.7900 10.1300 93.9200

200.0000 54.5200 254.5100
49.6600 6.0400 55.7000
20.9600 3.5900 24.5500
71.9000 15.3400 87.2400

115.5700 21.2500 136.8200
69.3000 11.5000 80.8000
16.4600 2.4900 18.9400

107.5100 19.6700 127.1700

% X2: SEGUNDO CONJUNTO (n x q)
X2 = X(:,4:7)

X2 =
19.7400 20.2000 7.7000 0.6500
15.1200 19.1000 4.9000 0.5000
12.8900 17.3000 3.0000 0.5700
11.6200 16.9000 7.2000 0.5200
16.5500 20.5000 11.8000 0.5600
19.1000 21.9000 7.0000 0.6000
14.3200 18.4000 9.2000 0.5600



.5800
.5000
.5900
.5200
.5900
.5800
.5700
.4800
.6200
.6200
.6300
.5100
.5600

ocNoNoNoNoNoNoNoNoNoNoNoNe]
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Calcula a matriz de covaridncia conjunta de todas as variaveis

As p primeiras colunas/linhas correspondem a X1

% quantidade de variaveis no

149.89
37.311
187.2
10.749
7.1061
1.1991
0.085557

89.048 26.9 1.3068
20.553 12.739 0.31925
109.6 39.633 1.626
7.1061 1.1991 0.085557
6.3603 0.34279 0.068071
0.34279 8.7136 -0.027521
0.068071 -0.027521 0.0022787

primeiro conjunto

% quantidade de variaveis no segundo conjunto

15.1200 19.3000 12.1000
11.9400 16.7000 9.5000
15.2800 19.5000 7.7000
16.2300 18.3000 4.6000
15.1200 19.3000 3.8000
20.5300 19.5000 9.5000
13.2100 18.4000 2.8000
8.7500 14.4000 11.2000
13.0500 18.0000 3.5000
16.2300 19.6000 9.0000
12.2500 17.9000 3.8000
7.6400 9.9000 6.7000
15.4400 19.2000 6.8000
$ NUMERO DE OBSERVACOES
n = size(X1,1)
n =
20
% MATRIZES DE VARIANCIA-COVARIANCIA
%
% Dimensdo: (p+gq) x (p+q)
%
% As q Ultimas colunas/linhas correspondem a X2
C = cov ([X1 X2])
C =
2265.6 596.1 2861.7
596.1 176.58 772.67
2861.7 772.67 3634.3
149.89 37.311 187.2
89.048 20.553 109.6
26.9 12.739 39.633
1.3068 0.31925 1.626
% NUMERO DE VARIAVEIS EM CADA CONJUNTO
p = size(X1,2);
(X1)
p =
3
q = size(X2,2);
(X2)
g =
4

$ MATRIZ DE COVARIANCIA DO PRIMEIRO CONJUNTO DE VARIAVEIS
% Dimensdo: p x p

vC
vC

11 = C(l:p,
11 =
2265.6
596.1
2861.7

l:p)

596.1
176.58
772.67

2861.7
772.67
3634.3

$ MATRIZ DE COVARIANCIA DO SEGUNDO CONJUNTO DE VARIAVEIS

%
vC
vC

Dimensdo: g x g
22 = C(ptl:pt+qgq, ptl:pt+tq)
22 =
10.749 7.1061
7.1061 6.3603

1.1991
0.34279

0.085557
0.068071



1.1991 0.34279 8.7136 -0.027521
0.085557 0.068071 -0.027521 0.0022787
$ MATRIZ DE COVARIANCIA CRUZADA ENTRE X1 E X2
% Cada elemento representa cov (Xl i, X2 j)
% Dimensdo: p x g
VC12 = C(l:p, ptl:p+q)
vVCl2 =
149.89 89.048 26.9 1.3068
37.311 20.553 12.739 0.31925
187.2 109.6 39.633 1.626

% TRANSPOSTA DA MATRIZ DE COVARIANCIA CRUZADA
% Representa cov (X2, X1)

% Dimensdo: q x p
vC21 = vClz2'
vC21 =
149.89 37.311 187.2
89.048 20.553 109.6
26.9 12.739 39.633
1.3068 0.31925 1.626
$ MATRIZ DE COVARIANCIA TOTAL
% Dimensdo: (p+gq) x (p+q)
vVC = C
vVC =
2265.6 596.1 2861.7 149.89 89.048 26.9
596.1 176.58 772.67 37.311 20.553 12.739
2861.7 772.67 3634.3 187.2 109.6 39.633
149.89 37.311 187.2 10.749 7.1061 1.1991
89.048 20.553 109.6 7.1061 6.3603 0.34279
26.9 12.739 39.633 1.1991 0.34279 8.7136
1.3068 0.31925 1.626 0.085557 0.068071 -0.027521
% DETERMINAQAO DOS COEFICIENTES CANONICOS
% MATRIZ ASSOCIADA AOS COEFICIENTES A
PARESA = inv(sqgrtm(VC1l1l)) * VC1l2 * inv(VC22) * VC21 *

inv (sqrtm(vCl1l))

PARESA =
0.43754 -0.0077452 0.47332
-0.0077452 0.38777 0.026234
0.47332 0.026234 0.55317

% AUTOVALORES E AUTOVETORES DE A

[VA, DA]

VA =
0.6622
0.024826
0.74892

DA =
0.97255
0
0

= eig (PARESA)

-0.74666
-0.062466
0.66227

0
0.017064
0

$ COEFICIENTES CANONICOS A

a =

inv (sqrtm(vCl1l))

* VA

-0.063224
0.99774
0.022828

0
0
0.38886
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1.3068
0.31925
1.626
0.085557
0.068071
-0.027521
0.0022787



=7.7227
-7.7666
7.7485

-184.37
-184.15
184.33

114.06
114.25
-114.1

% MATRIZ ASSOCIADA AOS COEFICIENTES B
PARESB = inv (sqgrtm(VC22))

inv (sqrtm(vC22))

PARESB =
0.86713
0.26639

0.089488
0.10774

0.26639
0.16979
-0.13268
0.0034504

AUTOVALORES E AUTOVETORES DE

B =
0.94353
0.30086
0.077058
0.11532

DB =
0.97255

0
0
0

O O o°

0.35568
-0.1214
0.013166
2.9489

o°

%
[VB,DB] = eig (PARESB)
\%

0.054497
-0.45852
0.87088
0.16843

0
0.38886
0
0

COEFICIENTES CANONICOS B
= inv(sgrtm(VvC22)) * VB

0.13207
-0.35083
0.30518
4.688

CORRELACOES CANONICAS

% As correlacdes candnicas
RUV = sqgrt(diag(DA))

* VC21 * inv (VC1l1)

0.089488
-0.13268
0.30132
0.0625

-0.3115
0.83606
0.4463
0.069185

0
0

.3395e-13

0

-0.46069
0.69238
0.18665

1.8175

as raizes dos autovalores

RUV =
0.98618
0.13063
0.62359
% ORDENACAO EM ORDEM DECRESCENTE
[RUV, idx] = sort (RUV, 'descend')
RUV =
0.98618
0.62359
0.13063
idx =
1
3
2
a = af(:,1idx)
a =
-7.7227 114.06 -184.37
-7.7666 114.25 -184.15
7.7485 -114.1 184.33

0.10774
0.0034504
0.0625
0.040236

-0.098755
-0.015679
-0.19083
0.9765

0
0
0
4

0.01706

-0.15697
-0.13252
0.04174
26.263

* VCl2 *
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% PRIMEIRA FUNCAO CANONICA

al = a(:,1)
al =
-7.7227
-7.7666
7.7485
[~,1dxB] = sort(diag(DB), 'descend');
1idxB =
1
2
4
3
bl = b(:,idxB(1));
bl =
0.35568
-0.1214
0.013166
2.9489

$ CORRELACOES ENTRE VARIAVEIS CANONICAS E VARIAVEIS ORIGINAIS

DVC11 = diag(diag(VC1l1l))
DVCll =
2265.6 0 0
0 176.58 0
0 0 3634.3
DVC22 = diag(diag(VC22))
DVC22 =
10.749 0 0 0
0 6.3603 0 0
0 0 8.7136 0
0 0 0 0.0022787
IRDVC11l = inv (sqgrtm(DVC11))
IRDVC11l =
0.021009 0 0
0 0.075253 0
0 0 0.016588
IRDVC22 = inv (sqgrtm(DVC22))
IRDVC22 =
0.30501 0 0 0
0 0.39652 0 0
0 0 0.33877 0
0 0 0 20.949
RU1X1 = al' * VCl1l * IRDVCll1 $ Ul com X1
RU1X1 =
0.99508 0.9069 0.98556
RU1X2 = al' * VCl2 * IRDVC22 % Ul com X2
RUL1X2 =
0.97117 0.76667 0.13979 0.5893
RV1X1l = bl' * vC21 * IRDVC1ll1l % V1 com X1
RV1X1 =
0.98132 0.89436 0.97194
RV1X2 = bl' * VC22 * IRDVC22 % V1 com X2
RV1X2 =
.98478 0.77741 0.14175 0.59756

$ DADOS TRANSFORMADOS: VARIAVEIS CANONICAS
U =Xl * a % Variaveis candnicas do primeiro conjunto
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3.9227 -2.045 -2.1239

2.0169 -1.97717 -2.2198

1.4825 -1.6424 -1.8614

1.1031 -0.39515 -3.6034

2.3555 0.89987 -1.91

3.377 -0.49687 -0.29003

1.582 -0.53112 -0.49911

1.932 0.025771 -3.0137

1.0583 -0.87105 -0.96172

2.1962 -0.029406 -3.0562

2.2054 -1.8368 -2.0306

1.976 -1.7468 -1.9424

4.0887 1.5497 -0.95715

1.1705 -1.0298 -1.144¢6
0.47514 -0.27761 -0.29369

1.575 -0.49586 -0.45683

2.5935 -1.3111 -1.3544

1.5777 -0.97365 -1.0383
0.30162 0.8733 -2.1338

2.3369 -0.093481 -3.1211

= X2 * Db % Variaveis candnicas do segundo conjunto

6.5871 0.91742 7.5106 11.617
4.5982 -0.86456 8.0822 8.4317
4.2049 -0.77927 7.6358 10.779
3.7096 0.2407 8.637 9.8939
5.2046 1.2202 9.7896 9.8855
5.9964 -0.21155 8.761 10.15
4.6322 0.86894 8.87717 10.405
4.9046 1.6376 9.7099 10.807

3.819 0.96129 8.744 9.4409
4.9088 0.29268 8.9716 10.834
5.1451 -0.43509 6.9972 8.8762
4.8248 -0.84851 8.1789 10.723
6.7703 1.4885 6.8708 9.8226
4.1826 -1.184 8.2127 10.575

2.927 1.772 8.9021 9.7921
4.3309 -0.61673 8.231 11.996
5.3401 0.92044 8.9003 11.514
4.0919 -0.54887 8.6044 12.409
3.1077 1.9714 5.5124 11.163
4.9018 0.0037515 8.4677 10.023

= U(:,1) % Primeira variavel candnica de X1

3.9227

2.0169

1.4825

1.1031

2.3555

3.377

1.582

1.932

1.0593

2.1962

2.2054



1.976
4.0887
1.1705

0.47514

1.575
2.5935
1.5777

0.30162
2.3369

vVl = V(:,1) % Primeira variavel candnica de X2

$ VERIFICACAO DA CORRELACAO CANONICA
cor UlVl = corr(Ul,Vl1)
cor UlVl =

0.98618

% ESTATISTICA DE WILKS E TESTE QUI-QUADRADO

$ MATRIZ DE RESIDUOS DA REGRESSAO
V1l star = VC11l - VCl2 * inv(VC22) * VC21

V11l star =
75.466 31.976 107.43
31.976 25.606 57.578
107.43 57.578 165

% SOMAS DE QUADRADOS (DETERMINANTES)
SQTotal = det (VC11)
SQTotal =
0.95048
SQResiduo = det (V11l star)
SQResiduo =
0.015673

% CRITERIO DE WILKS

L = SQResiduo / SQTotal
L =
0.01649
$ ESTATISTICA QUI-QUADRADO
p = size(X1,2)
p =
3
g = size(X2,2)
q =
4
chi2 = (-n + 0.5* (p+g+l)) * log (L)
chi2 =
65.68
df = (p-1)*(g-1)
df =
6

p _valor X
p _valor X =
3.1325e-12

1 - chi2cdf (chi2, df)
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$ RESUMO DOS RESULTADOS — VARIAVEIS ORIGINAIS
Resumo X1 = [RUIX1' RVIX1']
Resumo X1 =

0.99508 0.98132
0.9069 0.89436
0.98556 0.97194

Resumo X2 = [RULX2' RV1X2']
Resumo X2 =

0.97117 0.98478
0.76667 0.77741
0.13979 0.14175

0.5893 0.59756

$ ANALISE DE CORRELACAO A PARTIR DAS VARIAVEIS PADRONIZADAS
% Padronizagdo das variaveis

zZ1 (X1 - mean(X1)) ./ std(X1);

72 = (X2 - mean(X2)) ./ std(X2);

$ MATRIZES DE CORRELACAO
R11 = corr(zl)

R11 =
1 0.94245 0.99728
0.94245 1 0.96452
0.99728 0.96452 1
R22 = corr (Z2)
R22 =
1 0.85941 0.1239 0.54667
0.85941 1 0.046046 0.56543
0.1239 0.046046 1 -0.19531
0.54667 0.56543 -0.19531 1
R12 = corr(zl,7z2)
R12 =
0.96047 0.74182 0.19145 0.57513
0.85639 0.61329 0.32477 0.50328
0.94711 0.7209 0.22271 0.56504
R21 = R12'
R21 =
0.96047 0.85639 0.94711
0.74182 0.61329 0.7209
0.19145 0.32477 0.22271
0.57513 0.50328 0.56504
R = corr ([Z1 Z2])
R =
1 0.94245 0.99728 0.96047 0.74182 0.19145 0.57513
0.94245 1 0.96452 0.85639 0.61329 0.32477 0.50328
0.99728 0.96452 1 0.94711 0.7209 0.22271 0.56504
0.96047 0.85639 0.94711 1 0.85941 0.1239 0.54667
0.74182 0.61329 0.7209 0.85941 1 0.046046 0.56543
0.19145 0.32477 0.22271 0.1239 0.046046 1 -0.19531
0.57513 0.50328 0.56504 0.54667 0.56543 -0.19531 1

$ COEFICIENTES CANONICOS PADRONIZADOS
PARESA 7Z = inv(sgrtm(R11)) * R12 * inv(R22) * R21 * inv(sgrtm(R11))
PARESA 7 =

0.4382 0.23238 0.41356
0.23238 0.42873 0.06994
0.41356 0.06994 0.51155

[VAZ,DAZ] = eig (PARESA Z7)



VAZ =
0.66389 0.74782
0.36746 -0.32367
0.65132 -0.57966
DAZ =
0.97255 0
0 0.017064
0 0
a 7z = inv(sgrtm(R11l)) * VAZ
a 7z =
-367.58 8775.8
-103.21 2447
467.12 -11112
PARESB 7Z = inv(sqrtm(R22))
PARESB 7 =
0.75161 0.26716
0.26716 0.18983
0.11606 -0.12585
0.28067 0.10609
[VBZ,DBZ] = eig (PARESB %)
VBzZ =
0.87713 0.073264
0.32766 -0.46675
0.10624 0.88122
0.33466 -0.014792
DBz =
0.97255 0
0 0.38886
0 0
0 0
b Z = inv(sgrtm(R22)) * VBZ
b 7 =
1.1661 0.43301
-0.30616 -0.88479
0.038863 0.90086
0.14077 0.22379

o

RUV_Z = sqgrt(diag(DAZ))

RUV_Z =
0.98618
0.13063
0.62359
[RUV_Z,idx 7] = sort(RUV_7Z,
RUV_Z =
0.98618
0.62359
0.13063
idx 7z =
1
3
2
a 7z a Z(:,idx_2)
a z =
-367.58 -5429
-103.21 -1518.2

12 6878.5

0.0021876
-0.8719
0.48967

0
0
0.38886

-5429
-1518.2
6878.5

* R21 * inv (R11)

0.11606
-0.12585
0.31303
0.028413

-0.38758
0.79619
0.45548

0.091687

0
0
-8.5864e-14
0

-1.5104
1.7462
0.55096
0.086758

% CORRELAGCOES CANONICAS PADRONIZADAS

'descend')

8775.8
2447
-11112
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* R12 * inv(sgrtm(R22))

0.28067
0.10609
0.028413
0.12401

-0.27397
-0.20214
-0.068548
0.93775

0
0
0
0.017064
-0.51463

-0.3342

0.12321
1.2537



% PRIMEIRA FUNGCAO CANONICA PADRONIZADA

al 2 = a 72(:,1)
al 72 =
-367.58
-103.21
467.12

[~,1dxBZ] = sort(diag(DBZ), 'descend');

1dxBZ =

N w s N

bl 7
bl 7

1.1661
-0.30616
0.038863

0.14077

$ CORRELACOES ENTRE VARIAVEIS CANONICAS E VARIAVEIS PADRONIZADAS

b 7 (:,idxBZ (1))

RU1Z1 = al 7' * RI11
RU1Z1 =

0.99508 0.9069
RU1Z2 = al 7' * RI12
RU1Z2 =

0.97117 0.76667
RV1Z1 = bl 7' * R21
RV1Z1 =

0.98132 0.89436
RV1Z2 = bl 7' * R22
RV1Z2 =

0.98478 0.77741

0.98556

0.13979

0.97194

0.14175

$ VARIAVEIS CANONICAS PADRONIZADAS

=271 * a Z

a a

z
7
1.9563
0.050476
-0.48388
-0.86331
0.38914
1.4106
-0.38437
-0.03438
-0.90709
0.22981
0.23903
0.0096424
2.1224
-0.7959
-1.4912
-0.39135
0.62709
-0.38871
-1.6648
0.37051

1.4247
1.3575
1.0222
-0.2251
-1.5201
-0.12338
-0.08914
-0.64603
0.25079
-0.59085
1.2165
1.1265
-2.17
0.40954
-0.34264
-0.1244
0.69087
0.35339
-1.4936
-0.52677

0.42331
0.5192
0.16077
1.9028
0.20935
-1.4106
-1.2015
1.3131
-0.73889
1.3556
0.33
0.24182
-0.74347
-0.55598
-1.4069
-1.2438
-0.34617
-0.66232
0.43323
1.4205

0.5893

0.59756
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Zz2 * b 7z

1.8777 0.5771 -0.76921 1.1602
-0.11121 -1.2049 -0.19768 -2.0252
-0.50446 -1.1196 -0.64404 0.32245
-0.99976 -0.099616 0.35714 -0.56304

0.49523 0.87987 1.5098 -0.57141
1.287 -0.55187 0.48115 -0.30703
-0.077232 0.52862 0.59784 -0.051617
0.19521 1.2973 1.4301 0.34986
-0.89036 0.62098 0.46418 -1.016
0.1994 -0.047643 0.69175 0.37721
0.43574 -0.77541 -1.2826 -1.5807
0.11543 -1.1888 -0.10095 0.26604

2.0609 1.1482 -1.4091 -0.63436

-0.52681 -1.5243 ~0.067172 0.11811
-1.7824 1.4316 0.62226 -0.66482
-0.3785 -0.95705 ~0.048886 1.5386
0.63074 0.58012 0.6205 1.057

-0.61746 -0.88919 0.3246 1.9526
-1.6017 1.6311 -2.7675 0.70581
0.19241 -0.33657 0.18782 -0.43361

Ul 2 =1U 2(:,1)
Ul 7z =

1.9563
0.050476
-0.48388
-0.86331

0.38914

1.4106
-0.38437
-0.03438
-0.90709

0.22981
0.23903
0.0096424
2.1224
-0.7959
-1.4912
-0.39135
0.62709
-0.38871
-1.6648
0.37051
V1 Z =V 2(:,1)
V1l z =

1.8777
-0.11121
-0.50446
-0.99976

0.49523
1.287
-0.077232
0.19521
-0.89036
0.1994
0.43574
0.11543



2.0609
-0.52681
-1.7824
-0.3785
0.63074
-0.61746
-1.6017
0.19241

% VERIFICACAO DA CORRELACAO CANONICA PADRONIZADA

cor UlZ V1Z = corr (Ul z,V1 Z)
cor Ulz V1z =
0.98618

% ESTATISTICA DE WILKS (PADRONIZADA)
R11 star = R11 - R12 * inv(R22) * R21

R11 star =
0.03331 0.050554 0.037441
0.050554 0.14501 0.071874
0.037441 0.071874 0.045401
SQTotal_7Z = det (R11)
SQTotal 7z =
6.5372e-10

SQResiduo 7z = det (R11l star)
SQResiduo 7 =

1.078e-11
L Z = SQResiduo Z / SQTotal Z
L 7 =
0.01649

chi2 Z = (-n + 0.5* (p+g+l)) * log(L_2Z)
chiz2 7 =
65.68
df 7 = (p-1)*(g-1)
df 7z =
6
p valor Z = 1 - chi2cdf(chi2 Z,df Z)
p _valor 7 =
3.1325e-12

$ RESUMO — VARIAVEIS PADRONIZADAS
Resumo 7z1 = [RUL1Z1' RV1Z1']
Resumo 71 =

0.99508 0.98132
0.9069 0.89436
0.98556 0.97194

Resumo 72 = [RU1Z2' RV1Z2']
Resumo 72 =

0.97117 0.98478
0.76667 0.77741
0.13979 0.14175

0.5893 0.59756
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9.5 ANALISE DE CORRELACAO CANONICA NO JULIA

# Andlise de correlacdo canbnica

# Pacotes necessdrios

using LinearAlgebra; Statistics; Distributions

# Entrada dos dados

# Matriz de dados X (n x (p+q))
X =1

174.45 31.64 206.09 19.74 20.20 7.70
84.41 8.76 93.17 15.12 19.10 4.90 0.50
60.97 4.91 65.88 12.89 17.30 3.00 0.57
47.25 2.06 49.30 11.62 16.90 7.20 0.52
114.06 27.95 142.00 16.55 20.50 11.80 0.56
157.39 37.48 194.87 19.10 21.90 7.00 0.60
72.03 15.14 87.17 14.32 18.40 9.20 0.56
88.98 15.66 104.63 15.12 19.30 12.10 0.58
45.29 5.96 51.25 11.94 16.70 9.50 0.50
101.20 18.46  119.65 15.28 19.50 7.70 0.59
94.16  12.22 106.38 16.23 18.30 4.60 0.52
83.79 10.13 93.92 15.12 19.30 3.80 0.59
200.00 54.52 254.51 20.53 19.50 9.50 0.58
49.66 6.04 55.70 13.21 18.40 2.80 0.57
20.96  3.59 24,55 8.75 14.40 11.20 0.48
71.90 15.34 87.24 13.05 18.00 3.50 0.62
115.57 21.25 136.82 16.23 19.60 9.00 0.62
69.30 11.50 80.80 12.25 17.90 3.80 0.63
16.46  2.49 18.94 7.64 9.90 6.70 0.51
107.51 19.67 127.17 15.44 19.20 6.80 0.56
1
# Definicdo dos conjuntos de varidveis
# X1: primeiro conjunto (n x p)

X1 = X[:, 1:3]

# X2: segundo conjunto (n x q)

X2 = X[:, 4:7]

# Numero de observacées

n = size(X1, 1)

# Matrizes de varidncia—covariéncia

VC11l = cov(X1) # Covariancia de X1 (p x p)

VC22 = cov(X2)

VC12 = cov(X1, X2)
V(21
VC = cov(X)

# Covariadncia de X2 (q x q)

# Covariédncia cruzada (p x q)
VC12® # Transposta (q x p)
# Covariédncia total

0.65
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# Determinacdo dos coeficientes canbnicos

# Matriz associada aos coeficientes a
PARESA = inv(sqrt(VC11)) * VC12 % inv(VC22) * VC21 % inv(sqrt(VC11))

# Autovalores e autovetores de a
EigA = eigen(PARESA)

# Coeficientes canbdnicos a
a = inv(sqrt(vC11l)) * EigA.vectors

# Matriz associada aos coeficientes b
PARESB = inv(sqrt(VC22)) * VC21 x inv(VC11l) * VC12 % inv(sqrt(VC22))

# Autovalores e autovetores de b
EigB = eigen(PARESB)

# Coeficientes candnicos b
b = inv(sqrt(VvC22)) * EigB.vectors

# Correlacdes canbnicas
RUV = sqrt.(EigA.values)

# Ordenacdo em ordem decrescente
idx = sortperm(RUV, rev = true)
RUV = RUV[idx]

# Reordenar coeficientes a
a = al:, idx]

# Primeira funcdo canbnica
al = al[:, 1]
bl = b[:, sortperm(EigB.values, rev = true)[1]]

# Correlacbdes entre varidveis canbnicas e varidveis originais
DVC11 = diagm(diag(VvC11))

DVC22 = diagm(diag(VvC22))
IRDVC11 = inv(sqrt(DVC11))
IRDVC22 = inv(sqrt(DVC22))
RU1X1 = al' * VC11l * IRDVC11 # Ul com X1
RU1X2 = al' % VC12 * IRDV(C22 # Ul com X2
RV1X1 = bl"' % VC21 % IRDVC1l1 # V1 com X1

RVIX2 = bl' * VC22 *x IRDVC22 # VI com X2

# Dados transformados: varidveis canbnicas

# As varidveis canbnicas sdo combinacbdes lineares das varidveis originais
# U = X1 x A (varidveis canbnicas do primeiro conjunto)

# V = X2 x B (varidveis canbnicas do segundo conjunto)



c
I

X1 % a
X2 x b

# Matriz (n x p) de
# Matriz (n x q) de

<
I

# Primeiro par de variaveis canbnicas
Ui = ul:, 1] # Primeira variavel
vVl = V[:, 1] # Primeira varidvel

# Verificacdo da correlacdo canbnica
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varidveis candnicas de X1
varidveis candénicas de X2

canbnica associada a X1
canbnica associada a X2

# Correlacado entre o primeiro par canbénico (U1, V1)

cor_U1V1l = cor(U1, V1)

# Estatistica de Wilks e teste qui-quadrado
# Vilx = V11 - V12 x V22~{-1} * V21

# V11 = VC11 (covaridncia de X1)

# V22 = VC22 (covaridncia de X2)

# V12 = VC12 (covariéncia cruzada)

# V21 = V(C21 (transposta)

V11l_star = VC11 - VC12 % inv(VC22) * V(C21

# Somas de quadrados
SQTotal = det(VvC11)
SQResiduo = det(V11l_star)

# Critério de Wilks
L = SQResiduo / SQTotal

# Estatistica qui-quadrado
p = size(X1, 2)
q = size(X2, 2)

df = (p - 1) % (q - 1)

L # Estatistica de Wilks
chi2 # Valor do qui-quadrado
_df = df # Graus de liberdade
p_valor_X = ccdf(Chisq(_df), chi2)

# numero de varidveis em X1
# numero de varidveis em X2
chi2 = (-n + 0.5 * (p + g + 1)) * log(L)

# Resumo dos resultados para as variaveis originais

# Conjunto X1
# Linhas: varidveis originais de X1

# Colunas: correlacdo com Ul (RU1X1) e V1 (RVIX1)

Resumo_X1 = [RU1X1' RV1X1']

# Conjunto X2
# Linhas: varidveis originais de X2

# Colunas: correlacdo com Ul (RU1X2) e V1 (RV1X2)

Resumo_X2 = [RU1X2' RV1X2']



# Andlise de correlacdo a partir das varidveis padronizadas

# Padronizacdo das varidveis

Z1 = (X1
22 = (X2

.- mean(X1, dims=1))
.- mean(X2, dims=1))

#Matrizes de correlacao

R11 =
R22 =
R12 =
R21 =
R =

# Determinacdo dos coeficientes candnicos padronizados

C
C
C

or(z1)
or(z2)
or(z1, 72)

R12*

C

or([z1 z21)

# Correlacao de 71
# Correlacao de 22
# Correlacao cruzada

# Correlacao total

# Matriz associada aos coeficientes ax

PARESA_Z = inv(sqrt(R11)) * R12 * inv(R22) * R21 * inv(sqrt(R11))

EigA_Z = eigen(PARESA_Z)
a_Z = inv(sqrt(R11)) *x EigA_Z.vectors

# Matriz associada aos coeficientes bx

PARESB_Z = inv(sqrt(R22)) * R21 * inv(R11l) * R12 * inv(sqrt(R22))

EigB_Z = eigen(PARESB_Z)
b_Z = inv(sqrt(R22)) *x EigB_Z.vectors

# Correlacbes canbnicas padronizadas
RUV_Z = sqrt.(EigA_Z.values)

# Ordenacao decrescente

idx_Z = sortperm(RUV_Z, rev=true)

RUV_Z = RUV_Z[idx_Z]

# Reordenar coeficientes
a_Z =a_ZI[:, idx_Z]

# Primeira funcdo canbnica padronizada
al 7z = a_zZ[:, 1]

b1_7Z = b_ZI[:, sortperm(EigB_Z.values, rev=true)[1]]

# Correlacoes

RU1Z1
RU1Z2
RV1Z1
RV172

al_Z' * R11
al_Z' * R12
bl Z' * R21
bl Z' % R22

entre varidveis canbnicas e varidveis originais padronizadas

# Ulx com Z1
# Ulx com Z2
# VIix com Z1
# Vix com Z2

# Varidveis candbnicas padronizadas
U Z=1271%a_Z
V_.Z =722 % b_Z

U1z
V1i_z

# Verificacdo da correlacdo canbnica padronizada

u_zl:, 1]
v_z[:, 1]

cor_U1Z_V1Z = cor(U1_zZ, V1_7)

./ std(X1, dims=1)
./ std(X2, dims=1)
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# Estatistica de Wilks (padronizada)
R11_star = R11 - R12 % inv(R22) * R21
SQTotal _Z = det(R11)

SQResiduo_Z = det(R11_star)

L_Z = SQResiduo_Z / SQTotal_z

chi2_Z = (-n + 0.5 % (p + g + 1)) * log(L_2Z)
df_ Z=(p -1) * (q - 1)

p_valor_Z = ccdf(Chisq(df_zZ), chi2_Z7)

# Resumo dos resultados — varidveis padronizadas
# Conjunto Z1
Resumo_Z1 = [

RU1Z1' RV1Z1']

#Conjunto Z2
Resumo_Z2 = [RU1Z2' RV1Z2']
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